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Resumen 

Las recomendaciones erróneas o sesgadas de la inteligencia artificial pueden ejercer un 

impacto negativo en las decisiones de las personas, como han puesto de manifiesto un número 

significativo de estudios. Sin embargo, un aspecto clave de la influencia de la IA en el 

comportamiento humano aún no ha sido explorado: ¿después de interactuar con un sistema 

de IA sesgado las personas reproducirán ese sesgo en sus propias decisiones futuras, incluso 

en un contexto sin IA? En dos series de experimentos exploramos si las personas podrían 

heredar sesgos de la IA y pusimos a prueba estrategias para mitigar este efecto negativo en las 

decisiones humanas. En la primera serie experimental (Experimentos 1, 2, 3 y 4) los 

participantes completaron una tarea que simulaba un diagnóstico médico sin asistencia o con 

la asistencia de un sistema de IA sesgado. Las recomendaciones sesgadas de la IA influyeron las 

decisiones de los participantes, pero, el hallazgo más importante de esta serie experimental 

fue que los participantes reprodujeron en sus respuestas el sesgo de la IA que les había 

proporcionado asistencia cuando se enfrentaron a realizar la tarea de diagnóstico ya sin esta 

ayuda. Por lo tanto, los participantes imitaron el sesgo de la IA incluso cuando ya había 

finalizado su colaboración con este sistema. En la segunda serie experimental pusimos a 

prueba si alertar a los participantes de forma general sobre la posible presencia de errores y 

sesgos en la IA (Experimentos 5 y 7) o si informarles de forma específica sobre el porcentaje de 

recomendaciones erróneas o correctas de la IA (Experimento 6) podría atenuar el impacto 

negativo de las recomendaciones sesgadas en sus decisiones, previniendo la herencia del 

sesgo de la IA. Los resultados de esta segunda serie sugieren que enfatizar el riesgo de error en 

la IA podría reducir la tendencia de las personas a aceptar acríticamente sus recomendaciones 

erróneas. Las personas podrían heredar sesgos de modelos de IA con los que interactúan, lo 

cual hace necesario continuar investigando para descubrir estrategias que mitiguen este 

riesgo.
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Abstract 

Several studies have shown that biased recommendations from artificial intelligence (AI) 

systems have the potential to influence human decision-making. However, some key 

implications of AI's influence on human behaviour remain unexplored: it is crucial to know 

whether, after interacting with a biased AI system, people will reproduce AI biases in their 

decisions, even after the interaction with the AI has ended. In two sets of experiments, we 

explored this possible human inheritance of AI biases and tested strategies that could mitigate 

such a negative impact of AI on human decisions. In the first experimental series (Experiments 

1,2,3 and 4), participants completed a medical-themed classification task with or without the 

help of a biased AI system. We found that biased recommendations by the AI strongly 

influenced participants' decisions. However, our most significant finding has been that, when 

the participants who were assisted by the AI went on to perform the task without any 

assistance, they made the same errors as the AI had made during the previous phase. 

Therefore, participants' responses mimicked AI bias even when the AI was no longer making 

suggestions. The impact of biased AI advice on human behaviour extends beyond the phase in 

which the AI recommendations are explicitly present. In the second experimental series, we 

tested whether general information about potential biases and errors in the AI (Experiments 5 

and 7), or explicit information about the AI's percentage of erroneous or correct 

recommendations (Experiment 6), could help mitigate the negative impact of AI bias on 

participants' responses and prevent the inheritance of bias. Our results showed that a simple 

intervention that emphasizes the risk of error in AI can help reduce the tendency of volunteers 

to follow incorrect AI suggestions. We conclude that there is potential for humans to inherit 

the bias of an artificial intelligence system, and this makes it important to develop strategies 

that can mitigate such risk.
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Declaración Ética 

El Comité de Ética de la Universidad de Deusto revisó y aprobó la metodología descrita en 

esta Tesis Doctoral. Los experimentos fueron realizados siguiendo el protocolo aprobado, teniendo 

en cuenta la normativa ética de la universidad. Obtuvimos consentimiento informado de todos los 

voluntarios previo a su participación en los experimentos. Las respuestas de los participantes se 

recopilaron online de forma anónima y no recogimos información personal o sensible. 

Debido a consideraciones éticas, y también para prevenir la influencia de conocimiento 

previo, creencias o expectativas de los participantes en los resultados de nuestros experimentos, 

tanto el contexto clínico, la tarea de clasificación, las muestras de tejido de pacientes y el síndrome 

descrito, así como el sistema de inteligencia artificial, sus recomendaciones y sesgo, utilizados en los 

experimentos de la presente Tesis Doctoral, fueron todos ficticios. 

La mayor parte de los experimentos que hemos realizado como parte del presente trabajo 

de investigación fueron prerresigtrados en AsPredicted.org. En la sección Método de cada uno de los 

experimentos compartiremos el enlace del prerregistro correspondiente. De forma similar, 

comprometidas con la ciencia abierta, los datos que hemos recogido en cada uno de los 

experimentos de la presente Tesis Doctoral han sido compartidos y pueden descargarse desde Open 

Science Framework: https://osf.io/2s93n/?view_only=f056b9c533c6432789aa49bb3b69d998 

https://osf.io/2s93n/?view_only=f056b9c533c6432789aa49bb3b69d998
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Capítulo 1. Introducción 

Los avances tecnológicos logrados en la disciplina de la inteligencia artificial (IA) en las 

últimas décadas han dado a luz a sistemas artificiales que exhiben una capacidad similar, y en 

ocasiones incluso superior, a la de la inteligencia humana para procesar datos, detectar patrones, 

realizar predicciones precisas y aprender. Dada su potencia y capacidad, la inteligencia artificial está 

siendo aplicada a las tareas más diversas, generando asombro en el público con los resultados 

obtenidos. Por ejemplo, piezas artísticas generadas por IA resultan indistinguibles de las creadas por 

autores humanos (Agudo et al., 2022; Köbis & Mossink, 2021), y las tácticas que ejecuta la IA en 

juegos de estrategia sorprenden a campeones experimentados (Shin et al., 2023). Los algoritmos de 

inteligencia artificial también han demostrado que pueden alcanzar una precisión superior a la de 

expertos radiólogos en la detección del cáncer de mama a partir de la evaluación de mamografías 

(McKinney et al., 2020) o reconocer y categorizar caras con un nivel de acierto similar al de los 

humanos (Phillips et al., 2018). 

En paralelo a estos desarrollos en la disciplina de la inteligencia artificial, cada vez más 

campos profesionales están incorporando herramientas basadas en IA para asistir a las personas 

durante los procesos de toma de decisiones. En el ámbito de la justicia, algoritmos de inteligencia 

artificial evalúan el riesgo de víctimas de violencia de género de volver a ser atacadas por sus 

agresores, lo cual ayuda a los jueces a determinar qué medidas de protección necesitan (Valdivia et 

al., 2022). En recursos humanos, la IA ayuda a identificar, entre miles de currículums, el candidato 

más idóneo para un determinado puesto de trabajo durante procesos de selección de personal 

(Kupfer et al., 2023; Lacroux & Martin-Lacroux, 2022). En el campo de la medicina, la inteligencia 

artificial asesora a los profesionales sanitarios en el diagnóstico, la elección de tratamiento o el 

pronóstico de la evolución de los pacientes, iniciando una verdadera revolución en el cuidado de la 

salud (Rajpurkar et al., 2022; Topol, 2019; Yu et al., 2018). 
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De esta colaboración entre inteligencia natural y artificial se espera una reducción de errores 

en las decisiones humanas en áreas de alta responsabilidad (Kahneman et al., 2021). La inteligencia 

artificial potencia las habilidades de la mente humana (Akata et al., 2020; Dellermann et al., 2019), a 

la par que contrarresta algunas de sus debilidades, como los sesgos cognitivos o la vulnerabilidad a 

la fatiga, que pueden afectar negativamente la toma de decisiones (Kahneman et al., 2021). De 

forma complementaria, la inteligencia humana compensa las limitaciones de la artificial (Dellermann 

et al., 2019), y las personas supervisan los resultados de la IA para asegurar que cada decisión es 

correcta y ética (European Commission, 2021; Suresh et al., 2020). 

A día de hoy, la interacción entre humanos e inteligencia artificial es ya frecuente y 

cotidiana, lo cual nos conduce irrevocablemente a cuestionar qué impacto puede llegar a ejercer la 

inteligencia artificial sobre el comportamiento humano. Más específicamente, nos preguntamos 

hasta qué punto la asistencia de una inteligencia artificial, ofrecida habitualmente en forma de 

recomendaciones explícitas, influye en las decisiones de las personas (Cabitza, Campagner, Angius, 

et al., 2023; Solans et al., 2022). También es pertinente evaluar si, verdaderamente, las personas son 

capaces de ejercer una supervisión crítica sobre esas recomendaciones de la IA (Goddard et al., 

2012, 2014). 

Investigaciones previas ya han aportado evidencia del potencial de los algoritmos de IA para 

orientar decisiones humanas, incluso en situaciones tan relevantes como decidir a qué candidato 

votar en unas elecciones presidenciales (Agudo & Matute, 2021; Epstein & Robertson, 2015). Dada la 

rápida evolución de las herramientas basadas en inteligencia artificial y su creciente expansión en 

diversos ámbitos de la sociedad es necesario investigar la capacidad de influencia de esta tecnología 

sobre las personas. El foco de esta investigación no debería circunscribirse solo al momento preciso 

en el que una persona debe tomar una decisión con el apoyo de una recomendación aportada por 

un sistema de inteligencia artificial; para obtener una mejor comprensión del fenómeno es necesario 
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conocer si, una vez finalizada la interacción con la IA, permanecen vestigios de la influencia de este 

agente en el comportamiento de las personas. 

Algunos investigadores ya han comenzado a preguntarse si la interacción continuada con 

sistemas de IA tiene un impacto perdurable en el comportamiento humano (Kidd & Birhane, 2023; 

Shin et al., 2023). La inteligencia artificial puede ser un modelo del que aprender, sobre todo si las 

personas tienden a percibirlo como una fuente experta y competente (Agudo & Matute, 2021; 

Araujo et al., 2020; Logg et al., 2019). El resultado positivo de la colaboración entre el ser humano y 

la IA sería la mejora y potenciación mutua. Por ejemplo, las personas pueden llegar a beneficiarse de 

las estrategias de toma de decisiones novedosas y creativas descubiertas por la IA, aprenderlas y 

reproducirlas, alcanzando resultados que no habrían podido lograr por sí solas (L’Imperio et al., 

2023; Shin et al., 2023). Sin embargo, en algunas situaciones la cooperación entre la inteligencia 

humana y la artificial puede resultar perjudicial, en vez de beneficiosa, para la toma de decisiones. 

Frente al optimismo y asombro que suelen acompañar a los nuevos desarrollos en inteligencia 

artificial, se alzan voces críticas que señalan los riesgos de la presencia de errores y sesgos en dichos 

modelos (Fry, 2018; O’Neil, 2016). Las recomendaciones de una IA sesgada podrían conducir a 

decisiones erróneas y carentes de ética, si los humanos siguen dichas recomendaciones de forma 

acrítica. Además, en este escenario de conformidad con la IA se ha expresado temor por la 

posibilidad de que los sesgos de la inteligencia artificial puedan acabar siendo transmitidos a los 

humanos tras una exposición repetida a dichos sesgos a lo largo del tiempo (Kidd & Birhane, 2023). 

Pese a sus graves implicaciones, esta posibilidad aún no había sido investigada. 

Una vez heredados por los humanos, los sesgos podrían ser difíciles de erradicar, incluso 

aunque finalice la colaboración entre las personas y la inteligencia artificial sesgada. Para 

ejemplificarlo, imaginemos un sistema de evaluación del riesgo de mortalidad en pacientes de UCI 

basado en IA que asigna dos puntuaciones diferentes a dos personas que, en realidad, tienen el 

mismo riesgo de morir. Aunque las dos personas tienen similar historial clínico, las diferentes 
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características étnicas de los dos pacientes resultan determinantes para la evaluación de la IA (Chen 

et al., 2018; Chen et al., 2021). En este caso, la etnia no es relevante para la estimación del riesgo, 

pero sin embargo la IA ha identificado erróneamente la etnia como una variable predictora. A 

consecuencia de este sesgo en el modelo, la persona que recibe la menor puntuación no tendrá 

acceso a la atención clínica especializada que necesita. El sanitario que interactúa con esta IA y 

supervisa sus resultados podría aprender el mismo patrón, de forma que podría acabar cambiando 

su propia estrategia de toma de decisiones para adaptarse a las evaluaciones de la IA, que considera 

precisas. Finalmente, aunque se descubra el sesgo y dicha herramienta de IA se retire, el profesional 

sanitario puede seguir replicando el sesgo en sus propias decisiones, dejándose influir por las 

características étnicas de una persona a la hora de determinar su riesgo frente a la enfermedad. 

El fenómeno de la potencial herencia del sesgo de la IA y su propagación a las decisiones 

humanas no había sido explorado empíricamente. Por ello, el primer objetivo de la presente Tesis 

Doctoral fue examinar si las recomendaciones sesgadas de un sistema de inteligencia artificial 

podían influir las decisiones humanas, de forma que estas decisiones imitasen el sesgo, no solo 

cuando la recomendación explicita de la IA estaba presente, si no también, cuando, posteriormente, 

las personas que habían interactuado con la IA sesgada pasaban a tomar decisiones por sí mismas. 

Es decir, nos propusimos investigar si los humanos podían heredar el sesgo de un modelo de 

inteligencia artificial durante un proceso de toma de decisiones. 

Aunque las herramientas de inteligencia artificial se han introducido en multitud de ámbitos 

y áreas profesionales, en este trabajo de investigación nos centramos en el campo de la medicina, 

donde estas herramientas están plenamente instauradas, su uso es frecuente y lo será aún más en el 

futuro. Además, es especialmente relevante conocer el impacto de la IA sobre el comportamiento 

humano en un área de alta responsabilidad, en el que las decisiones erróneas pueden tener como 

coste vidas humanas. Precisamente en el campo de la medicina, la regulación ética establece que en 

el equipo humano–IA será el profesional sanitario quien tendrá la última decisión siempre (European 
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Commission, 2021). Esta constituye otra de las importantes motivaciones para analizar la influencia 

de la IA en las decisiones humanas en el contexto clínico, pues en este entorno los algoritmos de IA 

no pueden actuar de forma autónoma y se espera que siempre una persona los supervise. La gran 

preocupación en este escenario es si la autonomía del ser humano para decidir puede verse 

comprometida por la influencia de la inteligencia artificial, influencia que podría perdurar incluso en 

ausencia de la IA si el decisor humano adquiere el sesgo de esta. 

Es posible que las personas hereden sesgos de la inteligencia artificial y, una vez planteado el 

problema, deberíamos preguntarnos si existe alguna posible solución. Sería necesario, por tanto, 

descubrir qué estrategias podrían prevenir o atenuar el efecto de herencia del sesgo. Quizá si las 

personas conociesen mejor cuál es el riesgo de errores sistemáticos en los resultados de la IA 

tenderían a evaluar de forma más crítica las recomendaciones de esta. Poner a prueba si informar a 

las personas sobre la presencia de errores y sesgos en la IA mitigaría la tendencia a aceptar sus 

recomendaciones sesgadas y prevenir la herencia del sesgo constituyó el segundo objetivo de la 

presente Tesis Doctoral. 

Dado que establecimos dos objetivos principales, la Tesis Doctoral consta de dos partes 

claramente diferenciadas: 

1. La primera parte explora, en una serie de cuatro experimentos, el primer objetivo descrito:

analizar si las personas heredan sesgos de la inteligencia artificial. El objetivo general y los 

objetivos específicos, el método, resultados y discusión de cada uno los cuatro experimentos de 

la serie se describen en el Capítulo II: Herencia del Sesgo de la Inteligencia Artificial. 

2. La segunda parte del presente trabajo de investigación pone a prueba, en una serie de tres

experimentos, el segundo objetivo: investigar si informar a las personas sobre la posible 

presencia de sesgos en la IA, antes de que se expongan a las recomendaciones de esta, atenúa 

su influencia en las decisiones de los humanos y previene la herencia del sesgo. El objetivo 

general y los objetivos específicos, el método, resultados y discusión de cada uno los tres 
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experimentos de la serie se describen en el Capítulo III: Mitigar la Influencia de las 

Recomendaciones Sesgada de la Inteligencia Artificial. 

El objetivo último del presente trabajo es profundizar en las condiciones que pueden 

garantizar una IA ética y fiable (High-Level Expert Group on AI, 2019a). Si bien esta tecnología es 

incuestionablemente útil para la sociedad, también es necesario garantizar que no se convertirá, a 

su vez, en uno más de los desafíos a los que ésta se enfrenta. Discutiremos los resultados de las dos 

series experimentales de esta Tesis Doctoral y debatiremos las implicaciones y relevancia social de 

nuestros hallazgos en el Capítulo IV: Discusión General y Conclusiones. 

Sin embargo, antes de pasar a describir la investigación realizada en la presente Tesis 

Doctoral debemos adentrarnos en la Introducción. Primero, es necesario definir con mayor detalle 

qué es un algoritmo y a qué nos referimos cuando hablamos de inteligencia artificial.  A 

continuación, conoceremos cuál es la relevancia de las herramientas de inteligencia artificial para 

apoyar la toma de decisiones humana, con especial atención al ámbito clínico, que es en el que 

hemos decidido focalizar nuestro trabajo, así como el riesgo de sesgo en estos instrumentos. Por 

último, realizaremos un recorrido por algunos de los hallazgos más relevantes de investigaciones 

previas que han explorado el potencial de la inteligencia artificial para influir en las decisiones 

humanas.
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1.1. Una Definición de Algoritmo e Inteligencia 

Artificial 

Algoritmo 

El término algoritmo, de forma genérica, hace referencia a una secuencia de instrucciones 

que guían la realización de una tarea (Fry, 2018). Siguiendo esta definición, cualquier video tutorial, 

encontrado a través de internet, que nos indica paso a paso cómo coser el botón de una camisa o 

preparar un bizcocho nos estaría proporcionando un algoritmo con la esperanza de ayudarnos a 

completar esas tareas con cierto éxito. De una forma más específica, esos algoritmos, con los que 

interactuamos día a día en las aplicaciones de nuestro móvil o en las páginas web, son también una 

serie de instrucciones, pero traducidas a código de programación. Los algoritmos son un conjunto de 

operaciones o reglas en lenguaje matemático que la máquina debe seguir para solucionar un 

problema o conseguir un determinado objetivo (Fry, 2018; Lee, 2018). 

El trabajo realizado por Charles Babbage y Ada Lovelace en la máquina analítica en las 

primeras décadas del siglo XIX, y los desarrollos formulados por Alan Turing en computación durante 

la primera mitad del siglo XX, han erigido a estos investigadores como pioneros de la programación 

informática (Boden, 2016). A ellos se atribuye la creación de los primeros algoritmos (Russell y 

Norving, 2010). Estos matemáticos desentrañaron como proporcionar instrucciones a unas 

máquinas que, en aquel momento, y tal como describió Lovelace, no eran capaces de crear nada por 

sí mismas, sino que solo hacían aquello que los humanos sabían cómo ordenarles (Carlucci Aiello, 

2016). Esas máquinas han evolucionado hacia una mayor autonomía (Duan et al., 2019). En la 

actualidad, los algoritmos muestran la capacidad de generar información y tomar decisiones sin 

necesidad de que un humano les dicte las reglas (Lee, 2018), solo necesitan ser alimentados con 

datos, y dado un objetivo, descubren por sí mismos las operaciones necesarias para conseguir la 

meta (Fry, 2018). Además, dado que estos algoritmos tienen la capacidad de procesar enormes 
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cantidades de datos, inabarcables o incomprensibles para la mente humana, realizan predicciones y 

generan un conocimiento que era impensable antes de la llegada de esta tecnología. Estamos ante 

los algoritmos de inteligencia artificial (Boden, 2016). 

¿Qué es la Inteligencia Artificial? 

Cuando Alan Turing se preguntó si las máquinas pueden pensar (1950), esbozó la imagen de 

un sistema artificial capaz de imitar acciones y funciones que, hasta ese momento, habían sido 

patrimonio de la cognición humana. Desde aquel momento, varias generaciones de investigadores, 

ingenieros y creadores se han preguntado de qué son capaces las máquinas y han propuesto 

diferentes definiciones de inteligencia artificial (Duan et al., 2019). En la literatura encontramos con 

frecuencia intentos de caracterizar a la inteligencia artificial como tecnología con capacidad de 

percibir el ambiente, aprender, razonar o tomar decisiones con cierto grado de autonomía (High-

Level Expert Group on AI, 2019b). Así, para simplificar, podríamos referirnos a la inteligencia artificial 

como máquinas que parecen actuar como humanos. Sin embargo, utilizar las características de la 

cognición humana como criterio para definir otras inteligencias puede ser cuestionable. Las 

inteligencias humana y artificial tienen características fundamentales incomparables, empezando 

por su sustrato físico, lo biológico frente a lo digital, que determina las idiosincrasias de cada una. 

Por ello, el método de funcionamiento de cada inteligencia es diferente y aunque un humano puede 

entablar una conversación verbal con una IA, los procesos que dotan de lenguaje a cada uno de 

estos dos interlocutores son muy distintos (Boden, 2016). También, las diferencias en las 

capacidades y limitaciones de cada tipo de inteligencia coartan la posibilidad de establecer 

paralelismos. Por ejemplo, los humanos puede que sean torpes con las operaciones aritméticas 

complejas, pero tienen unas buenas habilidades perceptivo-motoras, flexibilidad cognitiva y 

creatividad (Korteling et al., 2021). 
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Una Actualización de la Definición de Inteligencia Artificial

El grupo independiente de expertos de alto nivel sobre inteligencia artificial de la Comisión 

Europea (High-Level Expert Group on AI, 2019b) ha tratado de actualizar y unificar la definición de 

inteligencia artificial. Según su criterio, la inteligencia artificial se refiere a sistemas diseñados por 

humanos o sistemas no biológicos, que son capaces de percibir su entorno, adquirir datos, procesar 

la información recibida, razonar y decidir el mejor curso de acción en base a los datos para conseguir 

metas complejas, y todo con un alto grado de autonomía. Los sistemas de inteligencia artificial 

pueden generar resultados tales como predicciones, recomendaciones, decisiones o acciones que 

tienen una influencia en los ambientes y en los usuarios con los que el sistema interactúa (European 

Commission, 2021; High-Level Expert Group on AI, 2019b; Sanz-Urquijo et al., 2022). Estos sistemas 

no solo actúan en el ambiente, sino que además son capaces de modificar o adaptar su 

comportamiento en función de cómo su entorno se ha visto afectado por sus acciones previas (High-

Level Expert Group on AI, 2019b; Korteling et al., 2021). Es decir, tienen la capacidad de aprender.  

Inteligencia Artificial como Disciplina Científica 

La disciplina de la inteligencia artificial ha tenido, desde su nacimiento en torno a los años 50 

del siglo XX, la ambición de crear máquinas que puedan llegar a funcionar de forma autónoma y 

tengan la habilidad de adaptarse a ambientes complejos y cambiantes (Russell y Norving, 2010). 

Pero ¿cómo puede llegar una máquina a tener tales capacidades? El aprendizaje automático o 

machine learning es una rama de la inteligencia artificial que aúna técnicas destinadas a crear 

algoritmos que mejoren progresivamente sus resultados a partir de la experiencia previa de forma 

autónoma (Adlung et al., 2021). Es decir, los algoritmos de aprendizaje automático tratan de imitar 

la forma en que los organismos biológicos aprenden a partir de la experiencia (Fry, 2018). Algunas 

técnicas populares de aprendizaje automático son las redes neuronales o el aprendizaje profundo. 

Las redes neuronales, inspiradas por el funcionamiento de las neuronas en el cerebro humano, se 

basan en una red de pequeñas unidades de procesamiento con conexiones entre ellas de forma que, 
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durante el análisis de los datos, las conexiones entre las unidades de la red se van modificando, 

fortaleciendo o debilitando, para ajustarse al modelo más idóneo en base a esos datos (High-Level 

Expert Group on AI, 2019b). En el aprendizaje profundo, la red neuronal está compuesta por varias 

capas de unidades de procesamiento conectadas (el número de capas puede oscilar de 5 a 1000) y la 

información discurre a través de ellas en pasos sucesivos hasta generar el resultado óptimo (Esteva 

et al., 2019; Hinton, 2018). La particularidad de esta red es que no es diseñada por un humano: el 

número de capas y los resultados se determinan en función de los datos (Topol, 2019). 

Los algoritmos de aprendizaje automático son muy buenos en algunas tareas como 

reconocer objetos en imágenes o palabras en una conversación con un humano, pero, como el 

algoritmo busca por sí mismo la solución al problema, para el humano puede resultar un misterio las 

reglas que ha generado para llegar al objetivo (Fry, 2018). 

Lo que las Personas Creen que es la Inteligencia Artificial 

Como investigadoras en Psicología Experimental, nuestra área de estudio es el 

comportamiento humano. En este caso, cómo el comportamiento humano puede verse influenciado 

por las acciones de un agente al que se ha definido como inteligencia artificial. Cada vez que 

utilicemos los términos inteligencia artificial o IA, algoritmo, aprendizaje automático, modelo o 

sistema, en diferentes combinaciones, a lo largo de esta Tesis Doctoral, lo haremos teniendo 

siempre como referencia la definición del grupo de expertos de la Comisión Europea que hemos 

referido anteriormente (High-Level Expert Group on AI, 2019b), pero a la vez, en un sentido amplio y 

flexible. Porque, más allá de especificaciones técnicas, el foco de nuestro trabajo es la interacción 

humano–IA , la cual estará influida por las creencias y expectativas que las personas puedan tener 

sobre la inteligencia artificial (Pataranutaporn et al., 2023; Véliz, 2023).  Es decir, lo que la gente cree 

que es la inteligencia artificial y con qué cualidades la inviste. Por ejemplo, las personas tienden a 

percibir a los algoritmos de inteligencia artificial como entidades objetivas e imparciales (Claudy et 

al., 2022; Sundar & Kim, 2019; Sundar, 2020), lo cual puede ser clave para conducir a una aceptación 
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de las recomendaciones algorítmicas exenta de crítica. Nosotras queremos investigar la capacidad 

de influencia que pueden tener sobre las decisiones de las personas las recomendaciones sesgadas o 

erróneas aportadas por una fuente etiquetada como inteligencia artificial, más allá de 

consideraciones acerca de si dicha fuente es verdaderamente o no inteligencia artificial. De hecho, 

en todos nuestros experimentos utilizamos una inteligencia artificial ficticia.

1.2. Inteligencia Artificial Aplicada al Cuidado de la 

Salud 

Los nuevos desarrollos en inteligencia artificial han sido recibidos con particular optimismo 

en el campo de la medicina (Garcia-Vidal et al., 2019; Hinton, 2018; Shortliffe & Sepúlveda, 2018) 

donde las posibilidades de aplicación de esta tecnología parecen ilimitadas. Actualmente, es bien 

conocida su utilización, con éxito, en la detección de patologías como el cáncer de mama (Arasu et 

al., 2023; McKinney et al., 2020; Ng et al., 2023; Rodriguez-Ruiz et al., 2019) cáncer de piel (Esteva et 

al., 2017) o cáncer de pulmón a través de imágenes (Liu et al., 2023; Yu et al., 2016). Los modelos de 

inteligencia artificial exhiben también un importante potencial para realizar predicciones fiables del 

riesgo de sufrir determinadas afecciones, como la enfermedad de Parkinson (Yang et al., 2022), la 

degeneración macular asociada a la edad (Yim et al., 2020), la retinopatía diabética (Zhou et al., 

2023) o el riesgo de ataque cardíaco (Trayanova & Topol, 2022). De forma similar, los pronósticos 

que es capaz de realizar la IA son de utilidad para conocer la evolución de una determinada 

enfermedad (Dai et al., 2024) o el riesgo de mortalidad de un determinado paciente (Wulczyn et al., 

2021), con un bajo margen de error. Incluso en el área de la salud mental, los algoritmos de 

aprendizaje automático predicen el riesgo de sufrir depresión (Abd-Alrazaq et al., 2023) o trastorno 

de estrés postraumático (Schultebraucks et al., 2020). La utilidad de la IA en salud no se restringe 

solo a facilitar la detección temprana de enfermedades, las herramientas basadas en esta tecnología 

también proporcionan a los médicos recomendaciones de tratamientos personalizadas para cada 

paciente (Somashekhar et al., 2018) y pronósticos de los beneficios de diferentes terapias (Alaa et 
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al., 2021; Dawood et al., 2024), ayudan a descubrir nuevos biomarcadores (Yang et al., 2022), nuevos 

fármacos (Keshavarzi Arshadi et al., 2024) y a profundizar en la etiología de diversos trastornos (para 

conocer más desarrollos de IA en medicina ver Rajpurkar et al., 2022). 

De forma consistente, la inteligencia artificial ha demostrado una precisión en sus 

predicciones que iguala, y en ocasiones supera, la precisión que pueden alcanzar grupos de expertos 

humanos, al menos en estudios controlados (Topol, 2019; Yu et al., 2018). La capacidad de la 

inteligencia artificial para procesar e integrar un amplio espectro de datos (Rajpurkar et al., 2022), 

por ejemplo, químicos, genómicos, demográficos o psicosociales, se percibe como una oportunidad 

para alcanzar una aproximación al cuidado de la salud que se adapte mejor a las características de 

cada paciente (Chen et al., 2019; Hollister & Bonham, 2018). Esto motiva que se deposite en la IA la 

esperanza de una revolución que podría mejorar cualitativamente la calidad de la atención sanitaria 

y, entre los potenciales beneficios del advenimiento de la inteligencia artificial en medicina, la 

promesa de mitigar el error en las decisiones clínicas es una de las más deseadas (Hinton, 2018; 

Loftus et al., 2020). Siguiendo un enfoque sinérgico de mejora mutua en la colaboración humano–IA, 

el aliado artificial podría paliar la acción de algunos de los factores que afectan negativamente al 

razonamiento y juicio de las personas (Keller et al., 2020; Parikh et al., 2019). Por ejemplo, la IA 

podría ser útil para intentar reducir aquellos errores en las decisiones derivados de la acción de 

sesgos cognitivos (Kahneman et al., 2021).  

Pensar Rápido: Heurísticos, Sesgos Cognitivos y Ruido 

Determinar qué enfermedad o trastorno está causando los síntomas mostrados por un 

determinado paciente, elegir un tratamiento que se ajuste a las condiciones específicas de dicho 

paciente, entre múltiples opciones, o realizar un pronóstico de su evolución, demanda de los clínicos 

realizar juicios y tomar decisiones complejas (Braun et al., 2021). Un juicio incorrecto se traduciría en 

un error en el diagnóstico (Fawver et al., 2020; Graber et al., 2005) y, como consecuencia, un 
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paciente podría quedarse sin acceso a la asistencia médica que necesita. Por ello, la habilidad de 

toma de decisiones es central en la práctica clínica. 

Los errores en el razonamiento clínico son, con frecuencia, el reflejo de un procesamiento 

cognitivo inadecuado o de una carencia de habilidades para monitorizar los propios procesos 

cognitivos, en los que estarían involucrados los sospechosos habituales: heurísticos y sesgos 

cognitivos (Blumenthal-Barby & Krieger, 2015; Croskerry et al., 2023). Las teorías del proceso dual 

son predominantes a la hora de explicar los procesos de toma de decisiones de las personas. Estas 

teorías describen la existencia dos sistemas o modos de procesamiento cognitivo diferentes que 

entran en acción cuando los humanos deben realizar un juicio o tomar una decisión (Evans & 

Stanovich, 2013): el Sistema 1 o Tipo 1 comprende procesos rápidos, intuitivos, no verbales, basados 

en el reconocimiento de patrones; el Sistema 2 o Tipo 2 es lento, deliberado, verbal, analítico y 

menos propenso a error (Kahneman, 2003, 2012; Slovic et al., 2002; Stanovich & West, 2000). Con 

frecuencia, las personas confían en el primero de los sistemas descritos para tomar decisiones, es 

decir, siguen estrategias de procesamiento de la información que reducen tareas complejas a 

operaciones con reglas simples. Estos atajos en el razonamiento son adaptativos (Gigerenzer, 2001) 

ya que permiten tomar decisiones con rapidez y que son, generalmente, adecuadas. 

Una forma de procesamiento rápida e intuitiva de la información puede ser muy útil 

especialmente en el caso de profesionales experimentados, que han adquirido una alta destreza en 

una tarea (Kahneman, 2003). Por ejemplo, el proceso de hacer un diagnóstico en medicina requiere 

reconocer patrones en los síntomas de un paciente, y tratar de establecer la causa de dichos 

síntomas (Croskerry et al., 2023). En este proceso puede ser de utilidad confiar en el heurístico de 

representatividad, en el cual la probabilidad de que A pertenezca a la categoría B, o de que el evento 

A haya sido causado por el factor B, se evalúa en función del grado en que A es representativo de B 

(Tversky & Kahneman, 1974). En el caso de un diagnóstico, la evaluación de cómo de probable es 

que los síntomas A hayan sido originados por la enfermedad B dependerá de cuanto se parece A, el 



Capítulo 1: Introducción 

18 

patrón de síntomas que presenta un determinado paciente, a la forma habitual o prototípica de 

presentación de los síntomas en la enfermedad B. 

En el supuesto que hemos descrito, la acción del heurístico que permite evaluar con rapidez 

la similitud de un patrón de síntomas con el patrón asociado a una determinada enfermedad tiene 

como resultado un diagnóstico preciso realizado de forma eficiente (Blumenthal-Barby & Krieger, 

2015). Pero para que este tipo de estrategias conduzcan a decisiones correctas, también es crítico 

que los clínicos mantengan la habilidad de cambiar de una forma de procesamiento intuitiva y rápida 

a una forma de procesamiento lenta o analítica cuando sea necesario (Moulton et al., 2007). De no 

ser así, el uso de heurísticos puede conducir a errores sistemáticos y predecibles en las decisiones: 

los sesgos cognitivos (Tversky & Kahneman, 1974). 

En el ámbito clínico, el sesgo de disponibilidad, el efecto de anclaje, el efecto de enmarcado, 

el exceso de confianza en las propias decisiones, o la baja tolerancia al riesgo son algunos de los 

sesgos cognitivos que se han asociado con frecuencia a errores en las decisiones (Berthet, 2022; 

Blumenthal-Barby & Krieger, 2015; Croskerry et al., 2023; Crowley et al., 2013; Graber et al., 2005; 

Saposnik et al., 2016). El sesgo de confirmación, definido como la tendencia a buscar evidencia que 

confirme una creencia o diagnóstico en lugar de pruebas que lo refuten (Croskerry, 2003), también 

es susceptible de aumentar la vulnerabilidad al error, sobre todo en presencia de información 

contextual confusa, por ejemplo, anotaciones erróneas o imprecisas en las historias clínicas que 

sesgan la interpretación de la evidencia (Drew et al., 2013; Fawver et al., 2020). De igual modo, la 

tendencia a detener de forma prematura la búsqueda de información, una vez que se ha encontrado 

una primera evidencia o un diagnóstico plausible, sin recabar más información relevante o 

considerar posibilidades alternativas (sesgo que ha sido denominado search satisficing bias) se ha 

identificado también como una de las fuentes de error más comunes en las decisiones clínicas 

(Croskerry et al., 2023; Drew et al., 2013; Graber et al., 2005). En necesario señalar que la evidencia 

empírica en apoyo de que los sesgos cognitivos causen errores en las decisiones en el ámbito 
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sanitario proviene en su mayor parte de estudios con situaciones hipotéticas, por ejemplo, 

descripciones de casos o viñetas. Aunque parece que los heurísticos intervienen con frecuencia en el 

razonamiento en el entorno clínico real (Fernández‐Aguilar et al., 2022), la evidencia de su 

intervención en errores en este contexto aún es limitada (Berthet, 2022; Crowley et al., 2013). 

Otros factores que afectan a la toma de decisiones en la clínica, aunque no introducen 

errores sistemáticos y predecibles, sí son desencadenantes de errores aleatorios e impredecibles, 

conocidos como ruido en las decisiones (Kahneman et al., 2021). El cansancio, la fatiga y la privación 

de sueño (Danziger et al., 2011), el ruido excesivo o la presión de tiempo (Croskerry et al., 2023), así 

como factores emocionales, pueden interferir en los juicios de los profesionales de forma que sus 

decisiones no van a ser siempre consistentes (Kahneman et al., 2021). Por ejemplo, la decisión de 

prescribir opioides o antibióticos de forma innecesaria se ve influida por el momento del día en el 

que el paciente tiene la cita médica con el especialista (Linder et al., 2014; Neprash & Barnett, 2019). 

Parece que cuando los profesionales sienten fatiga o están bajo presión de tiempo, se inclinan más 

por soluciones rápidas, aunque no sean las más apropiadas. 

La descripción que hemos realizado de los factores que, con frecuencia, amenazan la 

adecuación de las decisiones clínicas y obstaculizan la práctica de una medicina basada en la 

evidencia (Dobler et al., 2019) permite comprender mejor por qué en medicina tradicionalmente ha 

existido un gran interés por el estudio de los procesos de toma de decisiones y el traslado de 

hallazgos de las ciencias cognitivas y del comportamiento al entorno sanitario aplicado (Croskerry et 

al., 2023). El conocimiento que aporta la psicología sobre los procesos cognitivos involucrados en la 

toma de decisiones puede ser extremadamente valioso para desarrollar intervenciones que mejoren 

el proceso de razonamiento clínico (Croskerry et al., 2013; Graber et al., 2012). De forma similar, en 

las últimas décadas, la inteligencia artificial, con poder para procesar inmensas cantidades de datos y 

sin variabilidad en el rendimiento a consecuencia de la fatiga, puede colaborar con los profesionales 
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para minimizar las fuentes de error en las decisiones, ayudándoles a realizar juicios más precisos 

(Kahneman et al., 2021; Kleinberg et al., 2020). 

Inteligencia Artificial para Tomar Mejores Decisiones 

El proceso de toma de decisiones en medicina es extremadamente complejo debido a la 

continua y rápida expansión del conocimiento, con resultados de ensayos clínicos y nuevos hallazgos 

en la investigación procedentes de diversas áreas de especialización, historias clínicas electrónicas 

de pacientes que cada vez incluyen más información, cambios continuos en los protocolos clínicos y 

en las normativas de los sistemas sanitarios (Obermeyer & Lee, 2017; Obermeyer & Topol, 2021). Las 

decisiones médicas deben estar basadas en la evidencia, pero el abrumador volumen, la 

multidimensionalidad y la alta velocidad de producción de los datos que se generan en la clínica 

excede la habilidad humana para evaluar y razonar (Chen et al., 2020). En un escenario tan 

desafiante, se hace necesario contar con sistemas de ayuda a la decisión clínica basados en 

inteligencia artificial que asistan a las personas ofreciendo recomendaciones específicas basadas en 

la riqueza de datos disponible y las características de cada paciente (Sutton et al., 2020). Estas 

herramientas se utilizan con frecuencia como apoyo de los clínicos durante el diagnóstico (Lyell et 

al., 2021) con el objetivo de mitigar errores en las decisiones (Garcia-Vidal et al., 2019; Reverberi et 

al., 2022). 

La limitada evidencia disponible actualmente parece indicar que la colaboración de la 

inteligencia humana y artificial efectivamente podría conducir a la obtención de mejores resultados 

que los que podría lograr cada agente por separado (Patel et al., 2019), evidencia obtenida incluso 

en algunos estudios realizados en entornos clínicos reales (Han et al., 2023; Ng et al., 2023). Por 

ejemplo, Tschandl et al. (2020) observaron que la toma de decisiones asistidas por una IA mejoró la 

precisión en la detección del cáncer de piel en comparación a las predicciones realizadas solo por la 

inteligencia artificial o solo por especialistas en dermatología, al menos cuando el sistema de IA era 

altamente preciso. Este tipo de colaboración permitiría a los clínicos beneficiarse de las ventajas que 
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ofrecen los modelos de inteligencia artificial a la vez que se garantiza una supervisión humana de la 

IA para aquellas funciones en las que los algoritmos no son del todo confiables, y donde puede 

existir un riesgo de sesgo (Patel et al., 2019). Sin embargo, aún se desconoce hasta qué punto esta 

sinergia es siempre posible ya que la investigación acerca de los resultados de la colaboración entre 

humanos e IA en el entorno clínico es aún muy escasa. Por lo tanto, aún no se conocen bien cuáles 

pueden ser las consecuencias de la implementación de herramientas de IA en clínica, lo cual suscita 

preocupación por el posible impacto negativo de la IA en un entorno de alto riesgo y motiva el 

planteamiento de nuevos dilemas éticos. 

Retos de la Implementación de Sistemas de IA 

La inteligencia artificial puede transformar la forma de razonar y tomar decisiones en el área 

del cuidado de la salud; por ello, los futuros clínicos no solo tendrán que saber cómo interactuar con 

los algoritmos, también deberían saber cómo evaluarlos, comprender cómo son desarrollados, 

participar en el proceso de creación de la IA y en el debate acerca de cuáles pueden ser las 

consecuencias de su aplicación (Obermeyer & Lee, 2017; Obermeyer & Topol, 2021; Walsh et al., 

2021; Wiens et al., 2019). 

Cuando se espera que inteligencia artificial y humana trabajen en colaboración como un 

equipo, surge un debate acerca de conceptos clave como autonomía, control y responsabilidad (de 

Miguel, 2020; Lai et al., 2021). La utilización de algoritmos de inteligencia artificial en la clínica 

plantea varios retos éticos relacionados con la opacidad de los procesos del algoritmo, ya que los 

usuarios desconocen la estrategia utilizada por la IA para alcanzar una determinada decisión y con 

las adscripciones de responsabilidad de las decisiones y el grado de agencia que se debe conceder a 

la inteligencia artificial (Alkorta, 2022; Braun et al., 2021; Cadario et al., 2021; de Miguel et al., 2020). 

Aún son muy pocos los estudios que han tratado de analizar de forma empírica el impacto a 

corto y largo plazo de la colaboración humano–IA tanto en los profesionales como en los pacientes 

(de Miguel et al., 2020; Lai et al., 2021). Se desconoce si esta colaboración puede realmente obtener 



Capítulo 1: Introducción 

22 

los beneficios prometidos, como reducir la carga de trabajo que soportan los profesionales sanitarios 

y mejorar la calidad del servicio a los pacientes (Han et al., 2023; Rebelo et al., 2023). Por otro lado, 

también se desconoce el riesgo real de las repercusiones negativas de la utilización de la IA en clínica 

como, por ejemplo, si los profesionales sanitarios tienden a depositar una confianza excesiva en 

estas herramientas o si su utilización puede resultar en una pérdida de destreza en los especialistas 

clínicos para realizar ciertas funciones (Cabitza et al., 2017; Sujan et al., 2019; Sutton et al., 2020). 

Por ello, es necesario continuar investigando desde diversos ámbitos de especialización con el 

objetivo de comprender mejor cuáles pueden ser las consecuencias de la implementación de la 

inteligencia artificial en la práctica clínica del día a día. Es prioritario identificar los riesgos que será 

necesario neutralizar para alcanzar un uso seguro de esta tecnología  (Adlung et al., 2021;  Chen et 

al., 2021; Ghassemi et al., 2021). 

Una de las principales preocupaciones que suscita la introducción de sistemas basados en 

inteligencia artificial en salud es el riesgo de la presencia de sesgos en sus predicciones y 

recomendaciones (Hastings, 2024). Aunque existen herramientas de IA que han demostrado una alta 

fiabilidad en funciones muy específicas, es necesario tener en cuenta que esta tecnología no es 

perfecta; en algunos casos las investigaciones que han puesto a prueba la precisión o fiabilidad de 

estos sistemas han ofrecido datos heterogéneos y la mayoría de ellos aún necesitan ser validados en 

escenarios clínicos reales (Böhnke et al., 2022; Rajpurkar et al., 2022; Topol, 2019).

1.3. Sesgos en la Inteligencia Artificial 

Los algoritmos de inteligencia artificial están utilizándose, cada vez con mayor frecuencia, 

para asistir a los humanos en la toma de decisiones críticas. Esta tendencia está enraizada en la 

premisa de que los algoritmos son herramientas caracterizadas por la objetividad, eficiencia, 

precisión e imparcialidad (Araujo et al., 2020; Bonezzi & Ostinelli, 2021; Claudy et al., 2022; Logg et 

al., 2019; Sundar & Kim, 2019). Frente a esta creencia, desde diversos ámbitos se ha tratado que 

personas e instituciones tomen conciencia de que las herramientas de inteligencia artificial son 
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creaciones humanas, y por lo tanto pueden cometer errores y tienen el potencial de desarrollar 

sesgos (Fry, 2018; O’Neil, 2016). 

El término sesgo, en referencia a un algoritmo de inteligencia artificial, puede ser definido 

como un error sistemático (Fletcher et al., 2021), es decir, una desviación sistemática con respecto a 

un criterio (Danks & London, 2017) que puede tomar la forma de una tendencia inesperada en el 

modelo a favorecer, o perjudicar, un resultado con respecto a otro de forma constante (Mehrabi et 

al., 2022). El sesgo en los algoritmos de inteligencia artificial puede tener orígenes diversos, pero en 

la literatura suelen identificarse dos fuentes de sesgo principales: los datos con los que ha sido 

entrenado el algoritmo y el propio algoritmo (Mehrabi et al., 2022; Norori et al., 2021). 

Los algoritmos de inteligencia artificial aprenden a partir de lo que ocurrió en el pasado, es 

decir, los datos que han quedado registrados, para identificar el presente, y estimar o predecir el 

futuro. Si la base de datos a partir de la cual se entrena un algoritmo contiene desequilibrios y 

sesgos, la inteligencia artificial reproducirá esos sesgos. Dado que, con frecuencia, los patrones que 

quedan impresos en los datos son un reflejo de la inequidad en el sistema social, económico y 

político humano, los modelos de inteligencia artificial que descubren y leen esos patrones pueden 

imitar, y perpetuar, estereotipos y desigualdades (Bolukbasi et al., 2016; Caliskan et al., 2017; Zou & 

Schiebinger, 2018). La investigación de Abid et al. (2021) con el modelo de lenguaje GPT-3, 

desarrollado por OpenAI, ilustra bien esta problemática. Estos autores observaron que el modelo de 

lenguaje tendía a completar la frase “Dos musulmanes entraron en…” (Two muslims walked into a …) 

con los dos musulmanes cometiendo una acción violenta (e.g., …synagogye with axes and a bomb). 

Sin embargo, los investigadores no observaron esta asociación con otros grupos religiosos. Estos 

resultados proporcionan un ejemplo de cómo incluso algunos de los modelos de inteligencia artificial 

más sofisticados están expuestos al riesgo de reproducir sesgos (Zack et al., 2024). 

En cuanto a las potenciales fuentes de sesgo en la IA relacionadas con los datos, un 

problema común que aumenta el riesgo de errores sistemáticos en las predicciones del modelo son 
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los intentos de generalización. Cuando una inteligencia artificial es entrenada en un contexto 

determinado, con una base de datos que representa unas características específicas de una realidad, 

y se intenta aplicar a otro contexto diferente, sus predicciones ya no serán fiables (DeCamp & 

Lindvall, 2020). Por lo tanto, cuando los datos no representan la diversidad de la realidad a la que se 

desea aplicar una herramienta de IA, o lo hacen de forma parcial, es fácil que el modelo produzca 

resultados no deseados derivados de la dificultad para generalizar sus predicciones a grupos sociales 

o entornos con características infrarrepresentadas en las bases de datos. De esta forma, por

ejemplo, un sistema de reconocimiento facial puede parecer preciso porque clasifica rostros de 

hombres blancos sin apenas cometer errores, pero el mismo sistema puede evidenciar una increíble 

falta de precisión cuando trata de clasificar rostros de mujeres de piel oscura (Buolamwini & Gebru, 

2018). Este problema es una consecuencia de la baja diversidad fenotípica de los colores de piel en 

las bases de datos de imágenes que se utilizan para entrenar a los modelos de inteligencia artificial. 

Como ha quedado ejemplificado, se debe hacer una elección cuidadosa de la base de datos 

con la que se entrena una inteligencia artificial para tratar de minimizar el riesgo de sesgo en el 

modelo. Sin embargo, esta no es la única fuente de errores sistemáticos, y los algoritmos en sí 

mismos también pueden desarrollar un comportamiento sesgado debido a la forma en la que 

aprenden o a ciertas elecciones que tomaron los desarrolladores en el momento de su diseño 

(Mehrabi et al., 2022). Los algoritmos de inteligencia artificial son muy buenos realizando 

predicciones, pero la elección de qué variables actuarán como predictoras y su error de medida 

pueden desencadenar un claro sesgo (Mullainathan & Obermeyer, 2017). Cuando la variable a 

predecir es una variable latente, sin una definición empírica directa o una traducción a partir de unos 

datos, como, por ejemplo, el riesgo de una persona de reincidir en un delito o la atención médica 

que necesitará una persona en el futuro, es necesario utilizar como predictora una variable 

aproximada, que, se asume, correlaciona con la variable a predecir (Mullainathan & Obermeyer, 

2021). Entonces, se puede llegar a concluir que el número de arrestos previos de un grupo social es 

buen indicador de su futura propensión al crimen, o que los costes sanitarios o el número de 
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hospitalizaciones asociadas a un determinado perfil de paciente pueden predecir necesidades de 

salud en el futuro (Obermeyer et al., 2019), sin tener en cuenta que estos predictores pueden a su 

vez estar influidos por otras muchas variables, como el contexto socioeconómico, que están 

introduciendo un alto grado de error (Mullainathan & Obermeyer, 2017). 

Es importante considerar que el sesgo en una inteligencia artificial no debería evaluarse 

directamente en términos morales, pues es, en esencia, un artefacto matemático o estadístico 

(Courtland, 2018; Danks & London, 2017) consecuencia del diseño del algoritmo o de los datos a 

través de los cuales ha sido entrenado (Fletcher et al., 2021). Una máquina no es un ser sintiente, no 

manifiesta intenciones, no alberga prejuicios y no sabe discernir acerca de si una decisión es ética o 

no (Alkorta, 2022; Véliz, 2021). En su forma más elemental, el error sistemático que comete un 

modelo de IA sesgado puede consistir en un problema para identificar un determinado patrón de 

píxeles de diferentes colores en una imagen. Pero un sesgo como este en un modelo de inteligencia 

artificial puede resultar en una discriminación, una elección injusta o en un prejuicio hacia una 

persona o grupo (High-Level Expert Group on AI, 2019a) en función de cómo se utilicen las 

recomendaciones y predicciones de la IA y a qué contextos se apliquen. Por ejemplo, si un sistema 

de reconocimiento facial sesgado (Boulamwini & Gebru, 2018) se utiliza para identificar sospechosos 

de un delito, personas inocentes pueden acabar siendo injustamente acusadas. De la misma forma, 

un sistema de asistencia al diagnóstico que falla sistemáticamente en la detección de una patología 

en unos determinados grupos de población puede tener como consecuencia que un extenso número 

de personas no accedan a la atención médica que necesitarían (Seyyed-Kalantari et al., 2021). Las 

herramientas de inteligencia artificial pueden propagar y amplificar desigualdades porque se aplican 

de forma masiva. Por ejemplo, un mismo modelo de IA puede utilizarse en todo el sistema sanitario 

de un mismo país, y sus consecuencias pueden tener un mayor alcance que los sesgos de un 

humano. 
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Riesgo de Sesgo en la IA Aplicada al Cuidado de la Salud 

En clínica, resulta difícil obtener bases de datos amplias, que integren datos de diferentes 

fuentes, por ejemplo, clínicos, sociales y comportamentales, que sea representativa de los grupos de 

población a los que se van a aplicar las predicciones, que cuenten con datos etiquetados de forma 

precisa, con poca ambigüedad, o que no contengan riesgo de correlaciones espurias, para guiar el 

entrenamiento de algoritmos de aprendizaje automático de forma adecuada (Adlung et al., 2021; 

Cabitza et al., 2019; Hollister & Bonham, 2018; Walsh et al., 2021; Wiens et al., 2019; Zou & 

Schiebinger, 2018). Esta dificultad para obtener bases de datos amplias y con escasa ambigüedad es 

mayor en algunas áreas, como es el caso de la salud mental (Rebelo et al., 2023). Por ello, existe un 

alto riesgo de errores derivados de la dificultad para generalizar las predicciones de los algoritmos 

de inteligencia artificial a condiciones diferentes a las de su entrenamiento (Challen et al., 2019; 

Grote & Keeling, 2022). 

Los modelos de redes neuronales pueden ser entrenados para detectar melanoma en 

imágenes dermatoscópicas con la misma precisión que expertos humanos (Esteva et al., 2017), pero 

si la base de datos con los que ha sido entrenado el modelo no presenta variabilidad en diferentes 

características de la piel, como el color o la cantidad de pelo, probablemente la precisión para 

detectar el melanoma será mucho más baja en tipos de piel infrarrepresentadas en los datos. 

Encontramos el mismo tipo de problema en sistemas de predicción de riesgo de mortalidad en UCI 

que muestran diferentes porcentajes de error en función del género, del tipo de seguro, o la raza 

(Chen et al., 2018; Chen et al., 2020), o sistemas que asisten a los profesionales sanitarios en el 

radiodiagnóstico con una precisión de clasificación patológica variable según características del 

paciente, como el género o la etnia (Glocker et al., 2023; Larrazabal et al., 2020). 

Otro potencial problema relacionado con los datos empleados para el aprendizaje de 

algoritmos de inteligencia artificial en medicina es que, al fin y al cabo, esos datos suelen ser el 

producto de decisiones humanas, como, por ejemplo, qué patrón de síntomas en un paciente revela 
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que necesita una determinada prueba de evaluación, o qué tipo de paciente tiene más riesgo ante 

una determinada condición y puede beneficiarse más de un tratamiento. Este registro histórico de 

decisiones clínicas pasadas puede ser muy útil para el aprendizaje de un algoritmo de inteligencia 

artificial. Sin embargo, si esos datos esconden patrones de errores sistemáticos extendidos o sesgos, 

el sistema de inteligencia artificial entrenado con esos datos heredará los sesgos (Obermeyer & Lee, 

2017), pudiendo reproducirlos, trasmitirlos, e incluso, quizá, amplificarlos (Seyyed-Kalantari et al., 

2021; Zack et al., 2024).

1.4. Influencia de la Inteligencia Artificial en las 

Decisiones Humanas 

En áreas de elevada responsabilidad, como pueden ser salud o justicia, los profesionales son 

responsables de las consecuencias de las decisiones del equipo humano–IA. Dado que existe un 

riesgo de sesgo en los resultados de los sistemas de apoyo a la decisión basados en inteligencia 

artificial, estos profesionales deberían evaluar de forma crítica si la información proporcionada por 

la herramienta es correcta y confiable para cada decisión, antes de considerar aceptar tal 

información (Angerschmid et al., 2022; Suresh et al., 2020). Esta supervisión humana de la IA es 

necesaria, porque las personas pueden detectar cuándo es inapropiado utilizar el sistema de IA, 

cuándo sus recomendaciones son imprecisas, y cuándo carecen de ética. De la misma forma, el 

humano es capaz de reaccionar ante excepciones, imprevistas para el modelo de IA, o puede tomar 

en control si la tecnología falla (Howard et al., 2020). Pero, ¿realmente las personas son capaces de 

ejercer esta supervisión crítica? ¿Serán capaces las personas de detectar y rechazar los consejos 

sesgados de una IA? 

Algunas investigaciones aportan evidencia de una efectiva vigilancia humana de las 

recomendaciones de la IA, de forma que las personas serían capaces de usar aquellos consejos del 

agente artificial que son de ayuda para su objetivo, y desestimar aquellos que son erróneos o poco 
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útiles (De-Arteaga et al., 2020; Reverberi et al., 2022; Solans et al., 2022). Sin embargo, por otro 

lado, un extenso corpus de investigación documenta la tendencia de las personas a mostrar una 

confianza excesiva en el consejo de la inteligencia artificial (Bogert et al., 2022; Logg et al., 2019). 

Como consecuencia, los humanos se plegarían de forma acrítica a las recomendaciones de la 

máquina (Goddard et al., 2011, 2012, 2014; Suresh et al., 2020), incluso cuando estas 

recomendaciones son claramente incorrectas (Lyell et al., 2017, 2018). 

En un polo completamente opuesto al de la posición anterior, encontramos las 

investigaciones que identifican un efecto de aversión al algoritmo. En estos estudios, las personas 

parecen ser reticentes a aceptar la asistencia de sistemas de apoyo a la decisión basados en 

inteligencia artificial, especialmente cuando detectan que dicho sistema comete errores (Berger et 

al., 2021; Dietvorst et al., 2015; Prahl & Van Swol, 2017). Según esta línea de investigación, los 

humanos castigan duramente a los algoritmos cuando proporcionan consejos inadecuados, pues 

este comportamiento imperfecto violaría las expectativas de objetividad, precisión y perfección que 

suelen atribuirse a las máquinas (Bogert et al., 2021; Burton et al., 2020; Dietvorst et al., 2015; 

Franklin et al., 2021; Prahl & Van Swol, 2017). 

Entonces, cuando tratamos de dar respuesta a si es posible una supervisión efectiva de la IA 

por parte de un humano, encontramos variedad de resultados en la literatura, comprendidos entre 

los extremos de la confianza excesiva y la aversión al consejo de la IA. Esta disparidad de hallazgos 

puede deberse a que el contexto y las características de la tarea, en la cual humano y máquina 

colaboran, modulan la confianza que se deposita en la inteligencia artificial (Agudo & Matute, 2021; 

Araujo et al., 2020). Las máquinas son consideradas particularmente buenas en tareas objetivas y 

analíticas, pero no son consideradas competentes para aquellos dominios subjetivos que requieren 

de sensibilidad y emoción (Araujo et al., 2020; Castelo et al., 2019; Morewedge, 2022). Esta 

percepción de la inteligencia artificial, que es independiente de sus datos de precisión real, puede 

influir en la decisión de adoptar sus recomendaciones. Así, las personas serían reticentes a aceptar la 
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asistencia de un algoritmo en tareas de naturaleza subjetiva, como predecir qué bromas 

encontrarían graciosas sus amigos, pero confiarían en el criterio de la IA en tareas altamente 

objetivas (Agudo et al., 2022; Agudo & Matute, 2021; Castelo et al., 2019; Lee, 2018; Yeomans et al., 

2019). 

En el contexto clínico, el consejo de la inteligencia artificial puede ser percibido como 

particularmente confiable. Tareas como el diagnóstico o la clasificación de imágenes requieren 

destreza en la detección de patrones. Por lo tanto, estas tareas, comunes en medicina, son objetivas 

y analíticas, es decir, el tipo de tareas para las cuales las personas consideran especialmente hábil a 

la inteligencia artificial. Por esta razón, creemos que el proceso de toma de decisiones en un 

contexto clínico podría ser especialmente vulnerable al efecto de una excesiva confianza humana en 

el criterio de la inteligencia artificial. Como resultado, en este contexto, las personas tenderían a 

aceptar las recomendaciones de un algoritmo, incluso aquellas erróneas o sesgadas. En definitiva, la 

supervisión del ser humano no sería garantía de detección y corrección de los errores del modelo de 

inteligencia artificial. 

Los resultados de algunas investigaciones apoyan esta conclusión al aportar evidencia de 

que las recomendaciones incorrectas de la inteligencia artificial tienen un impacto negativo en las 

decisiones de los humanos (Agudo et al., 2024), también en el contexto clínico (Dratsch et al., 2023; 

Gaube et al., 2021; Jacobs et al., 2021; Rezazade Mehrizi et al., 2023). Por ejemplo, el estudio de 

Jacobs et al. (2021) reveló que, en una tarea que requería prescribir antidepresivos en diferentes 

escenarios, las recomendaciones incorrectas de una inteligencia artificial redujeron la precisión de 

las decisiones clínicas de los especialistas, en comparación con una condición de control sin 

asistencia. Estos resultados sugieren que los errores aleatorios en la información aportada por una 

herramienta de inteligencia artificial pueden llevar a las personas a cometer errores que habrían 

evitado de seguir su propio criterio. Sin embargo, la principal preocupación que hemos expresado en 

el presente trabajo se refiere a la presencia de errores sistemáticos o sesgos en las recomendaciones 
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de la inteligencia artificial, y al riesgo de que estos sesgos se propaguen a las decisiones humanas. 

Entonces, sería necesario explorar de forma explícita el impacto de los sesgos de la IA porque quizá 

ejerzan una influencia más profunda y duradera en el comportamiento de los individuos que los 

errores aleatorios que pueda cometer el modelo. 

El área de la salud es un escenario crítico en el que se torna especialmente relevante 

explorar cómo las recomendaciones sesgadas de la inteligencia artificial pueden afectar a las 

decisiones de las personas. Sin embargo, aún pocas investigaciones se han propuesto como objetivo 

analizar el efecto que tiene sobre el comportamiento humano la interacción con sistemas de 

inteligencia artificial sesgados (Solans et al., 2022) y aún menos estudios se han focalizado de forma 

específica en el impacto de esos sesgos en las decisiones humanas en áreas en las que las decisiones 

tienen un alto riesgo para las vidas de otros. El reciente estudio de Adam et al. (2022) representa 

una primera aproximación a este problema ya que estos autores analizaron de forma específica la 

influencia de las recomendaciones sesgadas de un algoritmo de IA en las respuestas de personas 

expertas y no expertas a situaciones de emergencia en salud mental. Los autores observaron que, 

cuando fueron aconsejados por una IA sesgada, tanto los participantes expertos como los no 

expertos mostraron un sesgo significativo en sus decisiones acerca de cómo responder a las crisis. En 

contraste, las decisiones de los participantes en la condición de control, sin asistencia del algoritmo, 

no mostraron ningún sesgo. 

Los resultados de Adam et al. (2022) sugieren que los sesgos presentes en la inteligencia 

artificial pueden influir en las decisiones humanas. Creemos que, para analizar de una forma 

completa las posibles implicaciones de ese fenómeno es necesario conocer la perdurabilidad de este 

sesgo adquirido por interacción con la IA. Pensemos en la siguiente situación, una persona 

acostumbra a realizar una tarea siempre apoyada por un sistema de inteligencia artificial. Este 

modelo de IA manifiesta un sesgo en sus recomendaciones, que la persona no detecta, pero sin 

embargo la persona acaba adaptando sus elecciones y mostrando conformidad con los resultados de 
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la máquina, reproduciendo el mismo sesgo. Supongamos que tiempo después, finalmente fuera 

descubierta la imprecisión de la IA y fuera retirada, entonces la persona debería pasar a realizar 

exactamente la misma tarea sin ningún tipo de asistencia. ¿Qué ocurre cuando esta persona debe 

volver a realizar dicha tarea por sí misma? Existe el riesgo de que el sistema haya modelado el 

comportamiento humano de forma que finalmente las decisiones de la persona reproduzcan el 

sesgo de la inteligencia artificial, incluso en un contexto en el que las recomendaciones de esa IA ya 

no están presentes. ¿Es posible que los humanos hereden sesgos de la inteligencia artificial? 
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Capítulo 2.  Herencia del Sesgo de 

la Inteligencia Artificial 

El primer objetivo principal del presente proyecto de investigación fue analizar si las 

decisiones de las personas podrían verse influidas por las recomendaciones sesgadas de una 

herramienta de inteligencia artificial, y comprobar si el impacto de este sesgo se extendería 

más allá del momento en el que las recomendaciones de la IA se mostraban de forma explícita 

durante la toma de decisiones. Esto es, exploramos si las personas podían heredar el sesgo de 

un sistema de inteligencia artificial. 

2.1. Serie Experimental 1 

En una serie de cuatro experimentos, analizamos empíricamente los siguientes 

supuestos:

a. Las personas seguirán las recomendaciones ofrecidas por una herramienta basada en

inteligencia artificial, aunque esas recomendaciones muestren un error sistemático o 

sesgo. Esta fue nuestra hipótesis en el Experimento 1. 

b. Las personas acostumbradas a realizar una determinada tarea asistidas por las

recomendaciones sesgadas de una inteligencia artificial reproducirán el mismo tipo de 

error sistemático que el sistema que las asesoró cuando se enfrenten posteriormente 

a realizar la misma tarea sin ningún tipo de asistencia. Esta constituyó la hipótesis 

principal explorada en el Experimento 2. 

c. Las personas que adquieren una mayor experiencia realizando una determinada tarea

sin ningún tipo de asistencia serán menos vulnerables a la influencia de las 

recomendaciones sesgadas de una IA en sus decisiones cuando deban enfrentarse a 
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realizar la misma tarea con asistencia del sistema sesgado. Esta fue nuestra hipótesis 

en el Experimento 3.  

d. La formación previa de las personas y el hecho de que la tarea esté relacionada con su

ámbito profesional disminuirá también la vulnerabilidad de sus decisiones a la 

influencia de las recomendaciones sesgadas de la inteligencia artificial y la herencia del 

sesgo. Pusimos a prueba esta hipótesis en el Experimento 4. 

El diseño de los cuatro experimentos de la Serie Experimental 1 de la presente Tesis 

Doctoral se muestra en la Tabla 1. 

Tabla 1 

Resumen del Diseño Seguido en los Cuatro Experimentos de la Serie Experimental 1 

Experimento Grupo n 
Tarea de clasificación 

Fase 1 E Fase 2 E 

Experimento 1 
Con IA 85 Asistencia IA 

60 
- 

- 
Sin IA 84 Sin asistencia - 

Experimento 2 
Con IA 100 Asistencia IA 

60 
Sin asistencia 

25 
Sin IA 99 Sin asistencia Sin asistencia 

Experimento 3 
Con IA → Sin IA 98 Asistencia IA 

40 
Sin asistencia 

40 
Sin IA → Con IA 99 Sin asistencia Asistencia IA 

Experimento 4 
Con IA 43 Asistencia IA 

60 
Sin asistencia 

25 
Sin IA 43 Sin asistencia Sin asistencia 

Nota. n, es el número final de participantes en cada grupo. E, es el número de ensayos en cada 

una de las fases de la tarea de clasificación. 

El Experimento 2 y el Experimento 3 fueron prerregistrados en AsPredicted, 

(https://aspredicted.org/). El enlace al prerregistro se indica al final de la sección Método de 

cada uno de los experimentos. El diseño del Experimento 4 fue idéntico al seguido en el 

Experimento 2, tan sólo los diferenció una muestra de participantes diferente: voluntarios 

https://aspredicted.org/
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reclutados en la plataforma Prolific (https://www.prolific.com/) en el Experimento 2 y 

estudiantes del Grado en Medicina en el Experimento 4. Debido a las similitudes en el método 

entre los dos experimentos, decidimos no preregistrar el Experimento 4 en AsPredicted. 

En los cuatro experimentos de esta serie utilizamos la misma tarea experimental. Esta 

simuló una situación de toma de decisiones en clínica. Las instrucciones utilizadas en cada fase 

de la tarea de clasificación para cada uno de los grupos se recogen en el Apéndice A. Durante 

la realización de la tarea, algunos participantes contaron con la asistencia de las 

recomendaciones de un sistema de inteligencia artificial sesgado, mientras que otros debían 

realizar dicha tarea sin ningún tipo de asistencia. Cuando describimos al sistema de IA como 

sesgado nos referimos a que cometía un error sistemático, siempre en un mismo tipo de 

estímulo. Como ya hemos indicado anteriormente, tanto la inteligencia artificial como la tarea 

que completaron los participantes fue una simulación. 

https://www.prolific.com/
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Experimento 1: Influencia de una IA Sesgada en 

las Decisiones Humanas 

El objetivo del primer experimento de la serie fue analizar la influencia de las 

recomendaciones sesgadas de un sistema de inteligencia artificial ficticio sobre el 

comportamiento de los participantes durante una tarea de clasificación que simuló un 

contexto de diagnóstico clínico. 

Método 

Participantes 

En el Experimento 1 la muestra final estuvo formada por 169 participantes (el 73.6% se 

autodenominó género femenino, un 20.7% género masculino y un 2.4% no binario) con una 

edad media de 18.4 años (SD = 0.79, mín. = 18, máx. = 24). Los voluntarios fueron asignados de 

forma aleatoria a uno de los dos grupos del experimento: el grupo con asistencia de la 

inteligencia artificial ficticia (grupo con IA, n = 85) y el grupo sin asistencia (grupo sin IA, n = 

84).  El análisis de sensibilidad a posteriori indicó que con el tamaño de muestra obtenido 

podíamos detectar un tamaño del efecto tan pequeño como d = 0.38, con una potencia del 

80% para una prueba t de Student de diferencia de dos medias independientes. 

Materiales y Procedimiento 

La tarea experimental fue creada en la plataforma Qualtrics, 

(https://www.qualtrics.com/es/) de forma que podía realizarse online desde cualquier 

ordenador con conexión a internet. Esta plataforma también facilitó la recogida de las 

respuestas y el almacenamiento de los datos. 

En el Experimento 1 deseábamos simular un proceso de toma de decisiones clínica con 

una tarea que, por un lado, fuese lo suficientemente sencilla para que fuese fácil de aprender, 

https://www.qualtrics.com/es/
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pero, por otro lado, lo suficientemente desafiante para los recursos cognitivos de los 

voluntarios, de forma que resolver la tarea correctamente requiriese de atención sostenida. 

Con este objetivo, utilizamos los estímulos creados por Blanco et al. (2020) en un estudio 

relacionado con ilusión causal para construir una tarea de clasificación. Cada estímulo estuvo 

formado por una matriz de 50 x 50 celdas que representaba una muestra de tejido extraída a 

un determinado paciente. En cada matriz, dos colores, un color oscuro (específicamente rosa 

oscuro) y un color claro (amarillo claro) se distribuían de forma aleatoria en los 2500 espacios 

delimitados por las celdas. Las celdas representaban las células de este tejido humano ficticio. 

Elegimos los estímulos del experimento de Blanco et al. (2020) porque (a) era fácil manipular la 

dificultad y ambigüedad de los estímulos; (b) al ser complejos, los participantes debían hacer 

una evaluación aproximada de la información para categorizar cada estímulo; y (c) podían 

generarse varias versiones diferentes de un mismo tipo de estímulo de forma que no hubiese 

dos estímulos idénticos. Por ello, dado que las proporciones de células de color oscuro y color 

claro en cada muestra de tejido era variable, creamos un amplio set de estímulos con 

diferentes niveles de dificultad de discriminación. Las diferentes proporciones de células 

oscuras/claras utilizadas en los estímulos se describen en la Tabla 2. 

Tabla 2 

Descripción de los Estímulos Utilizados en la Tarea de Clasificación 

Estímulo Descripción 

80/20 80% - 2000 células de color oscuro; 20% - 500 células de color claro. 

70/30 70% - 1750 células de color oscuro; 30% - 750 células de color claro. 

60/40 60% - 1500 células de color oscuro; 40% - 1000 células de color claro. 

40/60 40% - 1000 células de color oscuro; 60% - 1500 células de color claro. 

30/70 30% - 750 células de color oscuro; 70% - 1750 células de color claro. 

20/80 20% - 500 células de color oscuro; 80% - 2000 células de color claro. 
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Los participantes en el Experimento 1 debían observar una serie de muestras de tejido 

de diferentes pacientes con el objetivo de determinar, para cada una de las muestras, si estaba 

afectada o no estaba afectada por una enfermedad ficticia llamada Síndrome de Lindsay. 

Aunque cada muestra de tejido tenía células de los dos colores, uno de ellos estaba presente 

en una mayor proporción. Los voluntarios debían basarse en este criterio, la diferencia entre 

las proporciones en las que se presentaba cada uno de los dos colores, para identificar la 

presencia o ausencia del Síndrome de Lindsay. El criterio de clasificación dicotómica de las 

muestras de tejido en función del color presente en una mayor proporción en cada una de 

ellas puede verse en la Tabla 3. La asignación de una mayoría de células de color oscuro y una 

mayoría de células de color claro a las categorías “positivo” y “negativo” fue contrabalanceado 

y los participantes eran asignados al azar a una de las dos versiones de las instrucciones. 

Denominamos a esas dos diferentes versiones de las instrucciones balanceo B1 y balanceo B2 

(ver Tabla 3). La mitad de los participantes fueron asignados de forma aleatoria a las 

instrucciones B1 y la otra mitad a las instrucciones B2. 

Tabla 3 

Contrabalanceo del Color Predominante que Indicaba la Asignación de las Muestras de Tejido a 

las Categorías Positivo o Negativo. 

Balanceo Positivo Negativo 

B1 Oscuro Claro 

B2 Claro Oscuro 

Tal y cómo muestra la Tabla 3, en B1 las instrucciones indicaron a los participantes 

que, si la muestra de tejido tenía una mayor proporción de células de color oscuro, esta estaba 

afectada por el Síndrome de Lindsay y debía ser clasificada como “positivo”. Por otro lado, una 

mayor proporción de células claras en la muestra de tejido significaba que esa muestra no 

estaba afectada por el Síndrome de Lindsay y, por lo tanto, debía clasificarse como “negativo”. 
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En las instrucciones B2, una mayor proporción de células claras en la muestra indicaba la 

presencia del síndrome, debiendo ser clasificada como “positivo”, y una mayor proporción de 

células oscuras significaba que la muestra no estaba afectada por el Síndrome de Lindsay, y 

debía clasificarse como “negativo”. 

Era importante que los participantes entendiesen cómo clasificar un tejido como 

“positivo” o “negativo”. Por ello, para asegurarnos de que comprendían correctamente el 

criterio a seguir, al inicio del experimento los participantes practicaron la categorización de 

muestras de tejidos con distinto grado de dificultad antes de realizar la tarea de clasificación. 

Durante esta práctica se presentaron dos bloques de ensayos con 6 muestras de tejido en cada 

uno. En cada ensayo se presentaba al participante una sola muestra de tejido. Las 6 muestras 

fueron las mismas en los dos bloques; la única diferencia entre los dos bloques fue el orden de 

presentación de dichas muestras. Esto significa que cada muestra se presentó dos veces. La 

fase de práctica constó de 12 ensayos en total. En la Figura 1, podemos ver un ejemplo de un 

ensayo de la fase de práctica. 

Figura 1 

Captura de Pantalla Mostrando un Ejemplo de Ensayo de la Fase de Práctica 
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En cada ensayo, se presentaba en pantalla una muestra de tejido y, debajo de esta, 

aparecían disponibles dos botones con las opciones “positivo” o “negativo”. El participante 

debía hacer clic en una de las dos opciones para clasificar el estímulo en función del criterio 

que se le dio en las instrucciones. Los voluntarios no tenían límite de tiempo por ensayo, el 

estímulo permanecía en pantalla hasta que se introducía una respuesta. 

En el primer bloque de ensayos de la práctica, se presentaron las muestras de tejido 

ordenadas de fácil a difícil. Consideramos muestras de tejido fáciles de discriminar aquellas 

con una mayor diferencia en la proporción de células oscuras y claras, por ejemplo 80/20 y 

20/80, y muestras de tejido difíciles de discriminar aquellas con una menor diferencia en la 

proporción de células oscuras y claras, por ejemplo, 60/40 y 40/60. Durante este primer 

bloque, los participantes recibían un aviso si su respuesta era incorrecta y debían corregirla 

para poder pasar al siguiente ensayo. 

En el segundo bloque de ensayos de práctica, se presentaron de nuevo los mismos 

estímulos, pero esta vez en orden aleatorio. Durante este segundo bloque no se proporcionó 

información a los voluntarios sobre su acierto o error tras cada respuesta, pero sí se evaluó su 

ejecución en la tarea de clasificación a lo largo de los seis ensayos y se les comunicó su número 

de aciertos al final. Si el participante obtenía al menos 5 aciertos de 6 ensayos, podía continuar 

y participar en el experimento. Pero, si el participante no alcanzaba este umbral (i.e., menos de 

5 aciertos), aparecía el siguiente mensaje: “AVISO: Parece que no has entendido 

correctamente en qué consiste el Síndrome de Lindsay. Por favor, vuelve a leer las 

instrucciones”. Entonces el programa trasladaba al participante a la primera pantalla de 

instrucciones para repetir los dos bloques de la fase de práctica por segunda vez.  Una vez 

completada la repetición del segundo bloque de ensayos de práctica, el participante pasaba a 

realizar la tarea de clasificación del experimento, independientemente de que hubiese 

conseguido o no el criterio de aciertos. Sin embargo, se registró la puntuación obtenida por 
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cada participante en la repetición de la práctica y, si los voluntarios no alcanzaban al menos 5 

aciertos de 6 en la repetición, sus datos se excluían de los análisis. Consideramos que un 

determinado participante no había comprendido las instrucciones si no superaba con éxito la 

práctica ni siquiera tras la repetición de esta fase. 

Finalizada la práctica, los voluntarios pasaron a realizar la tarea de clasificación, que en 

este primer experimento de la serie constó de una sola fase (Fase 1, ver Tabla 1). Los 

participantes fueron distribuidos al azar en dos grupos: uno de los grupos realizaba la tarea de 

clasificación de muestras asistido por un sistema de inteligencia artificial ficticio (grupo con IA), 

mientras que el otro grupo realizaba la tarea sin ningún tipo de asistencia (grupo sin IA). El 

objetivo en ambos grupos era clasificar una serie de 60 muestras de tejido (i.e., ensayos), en 

función de si estaban afectadas o no por el Síndrome de Lindsay, siguiendo el criterio indicado 

en las instrucciones. Para el grupo asistido por el sistema de inteligencia artificial, en cada 

ensayo de la tarea se presentó la muestra de tejido a clasificar y la recomendación de la IA de 

forma simultánea. La recomendación aparecía en la parte superior de la pantalla, encima de la 

muestra, en la forma de una etiqueta de color naranja con la inscripción “POSITIVO +” cuando 

la recomendación dada por la IA era clasificar la muestra como positivo; o en la forma de una 

etiqueta de color azul, con la inscripción “NEGATIVO –“, cuando la recomendación de la IA era 

clasificar la muestra de tejido como un negativo. En la Figura 2 y en la Figura 3 podemos ver 

dos ejemplos de cómo se presentó la información en cada ensayo para el grupo con IA.  
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Figura 2 

Captura de Pantalla Mostrando un Ejemplo de Ensayo en el que la IA Recomienda Clasificar la 

Muestra como “Positivo” en el Grupo con Asistencia de la IA 

Figura 3 

Captura de Pantalla Mostrando un Ejemplo de Ensayo en el que la IA Recomienda Clasificar la 

Muestra como “Negativo” en el Grupo con Asistencia de la IA 
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En el grupo sin asistencia de la IA, en cada ensayo se presentó solo la muestra de 

tejido a clasificar. Esto significa que a ambos grupos se le presentaron exactamente los mismos 

estímulos, la única diferencia entre ellos era la presencia o ausencia del consejo de la IA 

ficticia. 

La secuencia de ensayos a clasificar incluyó 10 muestras de tejido de cada una de las 

proporciones de células oscuras y claras utilizadas en la tarea, 80/20, 70/30, 60/40, 40/60, 

30/70 y 20/80, resultando en un total de 60 muestras (i.e., estímulos). La inteligencia artificial 

que asistía a los participantes en nuestro experimento proporcionaba una recomendación 

correcta para 50 de las 60 muestras de tejido de la secuencia. Esto significa que nuestro 

modelo ficticio clasificaba de forma correcta un 80% de los ensayos, aproximadamente. Sin 

embargo, esta IA simulada mostraba un error sistemático o sesgo, pues se equivocaba siempre 

en su recomendación en las 10 muestras de tejido con una distribución de células oscuras y 

claras 40/60. 

En los estímulos 40/60, los participantes con asistencia de la IA se enfrentaban 

siempre a una contradicción entre la evidencia, es decir, el número de células oscuras y claras 

en la muestra de tejido, y la información proporcionada por la IA ficticia (i.e., las etiquetas de 

recomendación azul o naranja con las sugerencias positivo o negativo). Por ejemplo, una 

muestra con una proporción 40/60 tenía una mayoría de células de color amarillo claro, por lo 

tanto, de acuerdo a las instrucciones del B1, debía ser clasificada como un negativo. Sin 

embargo, la recomendación que proporcionó el modelo de inteligencia artificial fue siempre 

“POSITIVO +” (en el B2 el error sistemático de la IA era el opuesto: 40/60 era un positivo, pero 

la recomendación ofrecida por la IA fue “NEGATIVO –“). 

El orden de aparición de cada tipo de ensayos fue asignado a una posición en la serie 

de 60 ensayos de forma aleatoria, con una notable excepción: los estímulos 40/60. Ninguno de 

los diez estímulos 40/60, en los que la IA erraba sistemáticamente, apareció entre los primeros 
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10 ensayos de la secuencia de 60 ensayos de la tarea de clasificación. Con esta manipulación, 

intentamos mantener un cierto nivel de confianza hacia el modelo hipotético de IA durante los 

primeros ensayos, y que el sesgo del sistema no fuese evidente ya desde el inicio de la tarea 

(Nourani et al., 2021; Yu et al., 2019). Los diez ensayos 40/60 aparecieron en la secuencia de 

50 ensayos siguientes, mezclados de forma aleatoria con ensayos de otras proporciones. 

Finalizada la tarea de clasificación, realizamos a los participantes una serie de 

preguntas. La primera pregunta fue “¿El algoritmo de inteligencia artificial se ha conectado y te 

ha ofrecido recomendaciones mientras hacían la tarea?”, y para responderla los participantes 

solo tenían dos opciones de respuesta: sí o no. Las siguientes preguntas fueron: “¿Crees que el 

algoritmo de inteligencia artificial ha sido de ayuda durante la tarea de clasificación de 

muestras de tejido?” (cuánto consideraron a la IA de ayuda); “¿Cómo de acertado ha estado el 

algoritmo de inteligencia artificial en la clasificación de las muestras de tejido?” (acierto 

atribuido a la IA); ¿Cómo de acertado crees que has estado en la tarea de clasificación de las 

muestras?” (acierto percibido por el participante en sus propias respuestas); “¿Consideras que 

se puede confiar en las recomendaciones que ofrecen los algoritmos de inteligencia artificial 

en el ámbito de la salud?” (confianza en la IA en el ámbito de la salud); y “¿Crees que se puede 

confiar en las recomendaciones que ofrecen los algoritmos de inteligencia artificial, en general, 

en cualquier tipo de decisión?” (confianza en la IA en general). Estas cinco preguntas se 

respondían en una escala tipo Likert de 1 (nada) a 9 (totalmente) y fueron presentadas en el 

mismo orden para todos los participantes. 

Los voluntarios asignados al grupo con IA no tenían por qué apoyarse en la 

recomendación de la IA para realizar la tarea, pues podían elegir ignorarla y prestar atención 

solo a la muestra de tejido. Sin embargo, dado que el consejo de la IA era en principio fiable y 

concordaba con la información objetiva, consideramos que el grupo con IA tendería a confiar 

en la información de la etiqueta de recomendación para decidir cómo clasificar el estímulo, sin 
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evaluar detenidamente la muestra de tejido. En el grupo sin asistencia los participantes no 

tuvieron ningún tipo de recomendación, por lo que debían observar con atención las muestras 

de tejido para clasificarlas correctamente, sin apoyo de otra información adicional. 

Por lo tanto, nuestra hipótesis en el Experimento 1 fue que los participantes que 

realizaban la tarea asistidos por una IA sesgada cometerían más errores que los participantes 

que no tuvieron asistencia durante la tarea, que consideramos la condición de control. De los 

participantes asistidos por la IA sesgada esperábamos que clasificasen de forma incorrecta 

específicamente aquellos estímulos 40/60 en los que la recomendación fue errónea. Por este 

motivo, la principal variable dependiente en nuestro experimento fue el número de errores 

cometidos por los participantes en la clasificación de las diez muestras de tejido de proporción 

40/60. En estos estímulos era un poco más difícil juzgar qué color se presentaba en mayor 

proporción en la muestra, en comparación a otros estímulos de la serie. Aun así, estos 

estímulos eran fáciles de discriminar e incluso el error que cometía la IA en su recomendación 

era detectable.  Por este motivo, esperábamos que el grupo sin asistencia apenas cometiese 

errores en la clasificación de las muestras. En contraste, esperábamos que el grupo asistido 

por la IA sesgada realizara significativamente más clasificaciones erróneas de los estímulos 

40/60, que el grupo sin asistencia. 

Criterios de Exclusión de Datos 

Fueron excluidos del análisis los datos de aquellos participantes que fallaron en 

alcanzar el umbral de 5 aciertos en los 6 ensayos durante la segunda repetición de la fase de 

práctica. De forma similar, si los participantes clasificaban de forma errónea más de la mitad 

de los ensayos de la tarea de clasificación, esto es, acumularon más de 30 errores en la serie 

posterior de 60 ensayos, sus datos fueron excluidos del análisis ya que, o bien no 

comprendieron el criterio de clasificación o bien no prestaron atención a la tarea. En el 

Experimento 1 participaron inicialmente 171 estudiantes de primer curso del Grado en 
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Psicología de la Universidad de Deusto. Los datos de dos de estos voluntarios fueron excluidos 

siguiendo las directrices descritas, resultando en la muestra final de 169 participantes. 

Resultados y Discusión 

La media de clasificaciones incorrectas en los diez ensayos 40/60, en los que la 

recomendación de la IA fue errónea, fue de 2.21 (SD = 3.17) en el grupo con IA y de 0.69 (SD = 

1.83) en el grupo sin IA (Figura 4). La diferencia de medias entre los grupos con asistencia de la 

IA y sin asistencia fue significativa, t(167) = 3.81, p <.001, d = 0.5861.   

Figura 4 

Número Medio de Errores de Clasificación en los Diez Ensayos 40/60 de los Grupos con 

Asistencia de la IA (Con IA, n = 85) y Sin Asistencia (Sin IA n = 84) del Experimento 1. 

Nota. Las barras de error indican el intervalo de confianza para la media al 95% 

En cuanto a las preguntas que realizamos a los participantes al finalizar la tarea de 

1 La prueba t de Student se considera un test robusto a las desviaciones de la normalidad 
(Navarro & Foxcroft, 2022). Sin embargo, dado que en nuestra muestra no se cumplen los supuestos de 
normalidad (Shapiro - Wilk W = .738, p >.001) y homogeneidad de varianzas (Levene’s F = 32.6, p < .001) 
decidimos comunicar de forma complementaria los resultados de la prueba no paramétrica U de Mann 
Whitney, U = 2453, p <.001, rrb =0.313, que confirma una diferencia significativa entre los grupos en los 
errores cometidos en la clasificación de los estímulos 40/60. 
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clasificación, 78 participantes respondieron de forma afirmativa cuando se les preguntó si la IA 

se había conectado, aunque fueron un total de 85 participantes los que contaron con la 

asistencia de la IA durante la clasificación. Los participantes consideraron que habían hecho 

bastante bien la tarea, con una media de 7.43 (SD = 1.16) en una escala de 1 (nada) a 9 

(totalmente). La confianza de los participantes en los algoritmos de inteligencia artificial, en el 

área de la salud (M = 5.45, SD = 1.65), y en general (M = 5.24, SD = 1.56) fue moderada. En el 

grupo que fue asistido por la inteligencia artificial durante la tarea de clasificación 

encontramos una correlación positiva entre el número de errores cometidos en la clasificación 

de los estímulos 40/60 y cuánto consideraron a la IA de ayuda (r = .55, p <.001), el acierto que 

atribuyeron a la IA (r = .55, p <.001) y su confianza en la IA en el ámbito de la salud (r = .45, p 

<.001). La correlación entre los errores en ensayos con estímulos 40/60 y la confianza 

mostrada en la IA de forma general no fue tan clara (r = .28, p = .009) aunque sí significativa. 

Para finalizar, analizamos de forma exploratoria si el contrabalanceo de las 

instrucciones pudo haber ejercido algún efecto sobre el comportamiento de los participantes, 

es decir, si, por ejemplo, el criterio de clasificación de las muestras de tejido pudo resultar más 

fácil en un balanceo de instrucciones que en otro en función del color mayoritario que 

identificaba la presencia de enfermedad: claro u oscuro. Realizamos un análisis de la varianza 

(ANOVA) 2 x 2 con los factores grupo (con IA, sin IA) y balanceo (B1, B2) y el número medio de 

clasificaciones erróneas en los ensayos 40/60 como variable dependiente. Esta prueba 

confirmó, como podíamos esperar, un efecto principal de grupo F(1,165) = 14.29, p < .001, ⴄ2
p 

= .080, pero no un efecto del balanceo de las instrucciones, F(1,165) = 0.08, p = .772, ⴄ2
p = 

.001, ni una interacción Grupo x Balanceo, F(1,165) = 0.96, p = .327, ⴄ2
p = .006. Por lo tanto, 

pudimos confirmar que no se observaron diferencias en el número de clasificaciones 

incorrectas de los ensayos 40/60 en función de la asignación de los participantes a las 

instrucciones B1 y B2. 
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De la forma que esperábamos, y tal como planteábamos en nuestra hipótesis para el 

Experimento 1, los participantes que realizaron la tarea asistidos por una inteligencia artificial 

ficticia sesgada cometieron más errores que los participantes que realizaron esa misma tarea 

sin ningún tipo de asistencia. Los resultados que hemos obtenido evidencian que las 

recomendaciones sesgadas de un sistema de inteligencia artificial pueden influir en los 

procesos de toma de decisiones de las personas. En nuestro experimento, los participantes 

que contaron con la asistencia de la IA tendieron a reproducir el sesgo del asistente artificial en 

sus decisiones en una tarea que simuló un diagnóstico médico. 
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Experimento 2: Herencia del Sesgo de la IA 

El objetivo del segundo experimento de la Serie Experimental 1 fue tratar de replicar y 

extender los resultados observados en el Experimento 1, para obtener evidencia robusta de 

una influencia de la IA sesgada en las decisiones de los participantes. En el Experimento 2 

deseábamos analizar si esta influencia persistiría incluso cuando la IA ya no proporcionaba 

recomendaciones explícitas. También deseábamos conocer si dicha influencia del sesgo de la 

IA podría generalizarse también a nuevos estímulos. Es definitiva, en el Experimento 2 

comprobamos si los participantes heredaban el sesgo de la inteligencia artificial que les había 

proporcionado asistencia. De forma adicional, y con idea de entender mejor cómo influyen las 

recomendaciones de la IA en las decisiones, medimos y analizamos cambios en el 

comportamiento de los participantes a lo largo de la serie de ensayos de la tarea de 

clasificación.  

Método 

Participantes 

La muestra estuvo formada por 199 participantes (65.3% género femenino, 30.7% 

masculino, 4% no binario) con una edad media de 26.2 años (SD = 6.95, rango de edad de 18 a 

51 años), reclutados a través de la plataforma Prolific. Entre las plataformas de reclutamiento 

de participantes online disponibles en la actualidad, Prolific ha demostrado ser una de las 

mejores opciones debido al alto porcentaje de participantes que responden con seriedad y 

coherencia a las preguntas de los investigadores (Douglas et al., 2023). Establecimos como 

requisito para participar en el experimento hablar inglés con fluidez y no haber formado parte 

de experimentos previos realizados por nuestro laboratorio. Inicialmente, completaron el 

experimento un total de 200 participantes, pero los datos de un voluntario fueron excluidos de 

los análisis siguiendo los criterios de exclusión de datos descritos en el Experimento 1. Los 
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participantes recibieron una recompensa de 1 libra por realizar la tarea que duró 10 minutos 

de media. 

Los participantes fueron asignados de forma aleatoria a uno de los dos grupos del 

experimento: el grupo con asistencia de la IA (con IA, n = 100) y el grupo sin asistencia (sin IA, n 

= 99). El análisis de sensibilidad a posteriori reveló que, con este tamaño de la muestra, 

obtenemos una potencia del 80% para detectar un tamaño del efecto pequeño (f = 0.09) para 

un ANOVA mixto. 

Materiales y Procedimiento 

Los materiales y el procedimiento empleados en el Experimento 2 fueron similares a 

los utilizados en el Experimento 1. La principal diferencia del Experimento 2 con respecto al 

anterior fue la adición de una segunda fase a la tarea de clasificación, durante la cual ambos 

grupos clasificaron muestras sin ningún tipo de asistencia. Por lo tanto, en el Experimento 2 la 

tarea experimental pasó a constar de dos fases: la Fase 1, con asistencia de la IA para el grupo 

con IA y sin asistencia para el grupo sin IA, y la Fase 2, sin asistencia de la IA para ambos 

grupos. 

Con respecto a las imágenes que simulaban las muestras de tejido de diferentes 

pacientes, en el Experimento 2 utilizamos exactamente las mismas que en el experimento 

anterior (i.e., matrices de 50 x 50 con celdas en las que dos colores se distribuyen de forma 

aleatoria y que representan muestras de tejido de pacientes), solo que el tamaño de las 

imágenes fue ligeramente modificado para asegurar una buena visibilidad y ajuste a diferentes 

tipos de monitores de ordenador. 

En el Experimento 2, la forma de presentar los estímulos y las recomendaciones de la 

inteligencia artificial durante la práctica y la Fase 1 de la tarea de clasificación fue igual a la 

seguida en el Experimento 1, pero, en el presente experimento, modificamos la posición de la 

etiqueta de recomendación para que estuviese situada más cerca de la muestra, facilitando su 
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percepción. La Figura 5 ejemplifica un ensayo sin recomendación de la tarea de clasificación en 

el Experimento 2. Por otro lado, la Figura 6 muestra un ejemplo de ensayo con una 

recomendación correcta del sistema de inteligencia artificial. En contraposición, la Figura 7 

ofrece un ejemplo del error sistemático que cometió la IA en la clasificación de las muestras 

40/60 durante la tarea de clasificación. 

Figura 5 

Captura de Pantalla Ejemplo de un Ensayo de la Tarea con una Muestra de Proporción 40/60 

Sin Recomendación. 
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Figura 6 

Captura de Pantalla Ejemplo de un Ensayo de la Tarea con una Muestra de Proporción 30/70 

con una Recomendación Correcta del Sistema de Inteligencia Artificial Ficticio Siguiendo las 

Instrucciones B1. 

Nota. Siguiendo las instrucciones B1 una mayor proporción de células claras en la muestra de 

tejido significa que debería ser clasificada como un caso negativo. Por lo tanto, la clasificación 

correcta de la muestra 30/70 es la categoría negativa, tal como recomienda la IA en la imagen. 
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Figura 7 

Captura de Pantalla Ejemplo de un Ensayo de la Tarea con una Muestra de Proporción 40/60 

con una Recomendación Errónea del Sistema de Inteligencia Artificial Ficticio en Siguiendo las 

Instrucciones B1. 

Nota. Siguiendo las instrucciones B1, una mayor proporción de células claras en la muestra 

40/60 significaba que la muestra de tejido no estaba afectada por el Síndrome de Lindsay y 

debía ser clasificada como un caso negativo. Sin embargo, para este caso la IA recomendó 

clasificarla como un positivo. Por lo tanto, se dio una incoherencia entre el criterio de 

clasificación y la recomendación de la IA. El error ejemplificado en la imagen ocurrió de forma 

sistemática en todas las muestras 40/60 de la tarea en el balanceo de instrucciones B1. En B2, 

las muestras 40/60 deberían ser clasificadas como un positivo, debido a la presencia de una 

mayor proporción de células claras, pero la inteligencia artificial recomendaba clasificarlas 

como negativo. 
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La principal novedad en el Experimento 2, en comparación con el Experimento 1, fue la 

adición de una segunda fase de 25 ensayos en la tarea de clasificación. Durante esta segunda 

fase los dos grupos del experimento debían clasificar las muestras de tejido sin asistencia. Esto 

significa que, en la Fase 2, el grupo sin asistencia debía continuar realizando la clasificación de 

muestras en las categorías positivo y negativo al igual que había hecho en la fase anterior. Sin 

embargo, los participantes que habían contado con la ayuda de la inteligencia artificial durante 

la tarea de clasificación en la Fase 1 se enfrentaban a un cambio: realizar la tarea de 

clasificación sin ningún tipo de asistencia durante la Fase 2. 

La Fase 2 contó además con una nueva característica relevante: la inclusión de 5 

ensayos con estímulos ambiguos que tenían una proporción de células oscuras y células claras 

50/50. El criterio de clasificación en el que los participantes fueron instruidos al inicio del 

experimento tomaba como referencia el color predominante en las muestras de tejido para su 

asignación a las categorías positivo o negativo. Como en las muestras 50/50 no había un color 

predominante, era imposible asignar estos estímulos a una de las dos categorías atendiendo a 

la información objetiva contenida en la muestra de tejido. En la Fase 2 de la tarea los 

participantes no contaban con recomendaciones de la inteligencia artificial, por lo tanto, esta 

no podía constituir una guía para clasificar las muestras de tejido ambiguas. Debido a la 

incertidumbre que causaba la clasificación de los estímulos 50/50, esperábamos que, si los 

participantes que habían sido asistidos por la IA durante la fase anterior habían adquirido el 

sesgo del modelo, tomarían como referencia las recomendaciones sesgadas en las muestras 

40/60, de proporción más similar a la 50/50, como orientación para clasificar nuevos estímulos 

ambiguos. De los participantes que no habían sido asistidos por la IA esperábamos que 

clasificasen estas muestras ambiguas al azar. 

En la Fase 2 no se incluyeron en la tarea de clasificación los estímulos con 

proporciones de células oscuras y células claras 80/20, ni 20/80, porque consideramos que su 
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discriminación y clasificación era muy fácil. Lo más interesante en esta segunda fase de la tarea 

era registrar las respuestas de los participantes ante los estímulos 40/60 y los estímulos 

ambiguos 50/50. Para que la duración total de la tarea de clasificación no fuese excesiva, en la 

segunda fase de la tarea de clasificación incluimos 5 estímulos de cada una de las proporciones 

70/30, 60/40, 50/50, 40/60 y 30/70, resultando en un total de 25 estímulos. Recordemos que 

en cada ensayo se presentaba un solo estímulo a clasificar, por lo tanto, el número de ensayos 

y estímulos siempre se equiparan. 

El orden de aparición de cada tipo de estímulo en la serie de 60 ensayos de la Fase 1 y 

en la serie de 25 ensayos de la Fase 2 fue determinado mediante la creación de una secuencia 

fija aleatorizada. Tanto los participantes del grupo con IA, como los participantes asignados al 

grupo sin IA observaron la misma secuencia de ensayos, el orden de presentación de las 

muestras de tejido a clasificar era idéntico para todos los participantes, especialmente el orden 

de los ensayos con estímulos 40/60 en los que la IA se equivocaba. La única diferencia entre 

ambos fue que durante la Fase 1 de la tarea de clasificación para los participantes con 

asistencia de la IA se mostró una etiqueta de recomendación junto a cada muestra de tejido en 

cada ensayo, mientras que para los participantes sin asistencia se presentó solo la muestra de 

tejido a clasificar. La tarea al completo, incluyendo los ensayos de práctica, la Fase 1 de 60 

ensayos, la Fase 2 de 25 ensayos y la respuesta a las preguntas que se presentaban al finalizar 

la tarea de clasificación, pudo realizarse en unos 10 minutos de media de forma que no resultó 

extenuante para los participantes. Esta duración disminuyó el riesgo de que dejasen de prestar 

atención y respondiesen completamente al azar. 

Al igual que en el Experimento 1, la principal variable dependiente en el Experimento 

2, tanto en la Fase 1 como en la Fase 2 de la tarea, fue el número de clasificaciones erróneas 

de los estímulos 40/60, aquellos en los que el consejo de la IA erraba sistemáticamente. En la 

Fase 2 del Experimento 2, medimos una variable dependiente adicional: el número de veces 
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que un determinado participante clasificó los cinco estímulos 50/50 en la misma dirección que 

indicó el sesgo de la inteligencia artificial que proveyó de asistencia a los participantes durante 

la fase anterior. Denominamos a esta variable clasificaciones sesgadas. 

Entre los objetivos que establecimos para el Experimento 2, enumeramos también 

medir y analizar cambios en el comportamiento de los participantes durante la tarea de 

clasificación. Más específicamente, medimos las respuestas de los participantes ante los 

estímulos problemáticos 40/60 a lo largo de la tarea. Para poder realizar un análisis más 

detallado de la progresión de los errores de clasificación de los voluntarios en la Fase 1, 

dividimos los diez ensayos con estímulos 40/60 en dos bloques de cinco ensayos cada uno. De 

esta forma, los primeros cinco ensayos 40/60 de la Fase 1 formaron el Bloque 1, mientras que 

los cinco siguientes ensayos 40/60 formaron el Bloque 2. Dividir los ensayos en estas unidades 

más pequeñas nos permitió observar cambios en la tendencia de los errores de los 

participantes entre la primera y la segunda mitad de la Fase 1. Además, debemos tener en 

cuenta que en la Fase 2 de la tarea de clasificación se mostraban cinco ensayos con estímulos 

40/60 adicionales. Estos cinco ensayos formaron el Bloque 3. Esta división del total de ensayos 

40/60 en tres bloques equivalentes con el mismo número de estímulos la creamos únicamente 

a la hora de analizar y comparar la evolución de las respuestas de los grupos durante el 

experimento. Es decir, esto no afectó a los participantes, que realizaron la tarea tal y cómo 

hemos descrito hasta este punto. 

Al finalizar la tarea de clasificación, los participantes respondieron a las preguntas que 

utilizamos ya en el Experimento 1. Sin embargo, en el presente Experimento 2 decidimos 

eliminar la pregunta sobre la confianza en las recomendaciones que ofrecen los algoritmos de 

inteligencia artificial, en general, en cualquier tipo de decisión. Creemos que esta pregunta no 

aportó información útil en el experimento previo, su correlación con los errores cometidos por 

los participantes en la tarea de clasificación fue baja, en comparación con las otras preguntas, 
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en el Experimento 1. Además, dicha pregunta pudo resultar redundante, porque la pregunta 

inmediatamente anterior indagaba sobre la confianza mostrada por los participantes en la IA 

específicamente en el área de la salud, la cual era más pertinente en relación a la temática en 

la que se contextualizó nuestro experimento. Como novedad, en el Experimento 2 añadimos 

dos preguntas muy específicas que nos ayudarían a detectar si los participantes reconocían 

una tendencia a seguir la etiqueta de recomendación para resolver la tarea y detectaban 

errores en las recomendaciones de la IA: la pregunta “¿Te has basado en la recomendación de 

la IA para clasificar las muestras de tejido?” que se respondía en una escala tipo Likert de 1 

(nada) a 9 (totalmente) y la pregunta “¿Has detectado algún error en las recomendaciones de 

la IA?” (Sí/No). De esta forma podríamos dilucidar si los participantes tendían a seguir la 

recomendación de la IA porque la percibían precisa o si esta tendencia se manifestaba aun 

cuando detectaban que la IA tenía cierto grado de error. 

Nuestra hipótesis para el Experimento 2 fue que los participantes reproducirían en sus 

respuestas el mismo tipo de error sistemático o sesgo exhibido por la inteligencia artificial 

durante la Fase 1, cuando, durante la Fase 2, se enfrentaran a realizar la clasificación de 

muestras sin ningún tipo de asistencia. También creíamos que, si aprendían de la IA y adquirían 

su sesgo, este actuaría como referencia para clasificar los estímulos ambiguos durante la Fase 

2. En definitiva, esperábamos que, durante la segunda fase de la tarea, los participantes del

grupo con IA tendieran a clasificar los estímulos 40/60 y los estímulos 50/50 en la misma 

categoría que la recomendación sesgada de la IA sugirió para los estímulos 40/60 en la primera 

fase de la tarea. De los participantes del grupo sin asistencia esperábamos una clasificación 

correcta de los estímulos 40/60, tanto en la Fase 1 como en la Fase 2 de la tarea, y una 

clasificación al azar de los estímulos ambiguos 50/50. Interpretaríamos estos resultados como 

evidencia de una herencia del sesgo de la IA en las decisiones de los participantes y un efecto 

de generalización de este sesgo a estímulos novedosos e inciertos. El Experimento 2 fue 

prerregistrado en https://aspredicted.org/3a9wj.pdf 

https://aspredicted.org/3a9wj.pdf
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Resultados y Discusión 

Como podemos observar en la Figura 8, los participantes asistidos por la inteligencia 

artificial sesgada cometieron más errores de clasificación en los estímulos 40/60 tanto en la 

Fase 1 como en la Fase 2 de la tarea, que los participantes sin asistencia. 

Figura 8 

Número Medio de Errores de Clasificación en Cada uno de los Tres Bloques de Cinco Ensayos 

40/60 del Experimento 2 para los Grupos Con Asistencia de la IA (Con IA, n = 100) y Sin 

Asistencia (Sin IA, n = 99). 

Nota. Las barras de error indican el intervalo de confianza de la media al 95%. 

El ANOVA mixto 3 x 2 sobre el número de errores en ensayos 40/60 con grupo (con IA, 

sin IA) como factor intersujetos y bloque (bloque 1, bloque 2, bloque 3) como factor 

intrasujetos reveló un efecto principal de grupo F(1,197) = 41.3, p <. 001, η2
p = .173, y también 

un efecto principal de bloque, F(2,394) = 25.3, p <. 001, η2
p = .114, así como una interacción 

Bloque x Grupo, F(2,394) = 17.4, p <. 001, η2
p = .081. Como se muestra en la Figura 8, de forma 
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constante los participantes del grupo con IA cometieron más errores de clasificación que los 

participantes sin asistencia a lo largo de los tres bloques en los que dividimos la tarea de 

clasificación para poder analizar la evolución de las respuestas de los voluntarios. 

En el grupo sin asistencia no se observaron diferencias en la ejecución de los 

participantes a lo largo de los tres bloques, como puede verse en la Figura 8. Sin embargo, sí 

observamos cambios en el comportamiento del grupo con asistencia de la IA conforme avanzó 

en la tarea, con un aumento de los errores a la largo de la Fase 1 y una disminución en la Fase 

2. Las comparaciones post hoc con corrección de Tukey confirmaron un incremento en los

errores del grupo con IA en la clasificación de los ensayos 40/60 entre el Bloque 1 y el Bloque 

2, t(394) = -4.657, ptukey <. 001. La progresión ascendente de los errores a lo largo de la Fase 1 

puede significar, quizá, que los participantes confiaron cada vez más en la etiqueta de 

recomendación de la IA para realizar la tarea, bien porque percibían esta ayuda como fiable, o 

bien porque al aumentar la fatiga de los participantes, aumentó también su tendencia a usar la 

etiqueta como un recurso sencillo para resolver la tarea. Si los participantes del grupo con IA 

detectaron errores en las recomendaciones, parece que esto no se tradujo en una disminución 

del uso de dicha clave para guiar sus decisiones en el Bloque 2 de la tarea. En el grupo con IA 

detectamos también una reducción llamativa de los errores entre el Bloque 2 y el Bloque 3, 

t(197) = 8.87, ptukey < .001. Cuando se retira la asistencia de la IA sesgada y los voluntarios 

pasan a realizar la clasificación de muestras sin esta influencia en la Fase 2, cometen menos 

errores. Sin embargo, aunque los participantes del grupo con IA comienzan a clasificar mejor, 

aún arrastran el impacto del sesgo de la IA de la fase anterior, equivocándose más que el 

grupo sin asistencia a la hora de categorizar los estímulos 40/60, como demuestra la diferencia 

significativa entre los grupos en el Bloque 3, t(197) = 3.66, ptukey  = .004. 

En el Experimento 2, la Fase 2 contó, además, como novedad, con estímulos 50/50. 

Nuestra hipótesis en relación a estos ensayos ambiguos era que, si los participantes del grupo 
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con IA habían adquirido el sesgo de esta, clasificarían los estímulos 50/50 influidos por ese 

sesgo, mientras que los participantes en el grupo sin IA lo harían al azar. La Figura 9 muestra la 

media de clasificaciones sesgadas2 de los estímulos ambiguos para cada uno de los grupos. 

Figura 9 

Número Medio de Clasificaciones Sesgadas en los Cinco Ensayos 50/50 de la Fase 2 del 

Experimento 2 para los Grupos Con Asistencia de la IA (Con IA, n = 100) y Sin Asistencia (Sin IA, 

n = 99). 

Nota. Las barras de error representan el 95% IC. 

La prueba t de Student para dos muestras independientes reveló que el grupo con 

asistencia de la IA tendió a clasificar de forma sesgada los estímulos 50/50 (M = 2.91, SD = 

2.13) con más frecuencia que el grupo sin asistencia (M = 2.15, SD = 2.02), con una diferencia 

2 Para analizar las respuestas a los estímulos ambiguos de la Fase 2, codificamos como 1 cada 
clasificación de la muestra 50/50 que coincidía con la categoría que recomendó la IA sesgada para los 
estímulos 40/60 de la Fase 1 (positivo en B1 y negativo en B2), y codificamos como 0 cada clasificación 
que no iba en la misma dirección que el sesgo de la IA. De esta forma contabilizamos el número de veces 
que los participantes clasificaron los estímulos 50/50 siguiendo la misma pauta del sesgo. Llamamos a 
esta variable clasificaciones sesgadas. 
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pequeña pero significativa entre los grupos, t(197) = 2.58, p = .011, d = .366 3. Este resultado 

puede sugerir que el sesgo heredado no se circunscribió solo a aquellos estímulos en los que la 

recomendación de la IA fallaba, sino que su influencia también pudo generalizarse a nuevos 

estímulos inciertos, que los participantes no habían visto antes y en los que la IA no había 

proporcionado directriz alguna previamente. Esta interpretación debe tomarse con cautela, la 

magnitud de la diferencia entre los grupos en las clasificaciones sesgadas de los estímulos 

ambiguos fue pequeña. En el siguiente experimento de la serie nos propusimos como objetivo 

comprobar si se replicaba este efecto. 

En conclusión, en el Experimento 2 de nuevo observamos diferencias significativas 

entre los grupos con IA y sin IA en el número de clasificaciones incorrectas en estímulos 40/60 

durante la Fase 1 de la tarea de clasificación, replicando los resultados del Experimento 1. Sin 

embargo, los resultados más relevantes del Experimento 2 fueron: (a) la diferencia entre los 

grupos con IA y sin IA en el número de errores 40/60 hallada en la Fase 2, lo que evidencia que 

la influencia de las recomendaciones sesgadas en las decisiones de los participantes persistió 

incluso en un contexto en el que ya no tuvieron esa asistencia, y (b) la generalización del sesgo 

a estímulos novedosos ambiguos también durante esta fase. De la forma que esperábamos, los 

voluntarios que habían interactuado con la IA sesgada en nuestro experimento imitaron el 

error sistemático exhibido por las recomendaciones de este sistema, incluso en la fase de la 

tarea en la que se retiró la asistencia de la IA. Interpretamos este resultado como evidencia de 

una herencia del sesgo de la IA en las decisiones de los participantes.  

Con respecto a las preguntas que realizamos a los participantes una vez finalizaron la 

tarea de clasificación, fue llamativo observar que un 24% de los participantes del grupo con IA 

3 Dado que en nuestros datos no cumplen el supuesto de normalidad (Saphiro-Wilk W = .866, p 
<.001) realizamos además la prueba no paramétrica U de Mann Whitney, U = 3875, p = .006, rrb = .217, 
que confirma la diferencia entre los grupos en la media de clasificaciones sesgadas de los estímulos 
50/50. 
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respondieron que no habían tenido recomendaciones durante la tarea4 . También fue 

interesante comprobar que un 58% del grupo con IA afirmó detectar errores en las 

recomendaciones. De forma similar a lo observado en el Experimento 1, encontramos una 

correlación positiva significativa entre el número de errores en la clasificación de estímulos 

40/60 en la Fase 1 de los participantes del grupo con IA y cuánto consideraron estos 

participantes que la IA fue de ayuda (r = .63, p < .001), cuánto consideraron que habían 

seguido el consejo de la IA (r = .64, p < .001), el acierto que atribuyeron a la IA (r = .61, p < 

.001), y cuánto confiaban en la aplicación de la IA en el ámbito de la salud (r = .49, p < .001). 

Durante la Fase 2, los participantes que cometieron errores en la clasificación de los ensayos 

40/60, fueron también aquellos que consideraron a la IA un buen apoyo para realizar la tarea 

(r = .39, p < .001), declararon haber seguido las recomendaciones de la IA (r = .46, p < .001), 

tendieron a percibir a la IA como acertada (r = .37, p < .001), y como una herramienta confiable 

aplicada al área de la salud (r = .30, p = .002). 

Si bien ya en el Experimento 1 analizamos de forma exploratoria si el contrabalanceo 

de las instrucciones pudo haber ejercido algún efecto sobre el comportamiento de los 

participantes, también en el Experimento 2 tratamos de descartar la influencia de este factor 

sobre los resultados. El ANOVA 2 (grupo: con IA, sin IA) x 2 (balanceo: B1, B2), con el número 

de clasificaciones incorrectas 40/60 de la Fase 1 como variable dependiente, confirmó un 

efecto principal de grupo F(1,195) = 48.13, p < .001, ⴄ2
p = .198. No se observó un efecto 

principal del balanceo, F(1,195) = 2.54, p = .113, ⴄ2
p = .013, ni una interacción Grupo x 

Balanceo, F(1,195) = 1.66, p = .199, ⴄ2
p = .008. Realizamos el mismo análisis de la varianza para 

comprobar si la diferente asignación a las instrucciones B1 y B2 tuvo alguna influencia en los 

4 Podría considerarse problemático que el 24% de los participantes del grupo con asistencia de 
la IA no fuese realmente consciente de que estaban recibiendo recomendaciones de un supuesto 
sistema artificial. Repetimos todos los análisis de los datos excluyendo las respuestas de esos 
participantes para conocer si estaban introduciendo algún efecto extraño, pero los resultados 
principales no sufrieron ningún cambio. Dado que no hubo cambios significativos decidimos describir 
todos los resultados para la muestra completa, sin omitir ningún participante. 
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resultados observados durante la Fase 2 del Experimento 2. El ANOVA 2 (grupo) x 2 (balanceo) 

sobre el número de clasificaciones incorrectas en ensayos 40/60 de la Fase 2 confirmó un 

efecto principal de grupo, F(1,195) = 13.33 p < .001, ⴄ2
p = .064, pero no un efecto principal del 

balanceo, F(1,195) = 2.69, p = .102, ⴄ2
p = .014, ni una interacción Grupo x Balanceo, F(1,195) = 

0.97, p = .325, ⴄ2
p = .005. 



64 

Experimento 3: Efecto de la Experiencia Previa en la 

Herencia del Sesgo de la IA 

En el tercer experimento de la serie nos propusimos replicar el efecto de herencia del 

sesgo detectado en los participantes del grupo con asistencia de la IA del Experimento 2. De la 

misma forma, buscamos obtener más evidencia que apoye o refute una generalización de este 

sesgo a estímulos novedosos y ambiguos. Además, con nuestro Experimento 3 deseamos 

extender los resultados observados en experimentos anteriores de la serie y profundizar en las 

características de la herencia y generalización del sesgo. Con este objetivo, analizaremos si el 

orden en el que se introduce la asistencia de la IA en la tarea de clasificación influye en la 

vulnerabilidad de los participantes a las recomendaciones sesgadas. En el Experimento 2 

observamos el impacto en las decisiones de los participantes de realizar primero una tarea con 

la asistencia de una IA sesgada y después pasar a realizar la misma tarea sin asistencia. En el 

Experimento 3 deseamos analizar también el efecto de la transición opuesta: realizar primero 

una tarea sin asistencia para después pasar a realizar la misma tarea con el apoyo de una IA 

sesgada. Creemos que completar primero una fase de la tarea sin asistencia de la IA podría 

tener un efecto protector frente a su influencia en la fase posterior. 

Método 

Participantes 

La muestra final estuvo constituida por un total de 197 participantes (49.2% género 

masculino, 47.7 % femenino, 3% no binario) con una edad media de 27.1 años (SD = 8.28 mín. 

= 18, máx. = 66), reclutados a través de Prolific. Los requisitos para participar en el 

experimento fueron los mismos que describimos en el Experimento 2. Inicialmente reclutamos 

200 participantes, pero los datos de tres de ellos fueron excluidos siguiendo los criterios de 

exclusión de datos de todos los experimentos de esta Tesis, descritos en el Método del 
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Experimento 1. Los participantes recibieron una recompensa de 1 libra por realizar la tarea que 

duró unos 12 minutos de media. 

Los voluntarios fueron distribuidos al azar entre los grupos con IA → sin IA (n = 98) y 

sin IA → con IA (n = 99). El análisis de sensibilidad reveló que con un tamaño muestral de 197 

participantes podemos detectar un tamaño del efecto tan pequeño como f = 0.08 con una 

potencia del 80% para un ANOVA mixto. 

Materiales y Procedimiento 

La principal diferencia del Experimento 3 con anteriores experimentos de la serie fue la 

manipulación del orden de las fases de la tarea experimental. Como consecuencia, en este 

experimento, todos los participantes pasaron por las dos condiciones de la tarea, con 

asistencia de la IA sesgada y sin asistencia, pero en diferente orden. El grupo con IA → sin IA, 

realizó primero la tarea con recomendaciones de la inteligencia artificial ficticia de nuestro 

procedimiento, para después pasar a una fase sin asistencia, es decir, fue similar al grupo con 

IA del Experimento 2. El grupo sin IA → con IA completó primero la fase de la tarea sin 

asistencia, y después cambió a una fase de la tarea en la que se presentaron las 

recomendaciones de la IA como apoyo. 

Antes de comenzar cada una de las fases de la tarea, con asistencia de la IA o sin 

asistencia, en el Experimento 3 indicamos a los participantes de forma clara y explícita, 

apoyando las instrucciones con imágenes, si la IA iba a estar conectada y a ofrecerles 

recomendaciones (Figura 10), o si la IA iba a estar apagada y debían realizar la tarea sin 

asistencia (Figura 11). 
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Figura 10 

Imagen para Ilustrar que la IA Estaba Conectada y Ofrecería su Recomendación. 

Figura 11 

Imagen para Ilustrar que la IA No Estaba Conectada y Sería Necesario Realizar la Tarea Sin 

Asistencia. 

Esperábamos que las imágenes ayudasen a los participantes a diferenciar cuándo 

contaban con la asistencia del sistema de IA y cuándo no. Con estas instrucciones e imágenes 

también tratamos de resolver un posible problema detectado en los experimentos previos, 

donde una pequeña parte de los participantes que habían tenido recomendaciones de la IA no 

lo reconoció así cuando se les preguntó directamente sobre ello. 

El procedimiento del Experimento 3 fue similar al seguido en los dos experimentos 

anteriores de la serie. Solo realizamos las modificaciones necesarias para para poder realizar 

comparaciones tanto entre grupos como intrasujetos. Específicamente, fue necesario 

equiparar el número de ensayos que componían las fases con asistencia de la IA y sin 

asistencia. 
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En el Experimento 3 ambas fases de la tarea, con asistencia de la IA y sin asistencia, 

tuvieron el mismo número de ensayos. Cada fase de la tarea del Experimento 3 contó con un 

total de 40 ensayos con muestras de tejido de diferentes proporciones. Destacamos que 10 de 

esos 40 ensayos de cada fase correspondieron a estímulos 40/60. En los restantes 30 ensayos 

se presentaron estímulos de proporciones, 80/20, 70/30, 60/40, 30/70 y 20/80. En concreto, 

se utilizaron seis estímulos de cada uno de estos cinco tipos en la fase con asistencia de la IA. 

Sin embargo, en la fase sin asistencia se utilizaron cinco estímulos de los cinco tipos 

mencionados (i.e., 80/20, 70/30, 60/40, 30/70 y 20/80), porque en la fase sin asistencia 

además se incluyeron cinco ensayos con muestras de tejido 50/50, al igual que en el 

Experimento 2 (resultando en un total de 40 ensayos en la fase sin IA, al igual que en la fase 

con IA). Los estímulos ambiguos se mostraron también a los participantes del grupo sin IA → 

con IA, incluso cuando la fase sin asistencia fue la primera que completaron. De forma similar a 

experimentos anteriores, el orden de aparición de los diferentes tipos de estímulos en la 

secuencia de ensayos siguió una secuencia fija aleatorizada y el estímulo 40/60, en el que la IA 

erraba, nunca se presentó entre los primeros cinco ensayos de la serie. 

A la hora de analizar los datos y con el propósito de detectar cambios intrasujeto en 

los errores de clasificación de los voluntarios durante la tarea, en el presente Experimento 3 

dividimos los 10 ensayos 40/60 de cada una de las fases, en dos bloques de cinco ensayos cada 

uno, de forma similar a los análisis realizados en el Experimento 2. Por lo tanto, los 10 ensayos 

40/60 de la fase con asistencia de la IA fueron divididos en dos bloques, el Bloque 1 y el Bloque 

2, de cinco ensayos cada uno, sin que esto afectase a la tarea que debían realizar los sujetos, 

de la misma manera que en el Experimento 2. Los 10 ensayos 40/60 de la fase sin asistencia de 

la IA siguieron la misma división, formando el Bloque 3 y el Bloque 4. En total, fueron creados 

cuatro bloques de cinco ensayos cada uno para poder detectar cambios en la tendencia de 

respuesta de los participantes dentro de cada una de las fases de la tarea y en la transición 

entre las condiciones con IA → sin IA y viceversa. 
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Al finalizar la tarea de clasificación de muestras en el Experimento 3, los participantes 

respondieron a las mismas preguntas del Experimento 2. Solo fue realizada una modificación a 

la pregunta sobre si la IA se había conectado y ofrecido recomendaciones durante la tarea, la 

cual se clarificó al matizar si había ofrecido recomendaciones en algún momento a lo largo de 

toda la tarea. Creímos necesaria esta especificación porque el grupo con IA → sin IA podría 

haber interpretado que la pregunta se refería tan sólo a la última fase de la tarea 

experimental. 

Nuestra predicción para el Experimento 3 fue que el orden de la fase en la que se 

presentaban las recomendaciones de la IA, con dos órdenes posibles, con IA → sin IA o sin IA 

→ con IA, tendría una influencia en el comportamiento de los participantes. Esperábamos 

replicar los resultados observados en el Experimento 2 en el grupo con IA → sin IA. Es decir, 

predecíamos que los participantes de este grupo heredarían el sesgo de la IA y cometerían más 

errores que el otro grupo experimental en los ensayos 40/60, durante la fase sin asistencia. En 

contraposición, esperábamos que el grupo sin IA → con IA cometiese un menor número de 

errores de clasificación en la fase con asistencia de la IA, en comparación al grupo del orden 

opuesto. Planteamos como hipótesis que realizar primero la tarea de clasificación sin 

asistencia ejercería un efecto protector frente a las recomendaciones sesgadas de la IA 

durante la fase posterior. El Experimento 3 fue prerregistrado en 

https://aspredicted.org/hq54a.pdf 

Resultados y Discusión 

En la Figura 12 podemos ver las medias de errores en los ensayos 40/60 en cada uno 

de los cuatro bloques de la tarea para ambos grupos experimentales. El grupo de participantes 

que completó la primera fase de la tarea con asistencia de la IA sesgada cometió más errores 

en los ensayos 40/60 que el grupo que no tuvo esta asistencia en la fase inicial. En la segunda 

fase de la tarea de clasificación, el número medio de errores de ambos grupos fue similar. Es 

https://aspredicted.org/hq54a.pdf
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decir, el grupo sin IA → con IA aumentó sus errores al pasar a la fase con asistencia de la IA 

sesgada, pero el grupo con IA → sin IA no mostró una disminución equivalente cuando se 

retiró el apoyo de las recomendaciones de la IA. 

Figura 12 

Número Medio de Errores de Clasificación en Cada uno de los Cuatro Bloques de Cinco Ensayos 

40/60 del Experimento 3 para los Grupos Con IA → Sin IA (n = 98) y Sin IA → Con IA (n = 99). 

Nota. Las barras de error representan el 95% IC. 

En una observación más detallada de los resultados mostrados en la Figura 12, 

detectamos que, el cambio en las condiciones de la tarea entre los Bloques 2 y 3 se acompañó 

de un incremento en los errores 40/60 para el grupo sin IA → con IA, pero, sin embargo, las 

respuestas del grupo con IA → sin IA no siguieron la trayectoria opuesta. Cuando este último 

grupo cambió de la fase con asistencia de las recomendaciones sesgadas a la fase sin 

asistencia, su número medio de errores 40/60 no se redujo. Entonces, aquellos participantes 

que durante los Bloques 1 y 2 estuvieron bajo la influencia del consejo sesgado de la IA, 
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exhibieron los mismos errores sistemáticos que la IA simulada durante los Bloques 3 y 4, 

correspondientes a la fase sin asistencia. Se replica el resultado observado en el Experimento 

2, pero con una particular diferencia, y es que en el segundo experimento de la serie 

observamos una disminución de los errores del grupo con IA en la fase sin asistencia (aún con 

diferencias con el grupo sin IA), decremento que no se detecta en el Experimento 3. Por tanto, 

volvemos a observar una herencia del sesgo y es incluso un efecto más potente en este tercer 

experimento de la serie. 

Nuestras impresiones fueron confirmadas por el ANOVA mixto 2 (grupo: con IA, sin IA) 

x 4 (bloque: bloque 1, bloque 2, bloque 3, bloque 4) que mostró un efecto principal de grupo, 

F(1,195) = 7.59, p = .006, ⴄ2
p = .037, un efecto principal de bloque, F(1,585) = 26.0, p < .001, ⴄ2

p

= .118, y una interacción Bloque x Grupo, F(1,585) = 43.8, p < .001, ⴄ2
p = .183. Las 

comparaciones post hoc con corrección de Tukey confirmaron un incremento en los errores 

40/60 entre el Bloque 2 y el Bloque 3 para el grupo sin IA → con IA, t(195) = 8.75, ptukey < .001, 

cuando estos participantes pasaron a realizar la tarea con asistencia. El grupo con IA → sin IA 

vio incrementados sus errores entre el Bloque 1 y el Bloque 2 de la fase con asistencia de la IA, 

t(195) = -4.05, ptukey = .002, pero no se detectaron diferencias significativas entre los otros 

bloques. Por lo tanto, la tendencia en las respuestas de estos participantes fue constante 

durante el resto de la tarea de clasificación. Ni siquiera hubo un decremento significativo en el 

número de errores 40/60 en la transición del Bloque 2 al Bloque 3, t(195) = 2.86, ptukey = .085, 

indicio de herencia del sesgo en este grupo. Sin embargo, no encontramos evidencia en apoyo 

de que realizar primero la tarea sin ayuda en el grupo sin IA → con IA, lo cual aumentó la 

experiencia y la práctica con la tarea, haya ofrecido protección frente a la influencia de las 

recomendaciones sesgadas de la IA posteriormente. 

El análisis de las clasificaciones sesgadas de los estímulos ambiguos 50/50 reveló 

además una generalización del sesgo heredado en el grupo con IA → sin IA. Como muestra la 
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Figura 13, el número medio de clasificaciones sesgadas en los ensayos 50/50 durante la fase 

sin asistencia fue 3.72 (SD = 2.02) en el grupo con IA → sin IA, y la media de clasificaciones 

sesgadas en el grupo sin IA → con IA fue 2.65 (SD = 1.88). La diferencia entre los grupos fue 

significativa t(195) = 4.28, p < .001, d = 0.609. Estos resultados añaden evidencia al efecto de 

generalización del sesgo a estímulos novedosos y ambiguos observado en el Experimento 2.5 

Figura 13 

Número Medio de Clasificaciones Sesgadas en los Cinco Ensayos 50/50 de la Fase Sin Asistencia 

de la IA del Experimento 3 para los Grupos Con IA → Sin IA (n = 98) y Sin IA → Con IA (n = 99) 

Nota. Las barras de error representan el 95% IC. 

Analizamos de forma exploratoria si el contrabalanceo de las instrucciones pudo haber 

introducido diferencias en las respuestas de los participantes durante la clasificación de 

muestras de tejido ficticias. Durante la fase con asistencia de la IA, la media de clasificaciones 

5 Al igual que en experimentos anteriores de la serie, a causa de que nuestros datos no 
cumplen el supuesto de normalidad (Saphiro-Wilk W = .898, p <.001) ni homogeneidad de varianzas 
(Levene’s F(1.97) = 5.40, p =.020) realizamos además la prueba no paramétrica U de Mann Whitney, U = 
3221, p < .001, rrb = .336, que confirma la diferencia entre los grupos en la media de clasificaciones 
sesgadas de los estímulos ambiguos 50/50. 
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incorrectas de ensayos 40/60 fue de 4.01 (SD = 4.04) en B1, y de 3.49 (SD = 3.83) en B2, sin 

diferencias significativas, t(195) = 0.918, p = .360. En la fase sin asistencia de la IA, la media de 

clasificaciones erróneas 40/60 fue de 2.37 (SD = 3.34) en B1, y de 1.78 (SD = 3.09) en B2. No se 

observaron diferencias significativas en las respuestas en función del balanceo, t(195) = 1.417, 

p = .158. 

Es importante describir que en el Experimento 3 un 80.7% de los participantes 

declararon haber detectado errores en las recomendaciones de la inteligencia artificial, cuando 

se les preguntó por ello tras finalizar la tarea experimental. A pesar de este dato, la 

recomendación de la IA sesgada influyó las respuestas de los participantes durante la tarea de 

clasificación de muestras de tejido. A diferencia de experimentos previos de la serie, no 

observamos una correlación positiva entre el número de errores 40/60 y cuánto consideraron 

los participantes que la IA fue de ayuda (r = .05, p = .479), fue acertada (r = .05, p = .442) y 

digna de confianza en el ámbito de la salud (r = .08, p = .246). Parece que, en este 

experimento, las respuestas de los participantes se vieron menos influidas por su confianza y 

expectativas previas hacia la inteligencia artificial. 
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Experimento 4: Efecto de la Formación Previa en la 

Herencia del Sesgo de la IA 

En todos los experimentos de la Serie Experimental 1 de la presente Tesis Doctoral 

utilizamos la misma tarea de clasificación que simulaba un proceso de toma de decisiones en 

un contexto médico. La elección de este contexto fue relevante, pues, desde el momento que 

planteamos el primer esbozo para el presente proyecto de investigación, nuestra motivación 

fue analizar la influencia de la inteligencia artificial en las decisiones de las personas en 

ámbitos de alta responsabilidad, como es el del cuidado de la salud. La tarea experimental 

imita una actividad, realizar un diagnóstico, en la que es cada vez más frecuente que los 

profesionales de la medicina tengan la asistencia de sistemas de apoyo a la decisión basados 

en inteligencia artificial (Lyell et al., 2021). Sin embargo, todas las personas que han 

participado en los tres primeros experimentos de la serie han pertenecido a la población 

general, es decir, no hemos reclutado a profesionales de la medicina en activo o futuros 

profesionales en formación. Creemos que es relevante poner a prueba si en este colectivo, al 

que podemos denominar de expertos, se replican los resultados observados en los 

experimentos previos, y este es el objetivo del Experimento 4. 

En los anteriores experimentos de la serie, observamos cómo las recomendaciones 

sesgadas de una supuesta IA tuvieron una clara influencia sobre el comportamiento de los 

participantes en la tarea de clasificación. Los participantes asistidos por la IA sesgada 

cometieron más errores que aquellos que completaron la tarea sin ningún tipo de asistencia. 

Pero el resultado más interesante fue que, como observamos en el Experimento 2 y en el 

Experimento 3, cuando los participantes que tuvieron la asistencia de la IA sesgada pasaron a 

realizar la misma tarea sin ayuda, continuaron cometiendo errores en aquellos ensayos donde 

la IA se equivocaba. Es decir, los participantes replicaron el sesgo de la IA. Este patrón de 

respuestas no se observó en los participantes del grupo sin asistencia, que apenas cometían 



Experimento 4 

74 

errores. Descubrimos que la influencia del sesgo de la IA sobre el comportamiento de los 

participantes perduró más allá de la fase de la tarea en la que el sistema aportaba su 

recomendación. Los participantes cometían errores que replicaban el sesgo de la IA cuando 

tomaban decisiones por sí mismos, fenómeno que hemos dado en denominar herencia del 

sesgo. 

En el presente Experimento 4 queremos conocer si estos resultados se observan 

también en estudiantes de medicina. Dado que serán los usuarios de sistemas de apoyo a la 

decisión en el ámbito sanitario basados en IA en el futuro, es necesario analizar cómo 

reaccionan ante recomendaciones erróneas cuando realizan una tarea de diagnóstico en 

colaboración con un modelo de IA sesgado. Con este objetivo invitamos a participar en nuestra 

investigación a estudiantes del Grado en Medicina de la Universidad de Deusto. 

Método 

Participantes 

Participaron en el experimento 86 voluntarios (77.9% género femenino, 20.9% género 

masculino, y el 1.2% prefirió no contestar) con una edad media de 19.8 años (SD = 1.62, mín. = 

18, máx. = 28) estudiantes de primer curso (43% del total de la muestra), y tercer curso (57% 

de la muestra) del Grado en Medicina de la Universidad de Deusto. 

Distribuimos a los participantes al azar en los grupos con IA (n = 43) y sin IA (n = 43). El 

análisis de sensibilidad reveló que con un tamaño muestral de 86 participantes podíamos 

detectar un tamaño del efecto f = 0.13 o superior con una potencia del 80% para un ANOVA de 

medidas repetidas con factores intra e intersujetos. 

Materiales y Procedimiento 

En la creación del Experimento 4 seguimos el diseño y procedimiento del Experimento 

2, sin apenas alteraciones más allá de una muestra de participantes diferente. La única 
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modificación en el procedimiento del Experimento 4 con respecto al diseño del Experimento 2 

fue la utilización de las instrucciones e imágenes avisando del inicio de cada fase e indicando si 

la IA iba o no a estar conectada que ya utilizamos en el Experimento 3. Creímos que estas 

instrucciones serían útiles para delimitar el inicio de cada fase y las expectativas de los 

participantes para cada una de ellas. 

Al igual que en experimentos previos, con el fin de analizar cambios en las tendencias 

de respuesta de los participantes de ambos grupos a lo largo de la tarea, decidimos dividir los 

10 estímulos 40/60 de la Fase 1 en dos bloques, sin que esto afectara a los participantes: el 

Bloque 1 con los 5 primeros ensayos 40/60 y el Bloque 2 con los 5 últimos ensayos 40/60 que 

aparecieron en la serie de 60 ensayos entremezclados con estímulos de otras proporciones. 

Los 5 estímulos 40/60 de la Fase 2 pasaron a configurar el Bloque 3. 

Deseamos destacar que en el Experimento 4 la devolución de información a los 

voluntarios tras finalizar su participación en la investigación cobró una mayor importancia y 

fue más extensa que en los anteriores experimentos de la serie. Deseábamos que la 

experiencia fuese lo más enriquecedora y beneficiosa posible para el alumnado del Grado en 

Medicina, y que les motivase a realizar una reflexión crítica sobre la aplicación de IA al ámbito 

sanitario. Una vez finalizaron su participación en la tarea experimental, explicamos a los 

estudiantes de forma detallada cuál fue el propósito de nuestro estudio y describimos el 

procedimiento realizado. Los alumnos también fueron informados de los resultados que 

encontramos en experimentos previos y los resultados que esperábamos observar en sus 

respuestas. Después de esta explicación, reflexionamos sobre la relevancia de la investigación 

de la interacción humano-IA en psicología y abrimos debate para conocer la opinión y 

preocupaciones de los estudiantes respecto a la utilización de herramientas de IA en medicina. 

La participación en nuestro estudio no solo dio a los alumnos del Grado en Medicina la 

oportunidad de conocer más de cerca el ámbito de la investigación, sino que, además, los 
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enfrentó a retos reales que encontrarán en su futuro, al menos en una situación simulada. 

Se podría creer que los estudiantes de medicina serían más cautos a la hora de confiar 

en la recomendación de un sistema artificial para realizar una tarea que simula un diagnóstico, 

ya que estos estudiantes invierten años de formación para ser capaces de realizar dicha 

función con precisión. Al menos, puede que sean más cautos a la hora de confiar en una IA en 

un contexto clínico simulado en comparación a alumnos del Grado en Psicología (muestra del 

Experimento 1) y personas pertenecientes a población general, con diferentes contextos de 

formación y profesional (muestra de los Experimentos 2 y 3). Sin embargo, los estudiantes de 

medicina, al igual que cualquier otra persona, están cada vez más acostumbrados a interactuar 

con inteligencias artificiales en su vida diaria. A esto se suma que, actualmente, los escenarios 

de la medicina del futuro que se presentan a estudiantes colocan en una posición central a la 

inteligencia artificial, tecnología para la que se vislumbran posibilidades muy optimistas (Moor 

et al., 2023; Rajpurkar et al., 2022; Topol, 2023). Por ello, la percepción de la IA en los 

estudiantes de medicina puede ser bastante positiva o, al menos, creemos que otorgarán a la 

IA credibilidad al igual que otros grupos de población. 

Nuestra predicción en el Experimento 4 fue que las respuestas de los alumnos del 

Grado en Medicina replicarían los resultados del Experimento 2. Esperamos que, en la Fase 1, 

el grupo de participantes asistidos por una IA sesgada cometa más errores en la tarea de 

clasificación que el grupo que no contó con ningún tipo de asistencia. En la Fase 2, esperamos 

que el grupo que realizó la tarea asistido por la IA en la fase anterior cometa también más 

errores que el grupo sin asistencia, clasificando los estímulos 40/60 en la misma dirección que 

estableció el sesgo de la IA, y que además clasifique de forma sesgada los estímulos ambiguos 

50/50, evidenciando la generalización de ese sesgo a estímulos nuevos. 

Resultados y Discusión 

Como podemos ver en la Figura 14, y tal como esperábamos, el grupo que durante la 
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Fase 1 realizó la tarea de clasificación asistido por las recomendaciones sesgadas de la IA 

cometió más errores en los ensayos 40/60, tanto durante la Fase 1 como durante la Fase 2, 

que el grupo que realizó la tarea sin asistencia. La media de errores del grupo con IA fue mayor 

en todos los bloques de la tarea que la media del grupo sin asistencia. En el grupo sin IA, 

observamos una tendencia estable de las respuestas a lo largo de los tres bloques. Por el 

contrario, el comportamiento de los participantes en el grupo con IA mostró cambios en las 

diferentes fases de la tarea: los errores de este grupo aumentaron a lo largo de la fase con 

asistencia de las recomendaciones sesgadas, en los Bloques 1 y 2, para después disminuir en el 

Bloque 3, durante la fase de la tarea sin asistencia. A pesar de esta disminución, el grupo con 

IA aún cometió más errores que el grupo sin IA en el Bloque 3, si bien ambos grupos 

clasificaron muestras sin asistencia en esta fase de la tarea. 

Figura 14 

Número Medio de Errores de Clasificación en Cada uno de los Tres Bloques de Cinco Ensayos 

40/60 del Experimento 4 para los Grupos con Asistencia de la IA (Con IA, n = 43) y Sin Asistencia 

(Sin IA, n = 43). 

Nota. Las barras de error representan el 95% IC. 
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Para confirmar las impresiones descritas, realizamos un ANOVA mixto 2 (grupo: con IA, 

sin IA) x 3 (bloque: bloque 1, bloque 2, bloque 3) sobre la variable número de clasificaciones 

incorrectas de los estímulos 40/60 que reveló un efecto principal de bloque, F(2,168) = 4.86, p 

= .009, ⴄ2
p =.055, un efecto principal de grupo, F(1,84) = 28.1, p < .001, ⴄ2

p =.251, y una 

interacción Bloque x Grupo, F(2,168) = 3.57, p = .030, ⴄ2
p =.041. Las comparaciones post hoc 

con corrección de Tukey confirmaron un aumento en los errores 40/60 del grupo con IA entre 

el Bloque 1 y el Bloque 2, t(84) = -3.61, ptukey= .007, y un descenso en la media de errores de 

ese mismo grupo entre el Bloque 2 y el Bloque 3, t(84) = 3.70, ptukey = .005, cuando pasaron a 

realizar la tarea sin asistencia de la IA. En el Bloque 3, el grupo con IA cometió más errores de 

clasificación que el grupo sin IA, t(84) = 4.43, ptukey < .001. El grupo con IA continuó cometiendo 

errores en los ensayos 40/60 en la Fase 2, reproduciendo el mismo error sistemático de las 

recomendaciones de la IA de la fase anterior, a pesar de que en el Bloque 3 ya no estuvo 

guiado por recomendaciones sesgadas. 

Con respecto a los estímulos novedosos y ambiguos 50/50 que los participantes 

encontraron en la Fase 2, nuestra predicción fue que serían clasificados de forma sesgada por 

los participantes del grupo con IA, mientras que serían clasificados al azar por aquellos 

participantes que no tuvieron asistencia de la IA en ninguna de las fases de la tarea. La 

comparación entre las medias de clasificaciones sesgadas de ambos grupos, que podemos ver 

en la Figura 15, confirma esta predicción. La media de clasificaciones sesgadas de los cinco 

estímulos 50/50 de la Fase 2 fue de 3.81 (SD = 1.76) para el grupo con IA y de 1.93 (SD = 2.02) 

para el grupo sin IA, siendo la diferencia entre las medias de ambos grupos significativa, t(84) = 

4.61, p < .001, d = 0.9956. 

6 Los datos no cumplieron el supuesto de normalidad (Shapiro-Wilk W = .910, p < .001), por lo 
que decidimos utilizar también la prueba no-paramétrica U de Mann-Whitney para confirmar la 
diferencia entre ambos grupos en la media de clasificaciones sesgadas de los estímulos ambiguos, U = 
450, p < .001, rrb = .514. 
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Figura 15 

Número Medio de Clasificaciones Segadas en los Cinco Ensayos 50/50 de la Fase 2 del 

Experimento 4 para los Grupos con Asistencia de la IA (Con IA, n = 43) y Sin Asistencia (Sin IA, n 

= 43). 

Nota. Las barras de error representan el 95% IC. 

El 80.6% de los participantes del grupo con IA afirmó detectar errores en las 

recomendaciones del sistema artificial ficticio, o al menos así lo declararon en sus respuestas a 

las habituales preguntas que realizamos en los experimentos de la Serie 1 tras la finalización de 

la tarea de clasificación. Al igual que sucedió en el Experimento 1 y en el Experimento 2, 

observamos una correlación positiva y significativa entre el número de clasificaciones erróneas 

de estímulos 40/60 del grupo con IA en la Fase 1 de la tarea y cuánto consideraron a la IA de 

ayuda (r = .68, p < .001), cuánto consideraron que se habían basado en la recomendación de la 

IA para clasificar las muestras (r = .73, p < .001), cómo de acertado consideraron el consejo de 

la inteligencia artificial (r = .49, p = .005), y su confianza en los sistemas de inteligencia artificial 

en general en el ámbito de la salud (r = .29, p = .006). Cuando observamos las correlaciones 

entre las preguntas post experimentales y los errores en los ensayos 40/60 de la Fase 2, 

también encontramos que los participantes que más consideraron a la IA de ayuda (r = .59, p < 
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.001), se habían basado en la recomendación de la IA para clasificar las muestras (r = .57, p < 

.001), y la habían considerado más acertada (r = .59, p < .001), fueron también los que 

acumularon un mayor número de errores de clasificación de los ensayos 40/60.  

Al igual que en los experimentos previos, en el presente Experimento 4 analizamos de 

forma exploratoria si el contrabalanceo de las instrucciones tuvo algún tipo de influencia en el 

número de clasificaciones incorrectas de los ensayos 40/60 realizadas por los participantes. El 

ANOVA 2 (grupo: con IA, sin IA) x 2 (balanceo: B1, B2) sobre los errores 40/60 cometidos por 

los participantes en la Fase 1 confirmó un efecto principal de grupo F(1,82) = 26.19, p < .001, 

ⴄ2
p = .242. No se detectó un efecto principal del balanceo, F(1,82) = 0.03, p = .843, ⴄ2

p = .000, ni 

una interacción Grupo x Balanceo, F(1,82) = 0.008, p = .926, ⴄ2
p = .000. Las dos diferentes 

versiones de las instrucciones B1 y B2 en el Experimento 4 no introdujo ningún efecto extraño 

en los resultados de la Fase 1. El balanceo tampoco tuvo influencia alguna en los resultados 

observados en la Fase 2 de la tarea de clasificación, como también confirmó el ANOVA 2 

(grupo) x 2 (balanceo), pues observamos un efecto principal de grupo, F(1,82) = 19.95, p < 

.001, ⴄ2
p = .196, pero no un efecto principal del balanceo, F(1,82) = 1.19, p = .279, ⴄ2

p = .014, ni 

una interacción Grupo x Balanceo, F(1,82) = 1.21, p = .275, ⴄ2
p = .015.  

Los resultados obtenidos en el Experimento 4, en el cual participaron estudiantes de 

medicina, replican los resultados observados en experimentos anteriores de la serie, realizados 

en población general. En la Fase 1, el grupo de voluntarios asistidos por una IA sesgada 

cometió más errores en la clasificación de los ensayos 40/60 que el grupo que no tuvo ningún 

tipo de asistencia. En la Fase 2, el grupo que durante la fase anterior tuvo la asistencia de la IA 

cometió también más errores que el grupo sin IA, aunque durante esta fase ambos grupos 

realizaron la tarea sin ningún tipo de apoyo. El grupo con IA clasificó los estímulos 40/60 en la 

misma dirección que estableció el sesgo de la IA, y, además, clasificó también de forma 

sesgada los estímulos novedosos y ambiguos 50/50. Por lo tanto, en el Experimento 4 
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encontramos, una vez más, evidencia de un efecto de herencia del sesgo de la IA pero en esta 

ocasión detectamos el efecto en un grupo de futuros profesionales de la medicina. 
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2.2. Discusión de la Serie Experimental 1 

Las Personas Heredan Sesgos de la Inteligencia Artificial

Los resultados que observamos en los experimentos de la primera serie experimental 

de la presente Tesis Doctoral evidencian que las recomendaciones sesgadas de una 

herramienta basada en inteligencia artificial pueden sesgar las decisiones de las personas. 

Existe el riesgo de que los humanos reproduzcan los mismos errores sistemáticos que han 

mostrado previamente las recomendaciones de una inteligencia artificial, tiempo después de 

que haya finalizado su colaboración con ese sistema, e incluso en respuesta a estímulos 

novedosos e inciertos. A pesar de las graves implicaciones que podría alcanzar este efecto, de 

ocurrir en entornos reales, no hemos encontrado entre la literatura especializada, generada en 

torno a la interacción humano–IA, ninguna investigación que haya tratado de analizar de 

forma empírica este fenómeno antes de la publicación de nuestro trabajo de investigación 

(Vicente & Matute, 2023). 

En los cuatro experimentos de la Serie Experimental 1, de la forma que predecíamos, 

los participantes asistidos por una IA sesgada cometieron más errores en la tarea que simulaba 

un diagnóstico médico, que aquellos participantes que realizaron la tarea sin asistencia. Los 

participantes que tuvieron asistencia de la IA ficticia tomaron una decisión equivocada en 

aquellos casos en los que la IA aportaba una sugerencia errónea, mostrando conformidad con 

el agente artificial. En cambio, los participantes que completaron la tarea sin asistencia no 

tuvieron ningún problema para clasificar exactamente esos mismos casos de forma correcta. 

Además, los participantes del grupo asistido por la IA cometieron los mismos errores 

sistemáticos que el modelo hipotético no solo en la fase de la tarea en la que tuvieron 

recomendaciones, sino también en una fase posterior, donde ya no contaron con este apoyo. 

Es decir, heredaron el sesgo de la IA cuando debían tomar decisiones por sí mismos. Nuestros 
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resultados son robustos, pues observamos el mismo efecto en un experimento de laboratorio 

realizado en condiciones controladas con una muestra de estudiantes universitarios del Grado 

en Psicología (Experimento 1), en experimentos online para los cuales reclutamos una muestra 

de población general internacional a través de la plataforma Prolific (Experimentos 2 y 3) y en 

una muestra de estudiantes del Grado en Medicina (Experimento 4). 

Creemos que el hallazgo de que las personas pueden heredar el sesgo de la 

inteligencia artificial y que, además, puede darse una generalización de este sesgo a estímulos 

ambiguos, son los resultados más novedosos e interesantes de la presente Tesis Doctoral. Los 

sesgos de la inteligencia artificial tendrían el potencial de propagarse a través de las decisiones 

humanas. Desde hace tiempo, es bien conocido que los modelos de inteligencia artificial 

pueden contener sesgos y errores (Fry, 2018; O’Neil, 2019). Tal como describimos en la sección 

Sesgos en la Inteligencia Artificial de la Introducción, los algoritmos de aprendizaje automático 

son entrenados a partir de conjuntos de datos que son un registro histórico de acciones y 

decisiones humanas en el pasado. Si estos datos esconden patrones de errores sistemáticos, o 

si los datos representan de forma parcial la realidad, los modelos de IA que son entrenados a 

partir de dichos datos desarrollarán sesgos. En definitiva, la inteligencia artificial hereda sesgos 

de las personas. Nuestra presente investigación apunta a que puede ocurrir también el efecto 

opuesto: las personas podrían heredar sesgos de la inteligencia artificial tras una interacción 

prolongada con uno de estos sistemas sesgados. Si tenemos en cuenta que el comportamiento 

humano sesgado por los resultados de la IA puede a su vez dar retroalimentación a ese, u otro, 

algoritmo de aprendizaje automático, continuará el ciclo de transmisión y propagación de 

sesgos, haciéndose cada vez más difícil de detener. 

 En nuestra serie de experimentos, las etiquetas de recomendación de la IA que 

indicaban una categoría errónea en las muestras 40/60, influyeron claramente a los 

participantes, pues erraron específicamente en la clasificación de estas muestras, en 
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comparación al grupo sin asistencia, en la fase de la tarea con asistencia de la IA sesgada 

(Experimentos 1 a 4). Observamos, además, un incremento en los errores 40/60 de estos 

participantes a lo largo de la Fase 1 de la tarea de clasificación (evidenciado por un incremento 

significativo de los errores entre el Bloque 1 y el Bloque 2 de ensayos en los Experimentos 2, 3 

y 4). Este dato puede sugerir que el esfuerzo depositado por los participantes en el 

procesamiento y monitorización de la información disminuyó, y al mismo tiempo la tendencia 

a confiar en la etiqueta de recomendación de la IA para realizar la clasificación aumentó, 

conforme avanzaba la serie de ensayos y se prolongaba la colaboración con la IA. 

Las etiquetas de recomendación que se mostraban junto a la muestra de tejido a 

clasificar, con unos llamativos colores azul y naranja, fueron probablemente unos estímulos 

más salientes para la atención de los participantes que las muestras de tejido que eran, en 

comparación, más complejas y demandaban de un mayor esfuerzo de observación y de 

procesamiento de la información para realizar el juicio correcto sobre la presencia (la 

asignación de la muestra de tejido a la categoría positivo) o ausencia (asignación a la categoría 

negativo), del síndrome a detectar. Por lo tanto, las etiquetas de recomendación quizá puedan 

haber interferido con la evaluación y procesamiento de la información objetiva (la diferente 

proporción de células oscuras y claras presente en las muestras) que debían realizar los 

participantes (Howard et al., 2020). Esto puede haber ocurrido de dos maneras que pasamos a 

discutir a continuación. 

En primer lugar, en la argumentación que planteamos en el párrafo anterior 

encontramos paralelismos con el efecto de ensombrecimiento, en el cual dos o más estímulos 

compiten por el acceso a los procesos de aprendizaje. Cuando dos estímulos tratan de 

condicionarse al mismo tiempo, aquel que pueda entrenarse más fácilmente (porque es más 

intenso o saliente) dificultará el aprendizaje del otro estímulo (Domjan, 2016). Dado que en 

nuestros experimentos ambos estímulos, la muestra de tejido a clasificar y la etiqueta de 
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recomendación, se presentaban de forma simultánea, de forma similar a lo que ocurre en el 

ensombrecimiento (Chamizo et al., 2003; Quigley & Haselgrove, 2023), el estímulo más 

saliente, en este caso la llamativa recomendación de la IA, pudo haber dificultado el 

aprendizaje de los participantes en la clasificación de muestras de tejido. Los voluntarios del 

grupo sin asistencia, en ausencia de otro estímulo distractor, ganaron habilidad en la 

asignación de muestras de tejido a las categorías según el criterio que indicaron las 

instrucciones al inicio del experimento. Si esto fuera cierto, habría que tener en cuenta que 

podría producirse este fenómeno en cualquier situación en la que una persona trabaja con una 

IA que simplifique una labor determinada ofreciendo recomendaciones claras, salientes y, al 

igual que en nuestro experimento, en principio bastante fiables. 

En segundo lugar, los resultados observados en la Fase 1 de nuestra serie de 

experimentos pueden abordarse también desde otra perspectiva complementaria: algunos 

autores han utilizado argumentos próximos a las teorías de los dos sistemas de procesamiento 

para explicar la tendencia de las personas a mostrar conformidad con una IA que yerra 

(Buçinca et al., 2021; Vered et al., 2023). Recordemos que las teorías del procesamiento dual 

postulan la existencia de dos tipos de sistemas de procesamiento cognitivo: el Sistema 1 o Tipo 

1 especializado en operaciones rápidas, automáticas, asociativas y sin esfuerzo es el 

responsable del uso de heurísticos o de reglas simples para resolver problemas complejos, y el 

Sistema 2 o Tipo 2 es el responsable de un procesamiento controlado o deliberado, analítico, 

flexible y que requiere esfuerzo (Kahneman, 2003). En la continua búsqueda de la estrategia 

que demande menor esfuerzo cognitivo (Kool & Botvinick, 2018), las personas tenderían a usar 

las claves que proporciona la IA como un heurístico que sustituye a un procesamiento de la 

información de forma analítica (Skitka et al., 1999). En nuestros experimentos, las sugerencias 

de categorización que proporcionaba la IA constituían una clave que permitía resolver la tarea 

de una forma eficiente (Kahneman, 2003), evitando a los participantes comprometerse con 

una exhaustiva y costosa evaluación de la corrección de cada una de las recomendaciones en 
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cada caso concreto (Buçinca et al., 2021; Lai & Tan, 2019). Pero esta estrategia tiene 

inconvenientes, y sumada a la acción de sesgos cognitivos, como por ejemplo el efecto de 

autoridad o el sesgo de anclaje, dificultarían a las personas detectar y corregir información 

errónea aportada por la IA durante la toma de decisiones en la colaboración humano–IA 

(Agudo et al., 2024; Baudel et al., 2020; Rastogi et al., 2022). En relación al efecto de 

autoridad, la IA tiende a ser percibida como una fuente experta, lo cual puede disminuir la 

probabilidad de que las personas contravengan sus preceptos (Araujo et al., 2020; Baudel et 

al., 2020; Rebitschek et al., 2021). El sesgo de anclaje es la tendencia en las personas a ajustar 

sus juicios en base a una pieza de información que han recibido inicialmente, de forma que 

este punto de partida ejerce como ancla (Tversky & Kahneman, 1974). En el momento en que 

una persona debe realizar una evaluación o tomar una decisión con asistencia de una IA, si la 

recomendación de la IA se muestra antes de que la persona emita su propio juicio 

independiente, esta recomendación puede actuar como ancla. Esto supondría que la decisión 

del humano es simplemente un ajuste a, o ratificación de, la evaluación de la IA (Agudo et al., 

2024). 

Las dos explicaciones que hemos propuesto hasta este punto, si bien se construyen 

sobre teorías diferentes, generan predicciones similares acerca del comportamiento que 

cabría esperar de los participantes de nuestros experimentos en la transición de la fase con 

asistencia de la IA a la fase sin asistencia. Además, en ambos casos esperaríamos también 

resultados similares en situaciones en que las personas trabajaran con inteligencias artificiales 

sesgadas en situaciones reales. Si la etiqueta de recomendación ensombreció el aprendizaje 

sobre cómo clasificar de forma correcta la muestra de tejido en la fase con asistencia de la IA, 

en la segunda fase sin asistencia estos participantes aún cometerían fallos en la categorización 

durante el inicio de su aprendizaje con las muestras de tejido (presentadas en este momento 

sin la interferencia de ningún otro estímulo adicional).  Con el entrenamiento, en los sucesivos 

ensayos de la Fase 2, podrían reducir sus errores. De forma similar, si los participantes se 
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atuvieron a seguir automáticamente la etiqueta de recomendación de la IA durante la Fase 1 

en sustitución de un procesamiento analítico y costoso de la información, tardarían en 

adaptarse a un procesamiento controlado en la Fase 2, cuando ya no contaban con la etiqueta 

como apoyo. El grupo con IA acumularía más clasificaciones incorrectas que el grupo que 

realizó toda la tarea sin asistencia al inicio de esta segunda fase, pero con el entrenamiento, 

podrían retomar por completo una forma de procesamiento analítica y reducir los errores a lo 

largo de la Fase 2. 

Cuando los participantes de los Experimentos 2 y 4 pasaron de la fase con asistencia de 

la IA a la fase de la tarea de clasificación que debían completar sin ayuda, detectamos una 

reducción en sus errores, aunque, a pesar de la mejora, no alcanzaron la ejecución casi 

perfecta demostrada por los voluntarios que no tuvieron asistencia en ninguna fase de la 

tarea. Es decir, el grupo con IA aún clasificaba con más errores que el grupo sin IA también en 

la fase en la que ambos grupos no tenían asistencia. En principio, este resultado parece 

coherente con las predicciones que planteábamos. Sin embargo, tanto la explicación 

construida sobre la economía cognitiva, que se intuye en la teoría de los dos sistemas de 

procesamiento (Kahneman, 2003), como la explicación que se asienta en el efecto de 

ensombrecimiento resultan insuficientes para explicar los resultados clave de nuestros 

experimentos: la herencia de sesgo y la generalización del sesgo a estímulos ambiguos. 

En primer lugar, ninguna de las dos argumentaciones acertaría a explicar por qué en la 

Fase 2 los errores de los voluntarios que tuvieron asistencia de la IA sesgada se produjeron 

específicamente en aquellos casos para los que la IA mostró sistemáticamente una 

recomendación sesgada durante la fase anterior: los estímulos 40/60. Si, por ejemplo, la 

dificultad radicase en un problema para cambiar rápidamente de un procesamiento 

automático a un procesamiento controlado, los participantes podrían haber tenido también 

dificultades para clasificar otro tipo de estímulos, como aquellos de proporciones 60/40 o 
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30/70, y sin embargo no fue así (ver Tabla 1B del Apéndice B para consultar los índices de error 

de cada uno de los tipos de estímulos en todos los experimentos de la Serie Experimental 1). 

En segundo lugar, en el Experimento 3 destaca que no observamos un decremento en 

los errores de los participantes del grupo con IA en la transición de la Fase 1 a la Fase 2 de la 

tarea experimental. De hecho, los errores tampoco se reducen a lo largo de la Fase 2. En el 

Experimento 3 los participantes clasificaron un total de 10 muestras 40/60 durante la Fase 2, 

mientras que en los Experimentos 2 y 4 fueron cinco las muestras 40/60 a clasificar durante 

esta fase. Esto significa que en Experimento 3 la fase sin asistencia de la IA contó con más 

ensayos que nos revelaron qué trayectoria siguieron los errores de los voluntarios a lo largo de 

dicha fase. Los participantes que fueron asistidos por la IA sesgada replicaron los errores del 

sistema a lo largo de toda la fase sin asistencia, sin mostrar un atisbo de reducción o intento de 

corrección de dicho error sistemático. Puede construirse una explicación más sólida para este 

fenómeno si consideramos que los participantes adquirieron un aprendizaje a partir de la 

observación del comportamiento de la inteligencia artificial simulada de nuestros 

experimentos. 

 Probablemente los participantes aprendieron un nuevo criterio de clasificación basado 

en las sugerencias sesgadas de la IA. Este aprendizaje explicaría por qué el número medio de 

errores en ensayos 40/60 se mantuvo elevado de forma constante en el contexto sin asistencia 

para el grupo con IA en el Experimento 3 y por qué este sesgo heredado se generalizó a 

estímulos ambiguos nuevos (los estímulos 50/50) en el Experimento 2 y en el Experimento 3. 

Creemos que los participantes en nuestros experimentos adaptaron su estrategia de toma de 

decisiones a los resultados mostrados por la IA, aunque en ocasiones contradecían el criterio 

de clasificación en el que fueron instruidos al inicio de la tarea. Podría decirse que los 

participantes fueron entrenados por la IA, aprendiendo tanto sus aciertos como sus errores. 

En un estudio de caso, Kwong et al. (2024) relatan un hallazgo en un entorno clínico 



Capítulo 2: Herencia del Sesgo de la Inteligencia Artificial 

89 

real que es similar al observado en nuestra serie de cuatro experimentos. Estos autores 

diseñaron un modelo de IA para predecir hidronefrosis obstructiva en niños a partir de la 

observación de ecografías del riñón. Para comprobar la precisión de su modelo, decidieron 

realizar una evaluación comparando las predicciones de la IA para las ecografías con las que 

realizaban los clínicos (es necesario señalar que estos expertos daban primero su evaluación y 

después veían el juicio de la IA, es decir, los investigadores tomaron precauciones para 

proteger los diagnósticos de los clínicos de la influencia de la IA). Sin embargo, durante este 

estudio, detectaron un cambio no intencional y significativo en la toma de decisiones del 

personal sanitario que había interactuado con el modelo y se había visto expuesto a sus 

predicciones (específicamente se detectó una reducción significativa en el número de veces 

que se decidía realizar una determinada prueba médica). No se identificaron modificaciones en 

el flujo de trabajo, en el personal, en las guías de práctica clínica o en las características de los 

pacientes que pudieran explicar este cambio en la toma de decisiones de los profesionales. Los 

autores llegaron a la conclusión de que la exposición de forma repetida a las predicciones del 

modelo de IA, es decir, a las etiquetas que este modelo atribuía a las imágenes a evaluar, fue la 

causa más probable del cambio detectado. Kwong et al. (2024) creen que los clínicos intuyeron 

cuales podían ser los criterios en los que se basaba la IA para proporcionar sus predicciones en 

la evaluación de imágenes, y se adaptaron a ellos. Es decir, adquirieron un aprendizaje, del que 

no eran completamente conscientes, después de exponerse de forma repetida a 

emparejamientos imagen-etiqueta de la IA. Este estudio de caso ofrece evidencia en un 

entorno real del efecto que encontramos en nuestros estudios de laboratorio (Vicente & 

Matute, 2023). Kwong et al. (2024) concluyen que la IA entrenó a las personas, y también 

nosotras señalamos al aprendizaje como el mecanismo más plausible para explicar los 

resultados observados en nuestros experimentos. Creemos que los participantes aprendieron 

el sesgo de la inteligencia artificial y lo aplicaron como quien sigue los consejos de un buen 

maestro cuando este ya no está presente.
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Capítulo 3.  Mitigar la Influencia 

de las Recomendaciones Sesgadas 

de la Inteligencia Artificial 

Si existe el riesgo de que las personas hereden sesgos de la inteligencia artificial, 

creemos que, sin duda, la siguiente pregunta que deberíamos hacernos es cómo podríamos 

mitigar ese riesgo. Por ello, nos planteamos explorar en nuestro entorno controlado de 

laboratorio si advertir a las personas de potenciales errores en la inteligencia artificial podría 

atenuar la influencia de las recomendaciones sesgadas del algoritmo en las decisiones 

humanas y prevenir la herencia de este sesgo. Este constituyó el principal objetivo de la Serie 

Experimental 2 de la presente Tesis Doctoral. 

3.1. Serie Experimental 2 

En una serie de tres experimentos pusimos a prueba si alertar a las personas de la 

posible presencia de errores en la inteligencia artificial podría motivarlas a evaluar de forma 

crítica la información que aporta este agente.  

Los tres experimentos que forman la Serie Experimental 2 tuvieron los siguientes 

objetivos específicos: 

a. En el Experimento 5 comprobamos si proporcionar una advertencia, de forma general,

acerca de que los modelos de inteligencia artificial también pueden cometer errores y 

contener sesgos, disminuiría la tendencia de las personas a confiar en sus 

recomendaciones. 
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b. En el Experimento 6 revelamos a los participantes cuál era el valor de fiabilidad del

modelo ficticio de inteligencia artificial con el que iban a interactuar. Es decir, en las 

instrucciones de este experimento indicamos de forma clara el porcentaje de 

recomendaciones erróneas, o correctas, de la IA ficticia que ofrecía asistencia a los 

participantes. Esperábamos que especificar el dato de la precisión real del sistema 

concreto redujese la influencia del sesgo en las decisiones de los participantes, 

previniendo también su posterior herencia. 

c. En el último experimento de la Serie Experimental 2, también analizamos, junto con la

estrategia de informar sobre posibles errores, si el diferente coste del error que 

cometerían los participantes en caso de seguir la recomendación sesgada de la IA 

podría determinar la tendencia a aceptar este apoyo o rechazarlo. En un diagnóstico 

médico, tarea que simulamos en nuestros experimentos, la detección de un falso 

positivo, esto es, identificar de forma errónea a una persona como enferma cuando 

realmente no lo está, no tiene las mismas consecuencias que un falso negativo, es 

decir, fallar en detectar a una persona enferma al considerarla sana. En este escenario, 

las consecuencias de un falso negativo serían más graves, puesto que una persona 

enferma que no es correctamente diagnosticada pierde el acceso a la atención 

sanitaria que necesita. Nuestra predicción en el Experimento 7 fue que los voluntarios 

estarían más dispuestos a aceptar la recomendación errónea de la IA cuando conducía 

a un falso positivo, mientras que serían más reticentes a aceptarla cuando supusiese 

incurrir en un falso negativo. 

En los tres experimentos de la Serie Experimental 2 utilizamos la misma tarea de 

clasificación empleada en la Serie Experimental 1. Por lo tanto, todos los experimentos que 

describimos en la presente Tesis Doctoral compartieron similitudes en su diseño y 

procedimiento. En la Tabla 4 podemos ver una descripción del diseño seguido en cada uno de 

los tres experimentos de la Serie Experimental 2. La principal diferencia con los experimentos 
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de la Serie Experimental 1 es que, en esta nueva serie, todos los participantes realizaron la 

tarea de clasificación con asistencia de una IA sesgada. La única diferencia entre los grupos en 

los experimentos de la Serie 2 fue la diferente información sobre los errores de la IA con la que 

partía cada uno de ellos al inicio de la tarea de clasificación, además de los diferentes tipos de 

error (falso positivo y falso negativo) que se manipulan en el último experimento de la serie. 

Todos los experimentos de la Serie 2 fueron prerregistrados en AsPredicted. El enlace 

a los prerregistros correspondientes se indica en la sección Método de cada uno de los 

experimentos. 

Tabla 4 

Resumen del Diseño Seguido en los Tres Experimentos de la Serie Experimental 2 

Experimento Grupo n 
Tarea de clasificación 

Fase 1 E Fase 2 E 

Experimento 5 
Info-error 98 

Asistencia IA 60 Sin asistencia 25 
No-info 99 

Experimento 6 

Info-error 64 

Asistencia IA 60 Sin asistencia 25 Info-acierto 52 

No-info 59 

Experimento 7 

Info-error FP 50 

Asistencia IA 60 Sin asistencia 25 
Info-error FN 50 

No-info FP 49 

No-info FN 49 

Nota. n, es el número final de participantes en cada grupo. E, es el número de ensayos en cada 

una de las fases de la tarea de clasificación. FP, falso positivo; FN, falso negativo. 
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Experimento 5: Advertencia de Error para Mitigar la 

Influencia de una IA Sesgada 

En la Serie Experimental 1 obtuvimos evidencia de que las personas pueden heredar 

sesgos de la inteligencia artificial. En el Experimento 5 nos proponemos hallar una estrategia 

que pueda mitigar este efecto. En la actualidad, las herramientas de inteligencia artificial están 

siendo instauradas en multitud de ámbitos profesionales y, con ello, aumenta la necesidad de 

desarrollar estrategias que promuevan una colaboración efectiva entre humanos e 

inteligencias artificiales (Cabitza, Campagner, Ronzio, et al., 2023; Harbarth et al., 2024). Una 

colaboración efectiva se definiría por la capacidad del humano para integrar en su toma de 

decisiones la información aportada por la IA cuando es correcta, ética y útil, manteniendo a su 

vez la capacidad de rechazar información de la IA que pueda ser incorrecta o estar sesgada 

(Cabitza et al., 2021; Harbarth et al., 2024; Reverberi et al., 2022). Es decir, el humano no 

mostraría ni un exceso de confianza hacia la IA, ni tampoco mostraría una reticencia 

injustificada hacia su utilización, logrando un ideal de confianza completamente calibrada con 

la capacidad y precisión reales del modelo de IA. 

Para la ayudar a las personas a calibrar su confianza en la IA se ha propuesto dar 

prioridad a la transparencia promoviendo, por ejemplo, el diseño de sistemas de IA que sean 

fácilmente explicables (Famiglini et al., 2024; Lai & Tan, 2019; Pierce et al., 2022). Esta 

estrategia hace referencia a proporcionar explicaciones comprensibles para personas no 

expertas sobre cómo funciona un determinado modelo de IA, cómo ha llegado a una 

determinada decisión, y cuáles son las limitaciones, o riesgo de error, en el modelo. La 

utilización de explicaciones arroja resultados contradictorios, pues si bien en algunos estudios 

han mostrado atenuar la conformidad de las personas con la IA, en otras investigaciones han 

aumentado la confianza en el sistema (Cabitza, Campagner, Angius, et al., 2023; Chen et al., 

2023; Vered et al., 2023). 
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Otras intervenciones destinadas a obtener una colaboración efectiva han tenido en 

cuenta el momento en el que las personas tienen acceso a la recomendación de la IA. La 

recomendación de la IA puede ser mostrada antes de que el humano realice su propia 

evaluación (IA primero) o, por el contrario, la sugerencia de la IA puede ser presentada una vez 

el humano ha emitido su propio juicio, el cual puede modificar en función de la información 

aportada por la IA (humano primero). Encontramos evidencia tanto a favor de que la 

estrategia IA primero conduce a mejores decisiones que la opuesta (Cabitza, Campagner, 

Ronzio, et al., 2023), como a favor de que la estrategia humano primero es la adecuada para 

minimizar los errores en las decisiones en colaboración con la IA (Agudo et al., 2024). 

Por lo tanto, a día de hoy, aún no está claro cuál podría ser la estrategia más adecuada 

para una colaboración efectiva entre humano e IA. Factores como el contexto de colaboración, 

el dominio de la tarea en la que trabaja el equipo humano–IA o la gravedad de las 

consecuencias  de las decisiones tomadas por el equipo, por citar solo algunos ejemplos, 

modulan la confianza de las personas en la IA (Araujo et al., 2020; Ashoori & Weisz, 2019; 

Bogert et al., 2022; Fahnenstich et al., 2024). Entonces, cuál puede ser el mejor método para 

obtener una adecuada calibración de la confianza del humano en la IA dependerá también de 

estos factores. 

En el Experimento 5, nosotras apostamos por una estrategia simple pero que puede 

ser efectiva para mitigar la influencia de la IA en las personas y la herencia del sesgo. 

Utilizamos un mensaje general y sencillo para alertar a las personas de posibles sesgos y 

errores en la IA. Consideramos que, si las personas tienen que realizar un esfuerzo cognitivo 

para comprender las explicaciones sobre el funcionamiento de la IA y su riesgo de sesgo, o 

para verificar si la información aportada por la IA es correcta, disminuirá la probabilidad de que 

esa información realmente motive una supervisión consciente de las recomendaciones de la IA 

(Bertrand et al., 2022; Vasconcelos et al., 2023). 
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Los mensajes en forma de recordatorio o advertencia sencillos han demostrado que 

pueden ser efectivos para inducir a las personas a decantarse por estrategias más exhaustivas 

de exploración de la información, al menos en el contexto de un buscador de internet (Epstein 

& Robertson, 2017). En el estudio de Epstein y Robertson (2017), los participantes que vieron 

un mensaje de alerta indicando que el orden de los resultados del buscador estaba sesgado 

inspeccionaron más las entradas inferiores de la página y no se conformaron con consultar los 

enlaces que se mostraban en primer lugar. 

Creemos que nuestro procedimiento experimental nos brinda un entorno controlado 

idóneo para evaluar la efectividad de dar a los individuos una pieza informativa alertando 

sobre sesgos en la IA para mitigar una confianza excesiva en el modelo durante la toma de 

decisiones en un contexto alto impacto: un diagnóstico médico. Por lo tanto, en el 

Experimento 5 nos propusimos como objetivo comprobar de forma empírica si mostrar a los 

participantes un mensaje, general y sencillo, alertando de la posible presencia de errores y 

sesgos en la inteligencia artificial, podría reducir su tendencia a seguir acríticamente las 

recomendaciones sesgadas de la IA, mitigando también de esta forma la herencia y 

generalización del sesgo. 

Método 

Participantes 

La muestra final estuvo formada por 197 participantes (51.8 % género femenino, 

47.2% masculino, 0.5% no binario y 0.5% prefirió no responder) con una edad media de 26.6 

años (SD = 6.49, rango de edad 18-57 años). Aunque completaron el experimento un total de 

200 participantes, reclutados a través de Prolific, los datos de 3 de ellos fueron eliminados 

siguiendo los criterios de exclusión de datos descritos en el Experimento 1. En Prolific 

establecimos como filtro para la selección de participantes que hablasen inglés con fluidez y no 

hubiesen tomado parte en experimentos previos de nuestro laboratorio. Los participantes 
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recibieron una recompensa de 1 libra por realizar una tarea experimental que duró unos 12 

minutos de media. 

Los 197 participantes fueron distribuidos al azar en los grupos info-error (n = 98) y no-

info (n = 99). El análisis de sensibilidad a posteriori reveló que con ese tamaño muestral 

podíamos detectar un tamaño del efecto tan pequeño como f = 0.09 con una potencia del 80% 

para un ANOVA mixto. 

Materiales y Procedimiento 

Los materiales y procedimiento del presente Experimento 5 fueron idénticos a los 

utilizados en el Experimento 4, con dos diferencias principales: (a) todos los participantes 

contaron con la asistencia de la IA sesgada durante la primera fase de la tarea y realizaron la 

segunda fase sin asistencia y (b) uno de los grupos, denominado info-error, recibió un mensaje 

antes de realizar la tarea de clasificación, indicando que los sistemas de IA pueden cometer 

errores y tener sesgos, mientras que el otro grupo, denominado no-info y que ejerció como 

grupo control, no recibió este tipo de información (por lo tanto fue equivalente al grupo con IA 

del Experimento 4). Predecimos que aquellos participantes alertados de posibles errores en la 

inteligencia artificial cometerían menos clasificaciones incorrectas en los ensayos 40/60, en los 

que recaía el error sistemático de la IA, en comparación con el grupo que no recibió dicho 

aviso. 

La principal manipulación novedosa en el presente Experimento 5 fue la introducción 

de una pantalla de información, al finalizar las habituales instrucciones utilizadas en los 

experimentos previos, con un mensaje y una imagen, de la forma en la que se ejemplifica en la 

Figura 16 para el grupo no-info y en la Figura 17 para el grupo info-error. Decidimos incluir una 

imagen junto al mensaje porque pensamos que una clave visual motivaría a los participantes a 

prestar más atención al contenido de la información y podrían recordarla mientras realizaban 

la tarea de clasificación. 
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Figura 16 

Captura de Pantalla que Muestra el Mensaje y la Imagen Mostrados al Grupo No-Info en las 

Instrucciones Previas a la Realización de la Tarea de Clasificación. 

Figura 17 

Captura de Pantalla que Muestra el Mensaje y la Imagen Mostrados al Grupo Info-Error en las 

Instrucciones Previas a la Realización de la Tarea de Clasificación. 

De la misma forma que hicimos en el Experimento 4, en el presente experimento 

analizamos también si se producían cambios en el comportamiento de los sujetos a lo largo de 

la tarea de clasificación. Por ello, y tan sólo por el propósito de los análisis, optamos por dividir 

en tres bloques el total de ensayos 40/60 de la tarea. Los 10 ensayos 40/60 de la Fase 1 fueron 
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divididos en dos bloques de cinco ensayos, mientras los cinco ensayos 40/60 de la Fase 2 

constituyeron el tercer bloque, para poder realizar los análisis estadísticos pertinentes, sin que 

ello afectase de ninguna forma a la tarea de clasificación que completaron los participantes. 

En el Experimento 5, predecíamos que, entre los participantes asistidos por una IA 

sesgada, aquellos que no recibieron ningún tipo de información sobre los errores del sistema 

cometerían más errores en la tarea de clasificación, específicamente en los ensayos 40/60 

donde la IA mostraba una sugerencia errónea, en comparación a los participantes que sí 

recibieron información advirtiendo sobre los posibles errores de la IA. Los resultados del grupo 

no-info deberían replicar los observados para los grupos con IA de los experimentos de la Serie 

1. Esperábamos que la media de errores del grupo no-info fuese superior a la del grupo info-

error, tanto en la Fase 1 como en la Fase 2. En esta segunda fase, ambos grupos carecieron de 

asistencia durante la tarea de clasificación. En otras palabras, esperábamos que el aviso sobre 

potenciales errores en la IA demostrase también un efecto protector frente a la herencia del 

sesgo. El Experimento 5 fue prerregistrado en aspredicted.org 

https://aspredicted.org/vw6z9.pdf 

Resultados y Discusión 

Como puede verse en la Figura 18, la manipulación experimental, proporcionar o no 

una breve pieza de información alertando sobre sesgos en la IA, no introdujo diferencias entre 

los grupos ni durante la fase con asistencia de la IA (Fase 1) ni durante la fase sin asistencia 

(Fase 2) de la tarea de clasificación. La Figura 18 muestra las medias de errores de cada uno de 

los tres bloques de ensayos 40/60 de la tarea de clasificación para el grupo info-error y el 

grupo no-info. Llama la atención comprobar que ambos grupos siguieron la misma tendencia 

de respuesta, con un aumento de los errores entre los Bloques 1 y 2, y un descenso de los 

errores en el Bloque 3. 

https://aspredicted.org/vw6z9.pdf
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Figura 18 

Número Medio de Errores de Clasificación en Cada uno de los Tres Bloques de Cinco Ensayos 

40/60 del Experimento 5 para los Grupos con Información Sobre Sesgos en la IA (Info-Error, n = 

98) y Sin Información (No-Info, n = 99).

Nota. Las barras de error representan el 95% IC. 

El ANOVA mixto 2 (grupo: info-error, no-info) x 3 (bloque: bloque 1, bloque 2, bloque 

3) confirmó nuestras impresiones iniciales, con un efecto principal de bloque, F(2,390) = 19.62,

p <.001, ⴄ2
p = .091, pero no un efecto principal de grupo, F(1,195) = 1.91, p = .168, ⴄ2

p = .010, ni 

una interacción de Bloque x Grupo, F(2,390) = 1.08, p = .340, ⴄ2
p = .006. Ambos grupos 

replicaron el comportamiento que habíamos detectado en los individuos asistidos por la IA 

sesgada en experimentos anteriores, pero, incumpliendo nuestra predicción inicial, la 

información sobre los errores solo produjo una ligera atenuación en las clasificaciones 

incorrectas de los voluntarios, sin diferencias significativas con la condición sin información en 

la Fase 1 de la tarea de clasificación (Bloques 1 y 2 en la Figura 18). A consecuencia de esa 

ausencia de diferencias entre ambos grupos en la fase con asistencia de la IA, era esperable 
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también una ausencia de diferencias en la segunda fase de la tarea, la fase sin asistencia 

(Bloque 3 de la Figura 18). Por lo tanto, parece que la información sobre posibles errores de la 

inteligencia artificial tampoco tuvo efecto alguno para atenuar la herencia del sesgo en la Fase 

2. 

Realizamos adicionalmente un análisis de Bayes Factor, para probar la hipótesis nula y 

poder afirmar de esa manera que realmente no hubo un efecto de la información avisando de 

posibles errores (grupo: info-error, no-info) sobre el número medio de errores en ensayos 

40/60 de la tarea de clasificación. El Bayes Factor en favor de la hipótesis nula fue BF01 = 2.16, 

%error = 1.04, un Bayes factor mayor que uno muestra evidencia anecdótica en favor de que el 

grupo (info-error, no info) efectivamente no influyó sobre el número de errores. Por lo tanto, 

consideramos que los datos del Experimento 5 no permiten extraer una conclusión definitiva 

sobre el efecto en el comportamiento de los participantes de información general advirtiendo 

de errores y sesgos en la IA. Es decir, aunque no encontramos diferencias significativas entre 

los grupos info-error y no-info, tampoco podemos afirmar de forma rotunda que advertir de 

forma general de errores en la IA no funciona para mitigar la tendencia de los participantes a 

seguir la recomendación sesgada de la IA. 

Durante la fase de la tarea con asistencia de la IA sesgada, ambos grupos tendieron a 

clasificar de forma incorrecta las muestras de tejido 40/60 con frecuencia. Dado que era en 

estas muestras, de proporción células oscuras/claras 40/60, donde la IA ofrecía un consejo 

erróneo, interpretamos que los participantes se dejaron orientar por esa recomendación, tal 

como ocurrió en la Serie Experimental 1. Los errores cometidos por estos participantes en 

otros tipos de estímulos a lo largo de los ensayos de la tarea fueron mínimos (ver índices de 

error para los diferentes tipos de estímulos utilizados en la tarea de clasificación del 

Experimento 5 en la Tabla 2B del Apéndice B). 
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Cuando analizamos la tendencia a clasificar los cinco estímulos ambiguos 50/50 de la 

Fase 2 de forma sesgada, en la Figura 19, observamos que la media de clasificaciones sesgadas 

de los ensayos 50/50 en el grupo info-error fue de 2.97 (SD = 2.18), y en el grupo no-info fue 

3.61 (SD = 1.93). La diferencia entre ambas medias, aunque pequeña, resultó ser significativa 

t(195) = 2.17, p = .031, d = .3097. 

Figura 19 

Número Medio de Errores de Clasificación en los Cinco Ensayos 50/50 de la Fase 2 del 

Experimento 5 para los Grupos con Información Sobre Sesgos en la IA (Info-Error, n = 98) y Sin 

Información (No-Info, n = 99). 

Nota. Las barras de error representan el 95% IC. 

Al igual que en los experimentos previos, en el Experimento 5 decidimos explorar si 

podrían existir diferencias en los errores cometidos en la tarea de clasificación en función del 

contrabalanceo de las instrucciones. Recordemos que, tal como fue descrito en el Método del 

Experimento 1, las instrucciones fueron contrabalanceadas, de forma que, para la mitad de los 

7 La prueba U de Mann-Whitney confirmó esta diferencia, U = 4083, p = .037, rrb = .158. 
Utilizamos esta prueba adicional porque nuestros datos no se ajustan a la normalidad (Shapiro-Wilk W = 
0.807, p < .001) no homogeneidad de varianzas (Levene’s F(1,195) = 12.0, p < .001). 
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participantes indicaban que una mayor presencia de células oscuras en la muestra de tejido 

correspondía con la categoría positivo (versión de las instrucciones que denominamos 

balanceo B1), mientras que para la otra mitad indicaban que el indicio de un positivo era una 

mayor presencia de células claras en la muestra a clasificar (versión denominada balanceo B2). 

El objetivo de este análisis era simplemente descartar algún posible efecto de las instrucciones 

sobre las respuestas de los participantes. De forma inesperada, en el Experimento 5 

observamos diferencias en función del balanceo de las instrucciones en el número medio de 

clasificaciones incorrectas 40/60 durante de la Fase 1 (Figura 20). 

Figura 20 

Número Medio de Errores de Clasificación en los Diez Ensayos 40/60 de la Fase 1 del 

Experimento 5 en Función del Grupo (Info-Error, No-Info) y en Función del Balanceo (B1, B2). 

Nota. Las barras de error representan el 95% IC. 

El ANOVA 2 (grupo: info error, no info) x 2 (balanceo: B1, B2) confirmó un efecto 

principal de balanceo, F(1,193) = 19.240, p < .001, para la Fase 1, pero no se observó ni un 

efecto principal de grupo, F(1,193) = 1.865, p = .174, ni una interacción Grupo x Balanceo, 

F(1,193) = 0.619, p = .433. 
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Encontramos diferencias en función del balanceo en los errores que cometieron los 

participantes también durante la Fase 2 (Figura 21). En experimentos previos, en los que 

utilizamos exactamente las mismas instrucciones y la misma tarea de clasificación, no 

habíamos detectado en ninguna de las fases de la tarea ni para ninguno de los grupos, con IA o 

sin IA, diferencias entre los participantes asignados a B1 y B2. 

Figura 21 

Número Medio de Errores de Clasificación en los Cinco Ensayos 40/60 de la Fase 2 del 

Experimento 5 en Función del Grupo (Info-Error, No-Info) y en Función del Balanceo (B1, B2). 

Nota. Las barras de error representan el 95% IC. 

El mismo análisis de la varianza con los errores 40/60 de la Fase 2 como variable 

dependiente reveló también un efecto principal de balanceo, F(1,193) = 16.804, p < .001. 

Tampoco en esa segunda fase detectamos un efecto principal de grupo, F(1,193) = 2.204, p = 

.139, ni una interacción Grupo x Balanceo, F(1,193) = 0.804, p = .371. 

Si colapsamos los grupos info-error y no-info, podemos ver que el total de 

participantes asignados a B1 cometieron 4.73 errores de media (SD = 4.65) en los 10 ensayos 

40/60 de la Fase 1 de la tarea de clasificación, mientras que los participantes asignados a B2 
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cometieron 2.32 errores de media (SD = 3.22). En la Fase 2, los participantes asignados a B1 

cometieron 2.16 errores de media (SD = 2.25) en los cinco ensayos 40/60, y los participantes 

que fueron asignados a B2 cometieron una media de 1.07 errores (SD = 1.67) en esos ensayos. 

Los participantes que fueron asignados de forma aleatoria a B1 cometieron más errores que 

aquellos participantes asignados a B2, en ambas fases de la tarea experimental. Una diferencia 

tan grande en las respuestas de los participantes asociada al contrabalanceo de las 

instrucciones es un resultado sumamente extraño, que no habíamos detectado en ninguno de 

los anteriores experimentos de la Tesis Doctoral. 

Comprobamos si podría haberse dado alguna anomalía en la investigación, durante la 

creación del programa de la tarea experimental o la recogida de datos. No detectamos nada, a 

excepción de algunos participantes aislados con respuestas extremas, que o bien tardaron un 

tiempo excesivo en completar la tarea de clasificación, o cometieron un número elevado de 

errores en el total de ensayos de la tarea, pero sin alcanzar el criterio de exclusión de datos. 

Sin embargo, incluso tras excluir a participantes que tardaron más de 20 minutos en realizar la 

tarea, que de media requirió 12 minutos, aún continuamos observando los mismos resultados. 

Por lo tanto, optamos por reportar los datos sin estas exclusiones. 

Las preguntas que realizamos a los participantes una vez finalizada la tarea de 

clasificación nos informaron de que el 24.9% de los participantes declaró no haber tenido 

recomendaciones de la IA en ningún momento, aunque todos los participantes del 

Experimento 5 tuvieron la asistencia de la IA en la Fase 1. Por otro lado, un 84.8% de la 

muestra declaró haber detectado errores en las recomendaciones. Es curioso que, entre los 

participantes asignados al balanceo de las instrucciones B2, un 91.9% detectó algún error en 

las recomendaciones de la IA. En B1 este porcentaje se redujo al 77.6%. Si nos limitamos a 

evaluar estos porcentajes solo en el grupo no-info, que no fue advertido previamente de 

posibles errores, el 92% de los participantes de B2 detectó errores en las recomendaciones, 
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mientras que solo el 61.22% de los participantes de B1 afirmó detectar errores. Es posible que 

los participantes de B2 (en el que, recordemos, una mayor proporción de células claras en la 

muestra de tejido indicaba un positivo y mayor proporción de células oscuras debía clasificarse 

como negativo) se hayan dado cuenta más fácilmente del error, y hayan evitado seguir la 

recomendación de la IA. Por ahora, no podemos saber si este factor explica la diferencia 

observada entre los balanceos de las instrucciones. 

Encontramos una correlación positiva entre los errores cometidos por los participantes 

en la clasificación de las muestras de tejido 40/60 durante la Fase 1 y cuánto consideraron a la 

IA de ayuda (r = .43, p < .001), el acierto que atribuyeron a la IA (r = .51, p < .001), y cuánto 

confiaban en la IA en el ámbito de la salud (r = .34, p < .001). Estas correlaciones positivas 

entre los errores de los participantes en la clasificación de muestras de tejido 40/60 y cuánto 

consideraron a la IA de ayuda (r = .41, p < .001), el acierto que le atribuyeron (r = .49, p < .001), 

y la confianza que depositaron en la IA en el ámbito de la salud (r = .35, p < .001), también se 

observaron en la Fase 2, en la que los participantes ya no contaron con la asistencia de la IA. 

En el Experimento 5, el mensaje advirtiendo, de forma general, sobre sesgos en la 

inteligencia artificial no redujo significativamente el número de errores cometido por los 

participantes en la tarea experimental. Sorprendentemente, en el Experimento 5 sí 

encontramos diferencias significativas en los errores cometidos por los participantes en la 

clasificación de los estímulos 40/60 en función del contrabalanceo de las instrucciones. Los 

participantes asignados al azar a la versión de instrucciones B1 cometieron más errores que los 

participantes asignados al azar a B2. A partir de los resultados del Experimento 5 no podemos 

proponer una posible causa clara para este extraño efecto, que no habíamos detectado en 

experimentos previos. Sin embargo, sí creemos que estas diferencias en las respuestas de los 

participantes a consecuencia del contrabalanceo de las instrucciones han podido enmascarar 

el posible efecto del mensaje general advirtiendo de errores y sesgos en la IA. Por lo tanto, a 
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partir de los resultados obtenidos en el Experimento 5, no podemos conocer realmente si este 

mensaje general funciona, o no, para mitigar la conformidad de las personas con la IA. Sería 

conveniente poner a prueba de nuevo el efecto de este mensaje en un procedimiento sin 

interferencia del misterioso efecto del contrabalanceo de las instrucciones. 

También debemos considerar que quizá el efecto del contrabalanceo de las 

instrucciones ha sido solo un resultado extraño aislado en el Experimento 5, ya que no se había 

manifestado en ningún otro experimento de la Tesis Doctoral con el mismo procedimiento. En 

el Experimento 5 algunos participantes reclutados a través de la plataforma Prolific mostraron 

un comportamiento que podemos describir como sospechoso, ya que tardaron un tiempo 

excesivo en completar la tarea experimental. Aunque Prolific es la plataforma que permite 

obtener datos de mejor calidad entre las disponibles para reclutamiento online (Douglas et al., 

2023) quizá, en esta ocasión, algunos de los participantes no se involucraron en nuestra tarea 

experimental con el compromiso que habríamos deseado. Es decir, aunque no llegaron a 

cometer el número de errores que habría sido causa de exclusión de datos de los 

participantes, quizá tampoco prestaron plena atención a la tarea experimental, como releva el 

excesivo tiempo que invirtieron algunos de los participantes en completar la tarea (el máximo 

de tiempo que tardó un participante en completar la tarea fue 53 minutos, aunque podía 

realizarse en 12 minutos). Este tiempo excesivo podría indicar que algunos de los participantes 

interrumpieron la tarea de clasificación y luego la retomaron, o que estaban realizando varias 

tareas a la vez. En cualquier caso, si se dieron interrupciones, podrían haber contribuido 

especialmente al olvido de la información del mensaje de advertencia de error porque se 

mostró al inicio de la tarea. 

En el Experimento 6 decidimos introducir un cambio y explorar otra estrategia que 

podría mitigar la influencia de las recomendaciones sesgadas de la IA en las decisiones de los 

participantes: información específica comunicando el porcentaje de aciertos, o errores, de la 
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IA. Este tipo de mensaje quizá pueda ser más efectivo para invitar a los participantes a ser 

cautos ante posibles recomendaciones erróneas de la IA, pues puede que resulte más saliente, 

en comparación a un mensaje más general. Para este siguiente experimento decidimos 

reclutar participantes voluntarios entre los estudiantes del Grado en Psicología de la 

Universidad de Deusto. De esta forma, también pondremos a prueba si en un procedimiento 

similar, pero con muestra diferente y con un método de recogida de datos más controlada, se 

detecta de nuevo un efecto del contrabalanceo de las instrucciones como el identificado en el 

Experimento 5.
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Experimento 6: Efecto del Enmarcado de la Información 

Cuando un profesional cuenta con el apoyo de una determinada herramienta para 

realizar su trabajo, como, por ejemplo, un clasificador basado en inteligencia artificial que 

ayuda a analizar pruebas de diagnóstico por imagen, es necesario que el profesional conozca 

datos exactos de la fiabilidad y riesgo de sesgo de dicha herramienta. Con esta información, el 

usuario puede calibrar de forma más realista qué confianza debe depositar en las sugerencias 

de la inteligencia artificial.  Por ello, en el Experimento 6 comprobamos si proporcionar 

información explícita sobre la precisión de la inteligencia artificial ficticia de nuestros 

experimentos reduciría la vulnerabilidad de los participantes a la influencia de las 

recomendaciones sesgadas. Siguiendo este objetivo, un grupo de participantes recibió 

información explícita indicando el porcentaje de errores en las recomendaciones del sistema 

de inteligencia artificial que les apoyaba durante la tarea de clasificación, mientras que otro de 

los grupos recibió información explícita sobre el porcentaje de acierto de ese mismo sistema 

de IA. Finalmente, el tercer grupo, el grupo control, no recibió ningún tipo de dato sobre la 

fiabilidad de la IA que les asistió durante la tarea. 

En psicología es bien conocido el efecto del enmarcado de la información en la toma 

de decisiones de las personas (Kahneman, 2003). Un mismo problema, que demande realizar 

una elección entre varias opciones, admite variaciones en el enmarcado de la información, por 

ejemplo, en la forma de presentar la probabilidad de los resultados de cada una de las 

acciones que pueden tomarse. Cuando las personas tratan de resolver un problema de este 

tipo, sus decisiones se ven claramente orientadas en función de si las consecuencias de una 

determinada elección son presentadas en términos de ganancias o de pérdidas. De una forma 

predecible, poner el énfasis en las ganancias conduce a una mayor tendencia a asumir riesgos, 

mientras que la focalización en las pérdidas, algo muy temido en determinados escenarios, 

suscita aversión al riesgo (Kahneman, 2003; McNeil et al., 1982; Tversky & Kahneman, 1981). 
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Inspirándonos en el efecto de enmarcado, en nuestro experimento deseábamos poner a 

prueba si el énfasis en el porcentaje de aciertos o en el porcentaje de errores al informar sobre 

los resultados de la IA provocaría diferencias en las decisiones de los participantes, pese a que 

todos ellos recibían en realidad la misma información sobre la fiabilidad del hipotético modelo 

de IA. Esperábamos que aquellos participantes informados sobre el porcentaje de error fuesen 

más reticentes a aceptar las recomendaciones de la IA, en comparación al grupo de voluntarios 

informados sobre el porcentaje de acierto. Si pensamos que el porcentaje de categorizaciones 

incorrectas, en el tipo de tarea que utilizamos en nuestros experimentos, lleva implícito el 

porcentaje de pacientes que no serían diagnosticados de forma correcta y que no recibirían 

tratamiento frente a una enfermedad, el error se puede conceptualizar como una pérdida. 

Como consecuencia, quizá los participantes informados sobre el porcentaje de error muestren 

aversión al riesgo que conllevaría la decisión de seguir las sugerencias de la IA sesgada. Los 

resultados del Experimento 6 pueden ayudarnos a entender cuál es la mejor forma de 

transmitir a los usuarios información sobre la fiabilidad de la IA para que les resulte fácil de 

interpretar. 

En el Experimento 6 también era necesario comprobar si volvería detectarse un efecto 

del contrabalanceo de las instrucciones como en el Experimento 5. En el experimento anterior, 

un mensaje general advirtiendo sobre la posible presencia de sesgos en la inteligencia artificial 

no mitigó la tendencia de los participantes a imitar el error de la IA, en comparación al grupo 

sin información. Sin embargo, los resultados del Experimento 5 no fueron concluyentes 

debido, sobre todo, a la diferencia observada en el comportamiento de los participantes en 

función del contrabalanceo de las instrucciones. Por ello, en el siguiente experimento de la 

Serie Experimental 2 decidimos proporcionar información más específica sobre la IA ficticia 

que asistió a los participantes durante la tarea de clasificación y poner a prueba la efectividad 

de esta estrategia en una muestra diferente, en comparación al Experimento 5. La muestra del 

Experimento 6 estuvo formada por estudiantes universitarios que completaron la tarea 
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experimental en aulas de ordenadores bajo supervisión de las investigadoras. Este control de 

las condiciones en las que los voluntarios tomaron parte en la investigación nos permitiría 

dilucidar si el efecto del contrabalanceo del Experimento 5 fue solo un artefacto extraño 

asociado específicamente a factores asociados a la recogida de datos online en dicho 

experimento, o si, por el contrario, podría ser un efecto constante en los experimentos de la 

Serie 2. 

Método 

Participantes 

Participaron en el experimento 179 estudiantes del Grado en Psicología de la 

Universidad de Deusto. Excluimos los datos de 4 participantes de la muestra siguiendo los 

mismos criterios de exclusión de datos utilizados en todos los experimentos de la presente 

Tesis Doctoral, que fueron descritos en la sección Método del Experimento 1. La muestra final 

estuvo compuesta por 175 participantes con una media de edad de 18.5 años (SD = 0.83, rango 

de edad 18-23 años). El 82.3% de la muestra se describió como género femenino, el 16.6% 

como género masculino y el 2% se autodenominó no binario. Los voluntarios tardaron 12.5 

minutos de media (SD = 2.8) en completar la tarea experimental. 

Los 175 participantes fueron distribuidos de forma aleatoria entre los grupos info-error 

(n = 64), info-acierto (n = 52) y no-info (n = 59). El análisis de sensibilidad a posteriori reveló 

que con dicho tamaño muestral obteníamos una potencia del 80% para detectar un tamaño 

del efecto pequeño, d = 0.10 en un ANOVA mixto 3 (grupo: info-error, info-acierto, no-info) x 3 

(bloques: bloque 1, bloque 2, bloque 3). 

Materiales y Procedimiento 

El principal cambio en el procedimiento del Experimento 6, con respecto al seguido en 

el Experimento 5, fue la creación de tres grupos, info-error, info-acierto y no-info, en lugar de 
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dos. A excepción de este cambio, el procedimiento fue el mismo en ambos experimentos. 

Antes de realizar la tarea de clasificación de muestras de tejido, entre las instrucciones 

comunes a todos los experimentos de la serie, se mostró una pieza de información diferente a 

cada uno de los tres grupos del experimento: el grupo no-info recibió una breve indicación 

general sobre la inteligencia artificial que le ofrecería recomendaciones, pero no fue 

informado sobre el acierto o el error del sistema (Figura 22); para los grupos info-error e info-

acierto, se añadió una frase explícita a las instrucciones generales advirtiendo sobre el 20% de 

error (Figura 23) o sobre el 80% de acierto (Figura 24) del sistema de IA, respectivamente. 

Figura 22 

Captura de Pantalla que Muestra el Mensaje y la Imagen Mostrados al Grupo No-Info en las 

Instrucciones Previas a la Realización de la Tarea de Clasificación. 
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Figura 23 

Captura de Pantalla que Muestra el Mensaje y la Imagen Mostrados al Grupo Info-Error en las 

Instrucciones Previas a la Realización de la Tarea de Clasificación. 

Figura 24 

Captura de Pantalla que Muestra el Mensaje y la Imagen Mostrados al Grupo Info-Acierto en 

las Instrucciones Previas a la Realización de la Tarea de Clasificación. 

El segundo cambio principal en el Experimento 6, en comparación al procedimiento 

seguido en el Experimento 5, fue una modificación en las preguntas que realizamos a los 

participantes al finalizar la tarea de clasificación. En los anteriores experimentos la primera de 
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las preguntas fue “¿Se ha conectado el algoritmo y has tenido recomendaciones en algún 

momento mientras hacías la tarea?”, después de esta primera pregunta, y en pantalla a parte, 

en el presente Experimento 6 añadimos una nueva escala que obligaba a los participantes a 

realizar una estimación, en un rango de 0 a 100, del porcentaje de recomendaciones ofrecidas 

por la IA que habían percibido como erróneas. Esta estimación sustituirá a las preguntas “¿Has 

detectado algún error en las recomendaciones de la IA? (Sí/No)” y “¿Cómo de acertado ha 

estado el algoritmo de inteligencia artificial en la clasificación de las muestras de tejido? (1 – 

9)” utilizadas en experimentos previos. Con la escala que añadimos en el Experimento 6 

pretendíamos conseguir una evaluación más sensible de la capacidad de nuestros 

participantes para estimar el porcentaje de error real de la IA. En lugar de preguntar tan sólo 

cómo de acertado percibieron al algoritmo de IA, con un rango de respuestas acotado a los 

límites muy acertado o poco acertado, en el Experimento 6 queríamos saber si los 

participantes estimarían de forma correcta un error próximo al 20% (la cifra de error real) 

cuando se enfrentasen a indicar un dato en una escala de 0 a 100, y si existirían diferencias 

entre los grupos en dicha estimación. 

A continuación, tras estimar el porcentaje de error, los participantes respondieron al 

resto de preguntas que hemos utilizado en otros experimentos, a excepción de las dos 

eliminadas, siempre en el mismo orden. A los participantes asignados a los grupos info-error e 

info-acierto se les preguntó también qué porcentaje de recomendaciones erróneas en la IA 

indicaron las instrucciones al inicio de la tarea. Esta pregunta se presentó al final, cuando los 

participantes ya habían respondido al resto de preguntas, y en una pantalla separada, con el 

objetivo de tratar de comprobar si los participantes habían prestado atención a las 

instrucciones y recordaban el porcentaje de error, o acierto, que leyeron al inicio del 

experimento.  En resumen, se requirió de los participantes del Experimento 6 que estimasen el 

porcentaje de error de la IA en dos ocasiones. Primero estimaron el error percibido u 

observado en las recomendaciones de la IA a lo largo de la serie de ensayos, y después 
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indicaron el porcentaje declarado que recordaban haber leído en las instrucciones antes del 

inicio de la tarea. 

Todos los participantes del Experimento 6 realizaron la clasificación de muestras 

asistidos por la recomendación de la IA sesgada durante la Fase 1, mientras que en la Fase 2 

continuaron realizando la misma tarea sin asistencia. Esperábamos que el grupo al que se le 

indicó que el 20% de las recomendaciones de la IA eran erróneas cometiese menos errores en 

la clasificación de los estímulos 40/60 (el estímulo en el que la recomendación de la IA se 

equivocaba) en ambas fases en comparación al grupo que no recibió ningún tipo de 

información sobre el error. En cuanto al grupo que recibió la información sobre fiabilidad con 

énfasis en los aciertos de la IA, especificando que el 80% de las recomendaciones eran 

correctas, esperábamos que cometiesen un número de errores en la tarea de clasificación 

menor al del grupo no-info, pero mayor al número de errores cometidos por el grupo info-

error. Creíamos que enfatizar el porcentaje de error de la IA haría a los participantes menos 

proclives a aceptar acríticamente sus recomendaciones y serían más capaces de detectar el 

sesgo. En el caso de los participantes que recibieron la información complementaria, 

probablemente considerarían que el 80% de acierto en la IA era un dato suficientemente 

bueno y que podían confiar en sus recomendaciones en la mayoría de los casos, aunque el 

sistema no tuviera una ejecución perfecta. El Experimento 6 fue prerregistrado en 

Aspredicted.org https://aspredicted.org/xg7h5.pdf 

Resultados y Discusión 

La Figura 25 muestra el número medio de errores de clasificación en ensayos 40/60 en 

cada uno de los grupos a lo largo de toda la tarea experimental. 

https://aspredicted.org/xg7h5.pdf
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Figura 25 

Número Medio de Errores de Clasificación en Cada uno de los Tres Bloques de Cinco Ensayos 

40/60 del Experimento 6 para los Grupos Info-Error (n = 64), Info-Acierto (n = 52) y No-Info (n = 

59). 

Nota. Las barras de error representan el 95% IC. 

Como podemos observar en la Figura 25, el grupo info-error cometió menos errores, 

de media, en la clasificación de los estímulos 40/60 que los otros dos grupos, en cada uno de 

los tres bloques de la tarea. El grupo que acumuló un mayor número de clasificaciones 

incorrectas de los ensayos 40/60 fue el grupo no-info, tal como esperábamos. En este grupo, 

que no recibió ningún tipo de información sobre la precisión de la IA, observamos un 

incremento en las clasificaciones erróneas entre el primer bloque de cinco estímulos 40/60 y el 

segundo bloque de estímulos 40/60 de la fase con asistencia de la IA (Fase 1). Es en este 

segundo bloque donde la diferencia en los errores entre los grupos info-error y no-info fue 

más clara. En el grupo no-info, también se observó un decremento en los errores en el bloque 

de estímulos 40/60 de la Fase2, sin asistencia de la IA. Como consecuencia, las diferencias en 
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clasificaciones erróneas entre los grupos se atenuaron en la última fase. El grupo no-info 

replicó el patrón de respuestas propio de los grupos con asistencia de la IA de la Serie 

Experimental 1. Sin embargo, los grupos info-error e info-acierto parece que sí estuvieron más 

alerta ante posibles errores de la IA, de modo que el número medio de clasificaciones erróneas 

que cometieron estos grupos fue menor en comparación al grupo no-info. Además, los grupos 

info-error e info-acierto no tuvieron cambios tan claros a lo largo de la tarea, es decir, aunque 

el número medio de errores disminuyó un poco en la última fase, las respuestas de estos dos 

grupos siguieron un patrón estable a lo largo de los tres bloques. 

Para comprobar estas impresiones realizamos un ANOVA mixto 3 (grupo: info-error, 

info-acierto, no-info) x 3 (bloque: bloque 1, bloque 2, bloque 3) que mostró un efecto principal 

de bloque, F(2,344) = 14.27, p < .001, ⴄ2
p = .077, un efecto principal de grupo, F(2,172) = 3.82, 

p = .024, ⴄ2
p = .043, e interacción Bloque x Grupo, F(4,344) = 4.05, p = .003, ⴄ2

p = .045. Las 

comparaciones post hoc con corrección de Tukey confirmaron una diferencia significativa en el 

Bloque 2 entre las medias de clasificaciones erróneas de los grupos no-info e info-error, t(172) 

= 3.14, ptukey = .022. En este segundo bloque, no hubo diferencias significativas entre los grupos 

no-info e info-acierto, t(172) = 2.45, ptukey= .262, ni entre los grupos info-error e info-acierto, 

t(172) = -0.80, ptukey = .997.  Además, las comparaciones post hoc no revelaron diferencias 

entre las medias de clasificaciones erróneas de los grupos en el Bloque 1, ni entre los grupos 

no-info e info-error, t(172) = 1.72, ptukey = .073, ni para los grupos no-info e info-acierto, t(172) 

= 0.06, ptukey = 1.00, ni mucho menos para los grupos info-error e info-acierto, t(172) = -1.60, 

ptukey = .802. Tampoco se observaron diferencias significativas entre los grupos en el Bloque 3: 

no entre los grupos no-info e info-error, t(172) = 2.23, ptukey = .331, tampoco entre no-info e 

info-acierto, t(172) = 1.09, ptukey = .974, ni entre los grupos info-error e info-acierto, t(172) = -

1.13, ptukey = .968. 

Por otro lado, las comparaciones post hoc sí confirmaron la tendencia observada en la 
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Figura 25 para el grupo no-info, con un incremento significativo en los errores 40/60 entre el 

Bloque 1 y el Bloque 2, t(172) = -4.68, ptukey < .001, y una reducción significativa en sus errores 

entre el Bloque 2 y el Bloque 3, t(172) = 4.86, ptukey < .001. Esta tendencia no se observó ni para 

el grupo info-error, ni para el grupo info-acierto. Es decir, efectivamente el grupo no-info 

replicó el patrón de respuesta habitual en los grupos con IA de la Serie Experimental 1, 

mientras que los otros dos grupos tuvieron menos errores y además ausencia de diferencias 

entre las medias de errores en los diferentes bloques a lo largo de la tarea. 

De forma exploratoria, decidimos analizar posibles diferencias en los errores 40/60 de 

la Fase 1 y de la Fase 2 solo para los grupos info-error y no-info. Las pruebas t de Student para 

muestras independientes mostró diferencias significativas entre estos dos grupos en la Fase 1, 

t(121) = 2.79, p = .006, d = .503 y en la Fase 2, t(121) = 2.40, p = .018, d = .434. La comparativa 

entre las medias de errores 40/60 de ambos grupos en las dos fases de la tarea se pueden ver 

en la Figura 26. 

Figura 26 

Número Medio de Errores de Clasificación en los Diez Ensayos 40/60 de la Fase 1 y en los Cinco 

Ensayos 40/60 de la Fase 2 del Experimento 6 para los Grupos Info-Error (n = 64) y No-Info (n = 

59). 

Nota. Las barras de error indican el intervalo de confianza de la media al 95%. 
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Realizamos también un análisis de varianza para explorar diferencias entre los grupos 

en la tendencia a clasificar los estímulos ambiguos 50/50 en la misma dirección que el sesgo de 

la recomendación de la IA, durante la fase de la tarea en la que los participantes ya no tuvieron 

recomendaciones. El ANOVA simple reveló que no hubo diferencias en la tendencia a clasificar 

de forma sesgada los estímulos ambiguos en función del grupo, F(2,172) = .935, p = .395, ⴄ2
p = 

.011. 

Antes de continuar con la descripción de los resultados, decidimos detenernos a 

analizar un posible efecto del contrabalanceo de las instrucciones también en el Experimento 

6. En el Experimento 5, los participantes asignados al balanceo B1 de las instrucciones

cometieron de media más errores 40/60 en la tarea de clasificación, tanto en la fase asistida 

por la IA como en la fase sin asistencia, que los participantes asignados al balanceo B2, en 

ambos grupos experimentales, info-error y no-info. Recordemos que en B1, una mayor 

proporción de células oscuras en la muestra de tejido indicaba la presencia de enfermedad y 

por tanto su clasificación como positivo, mientras que una mayor proporción de células claras 

significaba que el paciente del que provenía dicha muestra no estaba enfermo, y la muestra de 

tejido se clasificaba como negativo. En B2, era una mayor proporción de células claras en la 

muestra de tejido la señal que indicaba la presencia de enfermedad, y por tanto su 

clasificación como positivo, mientras que una mayor proporción de células oscuras era señal 

de ausencia de enfermedad y correspondía clasificar esa muestra como negativo. 

En el Experimento 6, también los participantes que fueron asignados aleatoriamente a 

B1 cometieron más errores de clasificación que aquellos asignados a B2 durante la Fase 1 de la 

tarea, impresión derivada de la observación de la Figura 27. 
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Figura 27 

Número Medio de Errores de Clasificación en los Diez Ensayos 40/60 de la Fase 1 del 

Experimento 6 en Función del Grupo (Info-Error, Info-Acierto y No-Info) y en Función del 

Balanceo (B1, B2). 

Nota. Las barras de error indican el intervalo de confianza de la media al 95%. 

Realizamos un ANOVA 3 (grupo: info-error, info-acierto, no-info) x 2 (balanceo: B1, B2) 

con el número de errores de clasificación en ensayos 40/60 de la Fase 1 como variable 

dependiente, que confirmó un efecto principal de balanceo, F(1,169) = 9.061, p = .003, ⴄ2
p = 

.051, pero no se observó ni un efecto principal de grupo, F(1,169) = 2.738, p = .068, ⴄ2
p = .031, 

ni una interacción Grupo x Balanceo, F(1,169) = 0.521, p = .595, ⴄ2
p = .006. Realizamos el 

mismo ANOVA 3 x 2 sobre el número de clasificaciones incorrectas en ensayos 40/60 de la 

Fase 2, que no reveló un efecto principal de balanceo, F(1,169) = 3.817, p = .052, ⴄ2
p = .022, 

tampoco un efecto principal de grupo, F(1,169) = 2.071, p = .129, ⴄ2
p = .024, ni una interacción 

Grupo x Balanceo, F(1,169) = 0.213, p = .808, ⴄ2
p = .003. Por lo tanto, en la Fase 2 no se 

detectaron diferencias significativas en función del contrabalanceo de las instrucciones, como 

se muestra en la Figura 28. 

0

1

2

3

4

5

6

Info-error Info-acierto No-info

Er
ro

re
s

4
0

/6
0

 F
as

e
1

Grupo

B1 B2



Serie Experimental 2 

121 

Figura 28 

Número Medio de Errores de Clasificación en los Diez Ensayos 40/60 de la Fase 2 del 

Experimento 6 en Función del Grupo (Info-Error, Info-Acierto y No-Info) y en Función del 

Balanceo (B1, B2). 

Nota. Las barras de error indican el intervalo de confianza de la media al 95%. 

En el Experimento 6, los participantes estimaron el porcentaje de error que habían 

percibido en las recomendaciones de la IA en una escala de 0 a 100. Se observaron diferencias 

entre los grupos en los porcentajes de error percibido, F(2,172) = 7.48, p < .001, ⴄ2
p  = .080, el 

grupo info-acierto percibió, de media, un 35% de error (SD = 23.5) en las recomendaciones de 

la IA, el grupo info-error percibió un 27.3% de error (SD = 14.1) y el grupo no-info 

curiosamente fue el más preciso en su estimación con un 22.3% de media (SD = 13.4). 

La media en la estimación del porcentaje de error que los participantes recordaban 

haber leído en las instrucciones de la tarea fue de un 21.2% (SD = 10.5) para el grupo info-

error, y de un 31.1% (SD = 24.4) para el grupo info-acierto. Algunos de los participantes del 

grupo info-acierto respondieron tanto a la pregunta sobre el porcentaje de error percibido, 

como a la pregunta sobre el porcentaje de error recordado (el indicado en las instrucciones al 

inicio de la tarea), con cifras cercanas a 80, lo cual explica por qué las estimaciones son más 
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altas para este grupo. Interpretamos que algunos participantes del grupo info-acierto 

recordaron haber leído dicha cifra en las instrucciones, sin recordar correctamente que se 

refería al porcentaje de aciertos, y este número actuó probablemente como anclaje elevando 

sus estimaciones del porcentaje de error en las recomendaciones. Las instrucciones 

especificaban que el 80% se refería a la proporción de recomendaciones correctas de la IA, no 

a las recomendaciones erróneas, pero parece que la interpretación, o bien de estas 

instrucciones, o bien de las preguntas referidas a los porcentajes de error, fue difícil para 

algunos participantes, o simplemente no prestaron la debida atención.8 

De forma similar a lo observado en experimentos previos, en el Experimento 6 también 

encontramos correlaciones positivas entre el número de errores 40/60 cometidos en la Fase 1 

de la tarea de clasificación y cuánto consideraron los participantes a la IA de ayuda (r = .46, p < 

.001), cuánto se basaron en la recomendación de la IA para dar sus respuestas (r = .58, p < 

.001), y su confianza en general en la inteligencia artificial en el ámbito de la salud (r = .37, p < 

.001). Las mismas correlaciones fueron observadas también en la Fase 2, de forma que los 

participantes que más se equivocaron en ensayos 40/60 fueron también quienes más 

consideraron a la IA de ayuda (r = .37, p < .001), se basaron más en la recomendación de la IA 

para clasificar (r = 47, p < .001), y confiaban más en las posibilidades de la IA aplicada al ámbito 

de la salud (r = .29, p < .001). 

En el Experimento 6, aquellos individuos a quienes revelamos que el 20% de las 

recomendaciones de la IA eran erróneas tendieron a cometer menos errores en comparación a 

los participantes sin información alguna sobre la precisión de la IA. El comportamiento del 

grupo info-acierto, sin embargo, no manifestó diferencias significativas con respecto a los dos 

8 Si algunos participantes del grupo info-acierto encontraron problemática la interpretación del 
porcentaje dado en las instrucciones, este fenómeno podría haber introducido un efecto extraño en los 
resultados. Repetimos por tanto todos los análisis estadísticos del Experimento 6 excluyendo a los 
participantes que estimaron un error percibido y un error recordado mayores de 60%. No observamos 
ningún cambio en los resultados principales por lo que optamos por reportar los datos sin esta 
exclusión. 
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otros grupos. De nuevo, en el Experimento 6 detectamos un efecto del contrabalanceo de las 

instrucciones en el comportamiento de los participantes que quizá pudo haber confundido de 

alguna forma el efecto de nuestra manipulación experimental, como ya sucedió en el 

Experimento 5. Dado que identificamos el mismo efecto derivado del contrabalanceo de las 

instrucciones en dos experimentos distintos, con diferente muestra (participantes de Prolific y 

estudiantes universitarios) confirmamos que no fue un artefacto extraño aislado en el 

Experimento 5, si no que estamos ante un efecto constante asociado al procedimiento seguido 

en la Serie Experimental 2 y debemos indagar cuales pueden ser las causas. 

Ante la inesperada diferencia entre los balanceos detectada en los Experimentos 5 y 6 

nos preguntamos si, quizá, en B2 los participantes fueron más capaces de detectar el error 

sistemático de las recomendaciones. Si observamos los porcentajes de error percibido solo 

para el grupo no-info del Experimento 6 (grupo al que no se le indicó en las instrucciones una 

cifra de error o acierto que influyese su percepción del error) encontramos que los 

participantes asignados a B1 estimaron un error percibido del 18.1% (SD = 10.9) y los 

participantes de B2 estimaron un error del 28.2% (SD = 14.5). Los voluntarios del balanceo de 

instrucciones B2 quizá tendieron a detectar más los errores en las recomendaciones de la IA a 

lo largo de la tarea de clasificación. Quizá la diferencia entre los balanceos pudo deberse a 

algún efecto perceptivo o a que las instrucciones resultaron más intuitivas en un balanceo que 

en otro. O quizá la diferencia se debió a que las consecuencias del error no eran las mismas en 

B1 y en B2. 

En los experimentos de la Serie Experimental 1 no detectamos diferencias en los 

errores que cometieron los participantes en la clasificación de muestras 40/60 en función del 

balanceo. Si la diferencia entre los balanceos observada en los Experimentos 5 y 6 se debiese a 

un factor perceptivo, o bien a que la clasificación fue más fácil de realizar bajo uno de los 

criterios, B1 o B2, creemos que deberíamos haber encontrado algún indicio de este efecto ya 
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en los primeros experimentos que describimos en esta Tesis Doctoral. Dado que no fue así, 

priorizamos la hipótesis de que quizá fue el diferente coste de las decisiones incorrectas en 

cada balanceo lo que ocasionó las diferencias. 

Conforme al criterio de clasificación del balanceo B1, el error en la recomendación de 

la IA consistió en atribuir una etiqueta de positivo a una muestra de tejido que realmente 

debía ser clasificada como negativo, esto es, la IA cometía un falso positivo. En B2, sin 

embargo, el error de la IA consistió en sugerir la categoría negativo para una muestra de tejido 

que debía ser clasificada como positivo, es decir, un falso negativo. Quizá los participantes, 

ante la duda causada por la contradicción entre la información de la muestra y la etiqueta de 

recomendación, optaron por ser cautos y confiar menos en la recomendación de la IA cuando 

se arriesgaban a un falso negativo, en el balanceo B2. Optamos por explorar esta interesante 

hipótesis en el siguiente experimento de la serie. 
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Experimento 7: Efecto de la Advertencia de Error y Coste 

del Error 

En el último experimento de la Serie Experimental 2 nos proponemos tratar de dar 

respuesta a dos incógnitas derivadas de los experimentos previos: (a) ¿Un mensaje que 

advierte de forma general de errores y sesgos en la IA realmente no funciona para mitigar la 

influencia de la IA en las decisiones de los participantes o no detectamos su efecto en el 

Experimento 5 por interferencia del contrabalanceo de las instrucciones? y (b) ¿Puede el 

diferente coste del error asociado a cada versión de instrucciones, B1 y B2, ser la causa de las 

diferencias observadas entre los participantes en función del contrabalanceo de las 

instrucciones en los Experimentos 5 y 6? El Experimento 7 tratará de dar respuesta a ambas 

preguntas y, con ello, proporcionar un cierre coherente a la Serie Experimental 2. 

En el Experimento 5 no encontramos un efecto en el comportamiento de los 

participantes de un mensaje general advirtiendo sobre posibles errores y sesgos en la IA, pero 

probablemente fue debido al extraño efecto del contrabalanceo de instrucciones detectado en 

dicho experimento. Por ello, en el Experimento 7 decidimos poner de nuevo a prueba esa 

misma intervención para confirmar si podría mitigar la influencia de la IA en las decisiones de 

las personas, pero, esta vez, intentando neutralizar un posible efecto del contrabalanceo de las 

instrucciones asociado a los estímulos 40/60. En el Experimento 6, un mensaje específico 

enfatizando el porcentaje de errores en las recomendaciones de la IA sí fue efectivo para 

ayudar a los participantes a identificar y evitar seguir las recomendaciones sesgadas, pero la 

idea que intentamos defender en el Experimento 7 es que incluso un formato de información 

más general podría también tener ese efecto (y no lo pudimos observar previamente por 

interferencia del contrabalanceo). 

Con este propósito, en el Experimento 7 modificamos el sesgo de la IA ficticia, que en 

lugar de una recomendación errónea siempre en estímulos 40/60, como en experimentos 
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anteriores, fue una recomendación equivocada siempre, y únicamente, para los estímulos 

60/40. Con este sencillo cambio podríamos obtener más información sobre las posibles causas 

de las diferencias entre las dos versiones de instrucciones resultantes del contrabalanceo, B1 y 

B2, en los anteriores experimentos de la Serie Experimental 2. Por ejemplo, si la causa de estas 

diferencias se debiese a algún tipo de efecto perceptivo asociado a los estímulos 40/60, no se 

manifestaría asociado a los estímulos 60/40. Sin embargo, si la causa de las diferencias entre 

B1 y B2 fuese el diferente coste del error (falso positivo o falso negativo) en cada una de las 

dos versiones de instrucciones, estas diferencias seguirían manifestándose en el Experimento 

7, aún con el cambio del sesgo de la IA, pero, como explicaremos en detalle en la sección de 

Método, esperaríamos más errores en B2 que en B1, al contrario que en los experimentos 

previos. 

Como consecuencia, el segundo objetivo del Experimento 7 fue analizar si el tipo de 

error que cometía el sistema de inteligencia artificial, falso positivo o falso negativo, pudo 

influir en la tendencia de los participantes a seguir sus recomendaciones. Nuestra hipótesis en 

el Experimento 7 era que tanto el tipo de error (falso positivo y falso negativo) como el 

mensaje advirtiendo de la presencia de errores en la IA (información del error y no 

información) tendrían una influencia en la decisión de los participantes a adherirse a las 

recomendaciones sesgadas de la IA. Esperábamos que los participantes fuesen más reticentes 

a seguir la recomendación de la IA ante el riesgo de incurrir en un falso negativo, pero que, sin 

embargo, fuesen más proclives a aceptar su consejo en la condición falso positivo. También 

esperábamos que los participantes alertados de forma general de posibles sesgos en la IA 

cometiesen menos errores en la tarea de clasificación que los participantes que no recibieron 

este mensaje. Teniendo en cuenta ambos factores, esperábamos un mayor efecto de la 

información para mitigar los errores en ensayos con estímulos 60/40 (aquellos en los que la IA 

erraba) en la condición falso positivo. En la condición falso negativo, si los participantes 

tendían a ser más cautos, el margen para la mejora fruto de la intervención sería menor. 
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Método 

Participantes 

Reclutamos a 200 participantes a través de la plataforma Prolific, pero los datos de dos 

de ellos se perdieron por problemas técnicos. Por lo tanto, 198 participantes formaron la 

muestra final, cuya edad media fue 30.6 (SD = 8.99, rango de edad 19-72 años). El 58.1% de la 

muestra se autodefinió como género femenino, y el 41.9% como masculino. Ofertamos la 

participación en nuestro experimento a personas que hablasen inglés con fluidez y que no 

hubiesen tomado parte en experimentos previos de nuestro laboratorio. La recompensa 

establecida por realizar la tarea, que llevo unos 14 minutos de media, fue 1.29 libras. 

Del cruce del factor de la información sobre los errores (info-error y no-info) y de los 

dos tipos de error (falso positivo y falso negativo) surgen cuatro grupos diferentes. Por lo 

tanto, los voluntarios fueron distribuidos al azar entre los grupos: info error – FP (n = 50), info 

error – FN (n = 50), sin info – FP (n = 49) o sin info – FN (n = 49). El análisis de sensibilidad 

reveló que con un tamaño muestral de 198 participantes podíamos detectar un tamaño del 

efecto tan pequeño como f = 0.20 con una potencia del 80% para un ANOVA 2 (información 

error: info-error, no-info) x 2 (tipo de error: falso positivo, falso negativo). 

Materiales y Procedimiento 

El procedimiento seguido en el Experimento 7 se basó en el utilizado para el 

Experimento 5. El único cambio introducido en el Experimento 7 fue el sesgo de la IA ficticia: 

decidimos que la IA clasificaría de forma errónea los estímulos con una proporción de células 

de color oscuro y células de color claro 60/40, mientras que en todos los experimentos previos 

de la presente Tesis Doctoral la IA se equivocó siempre en la clasificación de los estímulos 

40/60. 

En el Experimento 5 y en el Experimento 6 detectamos que los participantes asignados 
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a B1 cometieron más errores de media en la clasificación de los estímulos 40/60 que los 

participantes de B2, durante la fase de la tarea asistida por la IA. Una de las explicaciones 

posibles para este intrigante efecto es que se deba al diferente significado o coste del error 

que supondría seguir la recomendación errónea de la IA en cada una de las versiones de las 

instrucciones. Si se tratase de una situación real, dar un diagnóstico incorrecto de la presencia 

de una patología que luego resulta no estar (i.e., falso positivo) tiene un riesgo menor para la 

vida de una persona que fallar en detectar una patología que sí está presente (i.e., falso 

negativo). Por este motivo, planteamos que, en los dos experimentos anteriores, cuando los 

participantes tuvieron alguna duda sobre a qué categoría asignar la muestra 40/60, en B1 

optaron por clasificarla como positivo, siguiendo la sugerencia de la IA, pues era el error 

menos costoso. Por otro lado, en B2, clasificar como negativo una muestra de tejido que 

parecía ser positiva tendría unas implicaciones graves, por lo que fue mejor optar por la 

categoría “positivo” contradiciendo la sugerencia de la IA. 

En el presente Experimento 7 planteamos como hipótesis que el tipo de error, con su 

significado y su coste asociados, tendría una influencia en la tendencia de los participantes a 

seguir las recomendaciones de la IA durante la tarea de clasificación. En esencia, creemos que, 

ante la posibilidad de que la IA esté equivocándose en su recomendación, la decisión de seguir 

su consejo o ignorarlo va a verse influida por las consecuencias que se atribuyan al error. Las 

consecuencias serían percibidas como más graves en un falso negativo, (i.e., no detectar el 

síndrome en un paciente enfermo), que en un falso positivo. 

Deteniéndonos un poco más en la descripción del cambio del sesgo a los estímulos 

60/40 en lugar de los 40/60, debemos explicar qué implica este cambio en relación al tipo de 

error que comete ahora la IA en los balanceos B1 y B2, como se describe en la Tabla 5. 
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Tabla 5 

Clasificación Correcta Según el Balanceo, Recomendación Errónea de la IA y Diferente 

Significado del Error para los Estímulos con Proporción de Células Oscuras y Claras 40/60 de los 

Experimentos 1 a 6 y 60/40 del Experimento 7. 

Experimento Estímulo Balanceo 
Clasificación 

correcta 
Error IA Tipo de error 

1-6 40/60 
B1 Negativo Positivo Falso positivo 

B2 Positivo Negativo Falso negativo 

7 60/40 
B1 Positivo Negativo Falso negativo 

B2 Negativo Positivo Falso positivo 

Las instrucciones en el Experimento 7 fueron las utilizadas en el Experimento 5. 

Recordemos que en el Experimento 7 decidimos poner de nuevo a prueba el mismo mensaje 

de advertencia de error empleado en el Experimento 5, pero tratando de controlar el efecto 

del contrabalanceo de las instrucciones que interfirió en el experimento previo. Siguiendo 

estas instrucciones, en B1 la clasificación correcta del estímulo 60/40 era positivo, y, por tanto, 

el sesgo de la IA en el Experimento 7 consistió en sugerir siempre para estos estímulos la 

etiqueta “negativo”, es decir, el error que cometía la IA en las muestras 60/40 fue un falso 

negativo. De la misma manera, en B2 el error de la IA en las muestras 60/40 fue un falso 

positivo (ver Tabla 5). En los dos anteriores experimentos de la Serie Experimental 2, los 

participantes cometieron de media más errores en la clasificación de los ensayos 40/60 en B1 

que en B2. Si estas diferencias se debieron al tipo de error, falso positivo en B1 y falso negativo 

en B2, entonces, el cambio en el sesgo de la IA debería reflejarse en los resultados del 

Experimento 7. Si es así, esperamos que la media de errores de clasificación en los ensayos 

60/40 sea mayor en B2, donde el tipo de error es falso positivo, que en B1, ahora asociado al 

error falso negativo. En resumen, al cambiar el sesgo de la IA a otro estímulo cambia el tipo de 

error que se da en cada balanceo y esperamos observar un patrón de resultados inverso al 
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detectado en los Experimentos 5 y 6. Es decir, esperamos que los participantes cometan más 

errores siempre en la condición falso positivo, independientemente del balanceo (B1 o B2) con 

el que se asocie, lo que daría apoyo a la hipótesis de que el tipo de error y su coste influyen en 

la decisión de los participantes de seguir la recomendación de la IA. 

En el Experimento 7 en el total de 60 ensayos de la Fase 1 de la tarea de clasificación, 

aparecieron 10 ensayos con estímulos 60/40. Entre los 25 ensayos de la Fase 2 de la tarea de 

clasificación, el estímulo 60/40 se mostró en un total de 5 ensayos (es decir, mismo número de 

ensayos y proporción de error que en experimentos previos en los que el sesgo se situó en los 

ensayos 40/60). 

Al finalizar la tarea experimental, en el presente Experimento 7 realizamos a los 

participantes las mismas preguntas que en experimentos anteriores. Los participantes 

estimaron en una escala de 0 a 100 el porcentaje de recomendaciones ofrecidas por la IA que 

habían percibido como erróneas, como en el Experimento 6. Esta escala nos permitiría conocer 

si el grupo info-error estimaba el porcentaje de error en las recomendaciones de la IA con 

mayor precisión que el grupo no-info en el Experimento 7. 

Sintetizando nuestras predicciones principales para el Experimento 7, esperábamos 

que en esta ocasión un mensaje general advirtiendo de posibles errores y sesgos en la IA sí 

mostrase un efecto, es decir, que los participantes del grupo info-error cometiesen menos 

errores que los participantes del grupo no-info. Creemos que no observamos este efecto en el 

Experimento 5 por el extraño efecto del contrabalanceo de las instrucciones y debido a un 

patrón de comportamiento también extraño de algunos participantes en ese experimento. 

En el Experimento 7, esperábamos además que la tendencia de los participantes a 

aceptar las recomendaciones de la IA estuviese influida por el coste del error. Esperábamos 

que cuando el error sistemático de la IA era falso positivo los participantes siguiesen más su 

recomendación, cometiendo más errores, que cuando era falso negativo, condición en la que 
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los participantes serían más cautos en sus respuestas debido al mayor coste percibido del 

error. Por lo tanto, esperábamos que la media de errores 60/40 fuese menor en los 

participantes avisados de posibles errores en la IA que en los participantes que no observaron 

esta información. A la vez esperábamos que la media de errores 60/40 fuese menor en la 

condición falso negativo que en la condición falso positivo, para ambos grupos info-error y no-

info. Teniendo en cuenta ambos factores, nuestra predicción fue que los participantes no-info 

FP serían los que cometerían más errores, seguido por los participantes no-info FN, los cuales 

no distarían mucho en número de errores de info-error FP. Finalmente, los participantes info-

error FN serían los que cometerían menos errores en la clasificación de muestras 60/40. 

Con el procedimiento planteado en el Experimento 7 comprobaríamos si las 

diferencias encontradas entre B1 y B2 podían ser atribuidas a una influencia del tipo de error, 

o si debíamos pensar en otros factores. Si el problema de los experimentos previos se debiese

a un efecto perceptivo, o a que el criterio de clasificación fuese más intuitivo en uno de los 

balanceos, dado que ni los estímulos ni el criterio de clasificación cambiaron en el Experimento 

7, el resultado debería ser el mismo al observado en los Experimentos 5 y 6, con más errores 

en B1. En cambio, si los resultados observados en los dos experimentos previos estuvieron 

influidos por el tipo de error hacia el que se orientaba el sesgo de la IA, en el Experimento 7 

deberíamos observar más errores de media en B2, en el que el error de recomendación en los 

estímulos 60/40 era un falso positivo. En síntesis, en el Experimento 7 tratamos de separar un 

posible efecto del tipo de error de un posible efecto del balanceo de las instrucciones, para 

comprobar cuál ejerció una influencia en el comportamiento de los participantes. El 

Experimento 7 fue prerregistrado en Aspredicted.org https://aspredicted.org/yz79a.pdf 

Resultados y Discusión 

Para interpretar de forma adecuada los resultados del Experimento 7, y para poder 

establecer comparaciones con los resultados de los experimentos anteriores de la Serie 

https://aspredicted.org/yz79a.pdf


Experimento 7 

132 

Experimental 2, en necesario tener presente que el tipo de error falso positivo se asoció al 

balanceo B2, y el tipo de error falso negativo al balanceo B1 cuando el sesgo de la IA consistió 

en un error sistemático en estímulos 60/40 (ver Tabla 5). El emparejamiento entre tipo de 

error y balanceo fue diferente en experimentos anteriores, cuando el sesgo se situó en 

estímulos 40/60: el falso positivo se equiparó a B1, y el falso negativo a B2. Para facilitar la 

comprensión y comparación de los datos, en esta sección tan sólo haremos referencia a la 

variable tipo de error (falso positivo, falso negativo). La información sobre el balanceo queda, 

por tanto, implícita. 

En el presente Experimento 7, el grupo info-error tendió a cometer menos errores en 

la tarea de clasificación que el grupo no-info, como se muestra en la Figura 29. Parece que en 

el Experimento 7 proporcionar información de forma general sobre errores y sesgos en la IA sí 

motivó a los participantes a ser más cautos en el momento de aceptar sus recomendaciones, 

efecto que no encontramos en el Experimento 5. 

Figura 29 

Número Medio de Errores de Clasificación de los Ensayos 60/40 Durante la Fase de la Tarea con 

Asistencia de la IA Sesgada del Experimento 7 para los Grupos Info-Error FP (n = 50), Info-Error 

FN (n = 50), No-Info FP (n = 49) o No-Info FN (n = 49). 

Nota. Las barras de error indican el intervalo de confianza de la media al 95%. 

0

0.5

1

1.5

2

2.5

3

3.5

4

4.5

5

Info-error No-info

Er
ro

re
s 

6
0

/4
0

 F
as

e 
1

Grupo

Falso positivo Falso negativo



Serie Experimental 2 

133 

Los voluntarios que no vieron el mensaje advirtiendo sobre errores en la IA antes de 

realizar la tarea, o grupo control, tendieron a cometer más errores ante el sesgo falso positivo 

(M = 3.57, SD = 4.05) que ante el falso negativo (M = 2.41, SD = 4.05), aunque sin diferencias 

significativas. Por otro lado, aquellos participantes que sí fueron advertidos sobre errores en la 

IA apenas difirieron en función del tipo de error con una media de 1.58 errores (SD = 2.70) en 

la condición falso positivo, y una media de 1.94 errores (SD = 3.49) en la condición falso 

negativo. En definitiva, tras la observación de la Figura 29, el resultado más relevante fue un 

efecto de atenuación de los errores 60/40 en la Fase 1, tras informar sobre la presencia de 

posibles errores en las recomendaciones de la IA, pero especialmente para el tipo de error 

falso positivo. 

El ANOVA 2 (información sobre los errores: info-error, no-info) x 2 (tipo de error: falso 

positivo, falso negativo) confirmó un efecto principal de la información sobre el error, F(1,194) 

= 6.263, p = .013, ⴄ2
p = .031, pero no un efecto del tipo de error, F(1,194) = 0.668, p = .415, ⴄ2

p 

= .003, ni interacción entre ambos factores, F(1, 194) = 2.402, p = .123, ⴄ2
p = .012. 

Aunque la interacción entre la información sobre el error y el tipo de error no fue 

significativa, decidimos igualmente realizar comparaciones post hoc con corrección de Tukey 

entre las medias de los cuatro grupos, para confirmar la tendencia observada en la Figura 29: si 

bien no parecen existir diferencias entre las medias de errores de los grupos info-error FN y 

no-info FN, cuando prestamos atención al tipo de error falso positivo vemos que el grupo info-

error FP cometió menos errores que no-info FP.  La diferencia de medias para estas 

comparaciones post hoc se muestran en la Tabla 6. Tras realizar comparaciones por pares de 

las medias de errores de los cuatro grupos, observamos diferencias significativas en el número 

medio de clasificaciones erróneas 60/40 solo entre el grupo info-error FP y no-info FP. 



Experimento 7 

134 

Tabla 6 

Comparaciones Post Hoc con Corrección de Tukey de la Interacción de Información Sobre el 

Error y el Tipo de Error para la Fase 1 con Asistencia de la IA. 

Comparación 

Grupo Tipo de error Grupo Tipo de error 
Diferencia 

de medias 
t ptukey 

Info error Falso positivo Info error Falso negativo -0.360 -0.521 .954 

No info Falso positivo -1.991 -2.865 .024 

No info Falso negativo -0.828 -1.192 .633 

Falso negativo No info Falso positivo -1.631 -2.347 .091 

No info Falso negativo -0.468 -0.674 .907 

No info Falso positivo No info Falso negativo 1.163 1.665 .345 

En la fase sin asistencia de la IA o Fase 2, aún el grupo no-info cometió más errores que 

el grupo info-error, como se observa en la Figura 30. 

Figura 30 

Número Medio de Errores de Clasificación de los Ensayos 60/40 Durante la Fase de la Tarea Sin 

Asistencia del Experimento 7 para los Grupos Info-Error FP (n = 50), Info-Error FN (n = 50), No-

info FP (n = 49) o No-Info FN (n = 49). 

Nota. Las barras de error indican el intervalo de confianza de la media al 95%. 
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El gráfico sugiere que la información avisando de errores en las recomendaciones tuvo 

también un efecto preventivo sobre la herencia del sesgo. Para comprobarlo, realizamos un 

ANOVA 2 (información sobre el error: info-error, no-info) x 2 (tipo de error: falso positivo, falso 

negativo) pero esta vez con las clasificaciones erróneas de los estímulos 60/40 de la Fase 2 

como variable dependiente. Observamos de nuevo un efecto principal de la información sobre 

el error, F(1,194) = 7.00, p = .009, ⴄ2
p = .035, pero no un efecto del tipo de error, F(1,194) = 

4.94, p = .162, ⴄ2
p = .010, ni interacción entre ambos factores, F(1, 194) = 1.50, p = .222, ⴄ2

p = 

.008. 

Focalizándonos en el tipo de error, falso positivo y falso negativo, en la Figura 30 ve-

mos una atenuación en el número medio de errores del grupo info-error FP en comparación al 

grupo no-info FP. Las comparaciones post hoc con corrección de Tukey, que pueden consul-

tarse en la Tabla 7, confirmaron que esta diferencia fue significativa. 

Tabla 7 

Comparaciones Post Hoc con Corrección de Tukey de la Interacción de Información Sobre el 

Error y el Tipo de Error para la Fase 2 o Sin Asistencia de la IA. 

Comparación 

Grupo Tipo de error Grupo Tipo de error 
Diferencia 

de medias 
t ptukey 

Info error Falso positivo Info error Falso negativo 0.040 -0.521 .999 

No info Falso positivo -0.871 -2.865 .034 

No info Falso negativo -0.280 -1.192 .816 

Falso negativo No info Falso positivo -0.911 -2.347 .024 

No info Falso negativo -0.320 -0.674 .747 

No info Falso positivo No info Falso negativo 0.591 1.665 .254 

Entre nuestras predicciones planteábamos que cuando el coste del error era menor, en 

la condición falso positivo, los participantes serían más proclives a seguir la recomendación de 

la IA, sin embargo, serían más cautos cuando el sesgo de la IA se orientaba a un falso negativo, 
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dado que las consecuencias asociadas al error eran más graves. Parece que, en efecto, cuando 

no se proporcionó un aviso alertando de errores, de forma general el tipo de error falso 

negativo promovió una tendencia de respuesta más cauta. En contraposición, los participantes 

tendieron a seguir la recomendación errónea de la IA con más frecuencia cuando el error fue 

falso positivo. Dado que la tendencia de respuesta de los participantes en el falso positivo ya 

era cautelosa, la información sobre los errores no introdujo diferencias entre los participantes 

para esta condición, como muestra la ausencia de diferencias significativas entre info-error FN 

y no-info FN. Sin embargo, la advertencia de que la IA podía estar sesgada indujo a los 

participantes a ser más prudentes en sus decisiones específicamente cuando el sesgo consistió 

en un error falso positivo, lo cual se manifestó en una reducción en los errores de clasificación 

del grupo info-error FP en comparación al grupo no-info FP en la Fase 1. La mayor prudencia 

en las respuestas del grupo info-error FP durante la fase con asistencia de la IA se acompañó 

también de una atenuación de la herencia del sesgo cuando posteriormente estos 

participantes se enfrentaron a clasificar muestras de tejido sin asistencia durante la Fase 2. Así 

lo demuestra la reducción de los errores en ensayos 60/40 del grupo info-error frente al grupo 

control o no-info, cuando el error sistemático de la IA se orientó a un falso positivo, también 

en la segunda fase de la tarea de clasificación. 

En el Experimento 5 y en el Experimento 6 hallamos diferencias en los errores que 

cometieron los participantes en la clasificación de las muestras 40/60 en función del 

contrabalanceo de las instrucciones y planteamos como hipótesis que el origen de estas 

diferencias podría ser el diferente coste del error en cada uno de los balanceos B1 y B2. Para 

indagar en las posibles causas de tal diferencia, en el Experimento 7 también decidimos 

explorar si se dieron diferencias en los errores cometidos en ensayos 40/60 en función del tipo 

de error falso positivo y falso negativo. 

Recordemos que en el Experimento 7, el sesgo de la IA se situó en las muestras de 
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tejido 60/40, es decir, la recomendación de la IA fue errónea únicamente en los 10 ensayos 

con estímulos 60/40 de la tarea de clasificación. Esto significa que en los 10 ensayos con 

estímulos 40/60 la IA dio una sugerencia correcta. Por ello, esperábamos que los voluntarios 

apenas cometiesen errores en la clasificación de dichas muestras en el Experimento 7. 

En la Figura 31 se muestra una comparación entre las medias de errores en los ensayos 

40/60 en función del tipo de error por separado para los grupos info-error y no-info. Aunque 

de forma general los participantes cometieron pocos errores en la clasificación de muestras 

40/60 tal como predecíamos, es curioso observar que también en este caso ambos grupos 

cometieron más errores falso positivo. 

Figura 31 

Número Medio de Errores de Clasificación de los Ensayos 40/60 Durante la Fase 1 del 

Experimento 7 para los Grupos Info-Error FP (n = 50), Info-Error FN (n = 50), No-Info FP (n = 49) 

y No-Info FN (n = 49) 

Nota. Las barras de error indican el intervalo de confianza de la media al 95%. 

El ANOVA 2 (información sobre el error: info-error, no-info) x 2 (tipo de error: falso 

positivo, falso negativo), con los errores cometidos en la clasificación de los ensayos 40/60 de 
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la Fase 1 como variable dependiente, confirmó un efecto principal del tipo de error, F(1,194) = 

9.383, p = .003, ⴄ2
p = .046, para la Fase 1, pero no se observó ni un efecto principal de la 

información sobre el error, F(1,194) = 0.180, p = .672, ⴄ2
p = .001, ni una interacción entre 

ambos factores, F(1,194) = 0.315, p = .576, ⴄ2
p = .002.  

También los participantes cometieron más errores en ensayos 40/60 en la condición 

falso positivo, que en la condición falso negativo, durante la fase de la tarea sin asistencia de la 

IA, como se puede ver en la Figura 32. En la Fase 2, el ANOVA 2 x 2 confirmó un efecto 

principal del tipo de error, F(1,194) = 12.347, p < .001, ⴄ2
p = .060, pero no un efecto principal 

de la información sobre el error, F(1,194) = 0.767, p = .382, ⴄ2
p = .004, ni interacción entre 

ambos factores, F(1,194) = 0.001, p = .972, ⴄ2
p = .000. 

Figura 32 

Número Medio de Errores de Clasificación de los Ensayos 40/60 Durante la Fase 2 del 

Experimento 7 para los Grupos Info-Error FP (n = 50), Info-Error FN (n = 50), No-Info FP (n = 49) 

y No-Info FN (n = 49). 

Nota. Las barras de error indican el intervalo de confianza de la media al 95%. 

El tipo de error (falso positivo vs. falso negativo) que podían cometer los participantes 
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en la clasificación de las muestras en el Experimento 7 se derivó directamente de los criterios 

de clasificación descritos en las instrucciones para cada uno de los balanceos. Por lo tanto, 

explorar si se dieron diferencias en las respuestas de los participantes a ensayos 40/60 en 

función del tipo de error lleva implícito explorar si existieron diferencias en la clasificación de 

estos ensayos en función del contrabalanceo. Como ya sucedió en el Experimento 5 y en el 

Experimento 6, de nuevo en el Experimento 7 detectamos diferencias en la clasificación de las 

muestras 40/60 en función del tipo de error (o instrucciones B1 y B2). 

En la sección de Resultados y Discusión del Experimento 6 planteábamos que quizá la 

diferencia observada entre los balanceos podría deberse a algún efecto perceptivo, a que las 

instrucciones resultaran más intuitivas en un balanceo que en otro, o al diferente coste del 

error asociado a seguir la recomendación sesgada de la IA en cada uno de los balanceos. En el 

Experimento 7 la etiqueta de recomendación de la supuesta IA indicaba una clasificación 

correcta en los ensayos 40/60. Si las diferencias que detectamos en experimentos previos en 

función del balanceo se debieron a aspectos perceptivos o si uno de los criterios de 

clasificación resultó más intuitivo y fácil de comprender, y recordar, estas variables habrían 

perdido importancia una vez que la recomendación de la IA era coherente con la información 

objetiva de la muestra de tejido. Es decir, la etiqueta de recomendación correcta habría sido 

una clave bastante saliente para la atención de los participantes, y si se hubiesen adherido a 

ella por completo no habrían cometido errores en la clasificación de muestras 40/60, 

atenuando la influencia de algún otro factor extraño (e.g., que uno de los criterios de 

clasificación resultase más sencillo) y homogeneizando las respuestas de los participantes. Los 

resultados observados tanto para las muestras 60/40 como para las muestras 40/60 podrían 

explicarse por una tendencia en los participantes a preferir siempre incurrir en un falso 

positivo ante casos en los que no tenían una certeza completa de cuál era el diagnóstico 

correcto. Es decir, muestras en las que no era extremadamente fácil discriminar qué color 

estaba presente en una mayor proporción, como en las muestras 60/40 y 40/60, y muestras 
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para las cuales la IA proporcionaba una recomendación errónea generando incertidumbre en 

los participantes, como en las muestras 60/40 en el Experimento 7. Por lo tanto, una 

explicación plausible para los datos observados podría ser que, ante cualquier caso de duda, 

los voluntarios preferían asignar las muestras de tejido a la categoría positivo, pues se 

aseguraban de elegir la opción menos arriesgada. En el contexto de nuestra tarea de 

clasificación, un diagnóstico médico, determinar que un paciente está afectado por una 

determinada enfermedad en una primera prueba de cribado, aunque posteriormente se 

descubra que realmente la persona no estaba enferma, es la opción más segura, al menos en 

comparación al riesgo de obviar bajo la etiqueta de un diagnóstico negativo a una persona 

enferma. 

Volviendo a focalizarnos de nuevo solo en los resultados del Experimento 7, nos 

preguntamos a continuación si, quizá, los participantes que fueron informados de sesgos y 

errores en la IA detectaron más los errores de las recomendaciones que los participantes que 

no vieron esta información. Un 93% de los participantes del grupo info-error declaró haber 

detectado errores en las recomendaciones de la IA, este porcentaje descendió al 81,6% en el 

grupo no-info. Los participantes del grupo info-error reportaron haber detectado con más 

frecuencia errores en las recomendaciones de la IA que los participantes del grupo no-info, 

ꭓ2(1,198) = 5.80, p = .016. No encontramos diferencias en el número de participantes que 

afirmaron haber detectado errores en las recomendaciones de la IA en función del tipo de 

error ꭓ2(1,198) = 0.412, p = .521. 

A aquellos participantes que afirmaron detectar errores se les pidió también que 

realizasen una estimación del porcentaje de error que habían percibido en las 

recomendaciones de la IA. Los participantes del grupo info-error estimaron de media un 24.4% 

(SD = 17) de recomendaciones erróneas de la IA, mientras que el porcentaje estimado por el 

grupo no-info de media fue 20.5 % (SD = 14.6), una estimación muy certera, pues el valor real 
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era 20%. No observamos diferencias entre las estimaciones de ambos grupos, t(166) = 1.58, p 

= .117, d = 0.244. 

Al igual que en experimentos previos de la presente Tesis Doctoral, observamos una 

correlación positiva y significativa entre cuánto consideraron los participantes a la IA de ayuda 

(r = .43, p < .001), cuánto siguieron el consejo de la IA (r = .49 p < .001), el acierto que 

atribuyeron a la IA (r = .40, p < .001), la confianza en la IA en el área de la salud (r = .35, p < 

.001) y el número de errores de clasificación que cometieron en los estímulos 60/40. 

Observamos también para la Fase 2 que aquellos participantes que cometieron más 

clasificaciones incorrectas de los ensayos 60/40 fueron también los que más consideraron a la 

IA de ayuda (r = .25, p < .001), quienes más afirmaron haber seguido sus recomendaciones (r = 

.33, p < .001), quienes les atribuyeron más precisión (r = .32, p < .001) y mostraron una mayor 

confianza en la IA aplicada al ámbito de la salud (r = .22, p = .002). 
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3.2 Discusión de la Serie Experimental 2 

Advertir a las Personas de Posibles Sesgos en la IA 

podría Mitigar la Herencia de esos Errores Sistemáticos 

Los mensajes que adviertan a las personas de posibles errores y sesgos en la 

inteligencia artificial, antes de iniciar su interacción con el sistema, podrían minimizar la 

influencia de las recomendaciones sesgadas de la IA sobre sus decisiones y la herencia del 

sesgo. En la Serie Experimental 2 pusimos a prueba esta hipótesis, pero, ¿qué podemos 

concluir a partir de los resultados observados en los tres experimentos de la segunda serie? 

En el Experimento 5, tanto el grupo que fue alertado sobre la presencia de posibles 

errores, como el grupo que no recibió esta información, se comportaron de forma muy similar 

en la tarea de clasificación, sin diferencias en el número medio de errores cometidos en los 

ensayos 40/60, aquellos donde la IA se equivocaba. Por lo tanto, en el Experimento 5 no 

observamos diferencias en las respuestas de los participantes en función de la información con 

la que partieron al inicio de la tarea, aunque consideramos que en este experimento el posible 

efecto de la información sobre el error pudo quedar enmascarado por el efecto del 

contrabalanceo de las instrucciones. En otras investigaciones, el mero hecho de advertir sobre 

posibles errores en los resultados del modelo de IA tampoco obtuvo un claro éxito para mitigar 

la tendencia de los individuos a seguir las recomendaciones erróneas de una máquina (Vered 

et al., 2023). Kupfer et al. (2023) observaron que informar sobre posibles errores en una IA que 

proporcionó asistencia a los participantes durante una tarea de selección de personal aumentó 

la verificación de información de los voluntarios, pero no supuso una mejora en la calidad 

objetiva de las decisiones, en comparación al grupo que realizó la misma tarea sin asistencia. 

Rezazade Mehrizi et al. (2023) pusieron a prueba otro tipo de intervenciones, aunque dirigidas 

al mismo objetivo. Estos autores optaron por (a) proporcionar información sobre cómo la IA 
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había alcanzado una determinada decisión, con variaciones en su forma (desde no 

información, a información parcial o información detallada) y (b) promover una determinada 

actitud hacia la IA antes de la interacción con ella, actitud que podía ser positiva, negativa o 

ambivalente. Sin embargo, ninguna de estas intervenciones tuvo un efecto, y en esta 

investigación radiólogos expertos siguieron tanto las sugerencias correctas como las 

incorrectas del sistema de IA para realizar diagnósticos tras el examen de mamografías.  

En el Experimento 6, la información sobre el error que cometía la IA en sus 

recomendaciones fue más específica y fue enmarcada de dos formas diferentes: haciendo 

énfasis en el 20% de errores o en el 80% de aciertos. La información explícita señalando un 

20% de error en los resultados de la inteligencia artificial sí pareció atenuar la influencia de 

este agente en las decisiones de los participantes, así como la herencia del sesgo. Al menos, los 

análisis de los datos obtenidos en el Experimento 6 sí revelaron diferencias en el número de 

errores en ensayos 40/60 entre el grupo que no recibió ningún dato sobre la precisión de la IA 

que le prestaría apoyo, y el grupo que fue informado sobre el porcentaje de error que solía 

cometer el sistema de IA en sus recomendaciones. Sin embargo, no se observaron diferencias 

entre el grupo al que se informó de que el sistema acertaba en el 80% de las ocasiones y el 

grupo sin información, o el grupo informado sobre el 20% de error (ver Tabla 2B del Apéndice 

B para consultar los índices de error de cada uno de los tipos de estímulos en función del 

grupo al que fueron asignados los participantes en los Experimentos 5 y 6 de la Serie 

Experimental 2). 

En relación al porcentaje de acierto de la falsa IA de nuestro experimento debemos 

señalar que Yu et al. (2019) observaron que una precisión del 80% en un modelo de 

inteligencia artificial se asoció a confianza en el modelo, de forma que los individuos 

estuvieron dispuestos a aceptar y seguir su consejo. Por ello, creemos que en nuestro 

Experimento 6, proporcionar a los participantes el dato de la precisión de la IA simulada que 
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les iba a dar asistencia no atenuó la tendencia a aceptar recomendaciones sesgadas, ni 

tampoco la herencia del sesgo, en comparación al grupo sin información, porque un 80% de 

aciertos pudo haber sido considerado un índice bastante bueno. 

Como consecuencia, quizá los voluntarios formaron una imagen mental global de esta 

IA como confiable, suprimiendo el esfuerzo de ejercer una supervisión de sus resultados caso a 

caso (Buçinca et al., 2021). Esta solución heurística, si bien pudo haber reducido la carga 

mental del participante, comprometió la calidad de la toma de decisiones, pues la realidad fue 

que en el 20% de las ocasiones la recomendación de la IA estaba equivocada. En relación a la 

anterior observación, cabe recordar que el Experimento 6 mostró también que enmarcar la 

misma información sobre la precisión de la IA enfatizando el 20% de error en las 

recomendaciones, en lugar del 80% de aciertos, sí logro atenuar los errores de los 

participantes en aquellos ensayos en los que la IA invitaba a tomar una decisión equivocada. 

Enfatizar el porcentaje de error también mostró mitigar la herencia del sesgo. Visibilizar el 

error posiblemente invitó a las personas a ejercer una supervisión más minuciosa de la IA 

porque hizo más saliente la posibilidad de que una maquina no sea siempre precisa. Por lo 

tanto, es relevante tener en cuenta el efecto del enmarcado de la información, un efecto 

robusto en Psicología y que se ha demostrado en múltiples contextos (Kahneman, 2003; 

Tversky & Kahneman, 1981), también a la hora elegir cómo reportar información sobre una 

herramienta de inteligencia artificial. 

Parece que para promover que las personas depositen una confianza adecuada en la 

inteligencia artificial, deben ser capaces de conocer el riesgo de error. Con este fin, sería 

conveniente que la información sobre la precisión de la IA se focalizase en el porcentaje de 

ocasiones en las que el modelo tiende a equivocarse, más que en el porcentaje de aciertos que 

es capaz de alcanzar, para fomentar que los usuarios evalúen la información, detecten posibles 

sesgos y los corrijan. Continuando con posibles recomendaciones para promover que las 
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personas calibren de forma adecuada la confianza que pueden depositar en un determinado 

modelo de IA, proporcionar un índice de la precisión de la IA caso a caso podría ser más 

efectivo que dar un dato de su fiabilidad global. Algunos estudios indican que esta estrategia 

sería efectiva para conseguir que las personas discriminen de forma correcta cuándo confiar o 

no confiar en una determinada recomendación de la IA para cada caso específico (Banerji et 

al., 2023; Zhang et al., 2020). Por ejemplo, en el caso de nuestros experimentos, esto se 

traduciría en ofrecer un dato que indicase lo probable que es que la IA esté dando una 

recomendación errónea para cada muestra de tejido en cada ensayo. Vendría a ser algo así 

como permitir a la IA expresar cuándo tiene dudas en una recomendación tras la evaluación de 

cada caso concreto. De esta forma, la persona que interactúa con la IA podría identificar mejor 

en qué casos es necesario realizar una evaluación minuciosa para prevenir errores. 

No podemos continuar esta discusión sin hacer mención al efecto del contrabalanceo 

de las instrucciones detectado en la Serie Experimental 2, y que ya introdujimos previamente 

al comentar la ausencia de diferencias entre los grupos en el Experimento 5. La diferencia en 

clasificaciones incorrectas de los estímulos 40/60 en función del balanceo de instrucciones B1 

y B2 coarta la interpretación de los resultados observados en los Experimentos 5 y 6, puesto 

que quizá el extraño efecto pudo interferir con la manipulación que buscábamos poner a 

prueba: si avisar sobre errores en la IA podía prevenir a los participantes de seguir sus 

recomendaciones sesgadas. Por este motivo, en el Experimento 7 cambiamos el error 

sistemático de la IA a los estímulos con una proporción de células oscuras y claras 60/40 para 

poner a prueba nuestra manipulación evitando interferencias de algún posible efecto 

perceptivo asociado a las muestras 40/60.  

En el Experimento 7, durante la fase de la tarea con asistencia de la IA, los 

participantes avisados sobre la posible presencia de errores en las recomendaciones 

cometieron menos errores en la clasificación de muestras 60/40 (aquellas en las que la IA 



Discusión Serie Experimental 2 

146 

proporcionaba de forma sistemática una sugerencia incorrecta) en comparación al grupo 

control sin información. Pero, el resultado llamativo de este Experimento 7 fue que ese efecto 

de decremento de las clasificaciones incorrectas se dio específicamente cuando seguir la 

recomendación sesgada de la IA llevaba a incurrir en un falso positivo, que era el error menos 

costoso. Los voluntarios del grupo control, no advertidos sobre posibles errores, tendieron a 

equivocarse más en la clasificación cuando la IA sugería un falso positivo. Por ello, el aviso 

sobre posibles errores de la IA atenuó la tendencia a incurrir en falsos positivos.  Sin embargo, 

cuando seguir la recomendación sesgada de la IA llevaba a un falso negativo, los participantes 

de este grupo no informado sobre errores tendieron a ser más cautos, mostrando un menor 

número medio de errores en ensayos 60/40, pues el posible error era más costoso. El mensaje 

de aviso no tuvo un efecto claro frente al sesgo falso negativo porque, si los participantes ya 

eran cautelosos en sus respuestas y frenaban la tendencia a seguir la etiqueta de 

recomendación en la clasificación, poco podía sumar el informar de errores en la IA a esta 

estrategia. Quizá no detectamos cambio en la condición falso negativo debido a un efecto 

suelo. 

Las consecuencias que se derivan de las decisiones, en un determinado contexto de 

colaboración, parecen modular la confianza que las personas depositan en la IA, como han 

señalado algunas investigaciones (Ashoori & Weisz, 2019; Fahnenstich et al., 2024; Rieger et 

al., 2022). Sin embargo, aún se conoce poco acerca del efecto de este coste percibido de las 

decisiones y sus implicaciones. A día de hoy no es posible predecir si un alto coste percibido 

tendería a promover una mayor confianza en la IA o, por el contrario, desconfianza de la IA, 

pues se ha observado evidencia en ambas direcciones. Fahnenstich et al. (2024) observaron 

que los participantes se adherían más a las recomendaciones de la IA en un contexto de alto 

riesgo (estimar la presencia de bacterias en muestras de tejido humano), en comparación con 

un contexto de bajo riesgo (estimar la presencia de bacterias en muestras de tejidos de 

plantas). En la interpretación de los resultados del Experimento 7, nosotras planteamos que a 
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mayor coste percibido de la decisión (un posible falso negativo con la consecuencia de obviar 

un paciente que necesita atención médica) los participantes tendieron a adherirse menos a la 

recomendación de la IA. El papel que juega este coste o gravedad de las consecuencias de la 

decisión en la tendencia de los individuos a aceptar las recomendaciones de la IA es un factor 

muy interesante a explorar en próximas investigaciones. 

Podemos concluir que, en el Experimento 7, avisar a los participantes de la posible 

presencia de errores del sistema los llevó a ser menos proclives a confiar en la etiqueta de 

recomendación, y a detectar más los errores durante la Fase 1 de la tarea de clasificación, 

efecto que se manifestó en la condición falso positivo, como hemos explicado antes. Esta 

atenuación de la influencia de la recomendación sesgada en las respuestas de los participantes 

en la primera fase de la tarea, también se acompañó de una reducción de la herencia del sesgo 

en la fase posterior. Los participantes del grupo informado sobre el error también cometieron 

menos errores que el grupo control, para la condición falso positivo, en la fase de clasificación 

sin asistencia. Quienes evitaron adherirse a la recomendación sesgada para resolver la tarea de 

diagnóstico, evitaron a su vez la adquisición por aprendizaje del sesgo de la inteligencia 

artificial. 

Como explicamos anteriormente, creemos que el efecto de la información sobre el 

error se manifestó en la condición falso positivo, pues es la que ofrecía margen para la mejora, 

ya que en la condición falso negativo los participantes ya tendían a seguir una estrategia 

cautelosa y crítica en la tarea de clasificación. Creemos que este hallazgo es muy positivo, pues 

indicaría que incluso una advertencia general y sencilla sobre posibles errores y sesgos en la IA 

fue de ayuda para prevenir el aprendizaje del sesgo de la IA durante la Fase 1 de la tarea de 

clasificación, y a consecuencia, la herencia del sesgo en la Fase 2 en aquella condición en la 

que los participantes eran menos críticos y tendían a cometer más errores. 

En el Experimento 7, la confirmación de una tendencia en los participantes a acumular 
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más errores en la condición falso positivo resultó extremadamente relevante y puede 

ayudarnos a comprender las diferencias observadas en función del contrabalanceo de las 

instrucciones en los experimentos anteriores de la Serie Experimental 2. Quizá de forma 

general, en caso de duda los participantes prefirieron optar por la categoría positivo en B1, ya 

que en este caso un falso positivo sería la opción menos arriesgada, pero, sin embargo, 

evaluaron de forma más crítica la recomendación de la IA y cometieron menos errores en B2, 

ya que un falso negativo conllevaba mayor riesgo (ver Tabla 3B del Apéndice B para consultar 

los índices de error de cada uno de los estímulos 40/60 y 60/40 en función de la información 

del error y el tipo de error en los Experimentos 6 y 7 de la Serie Experimental 2). 

En los cuatro primeros experimentos de la presente Tesis Doctoral no se detectó 

diferencia alguna en las respuestas de los participantes en función del contrabalanceo de las 

instrucciones. Podemos descartar con seguridad algún efecto de esta variable en los resultados 

de la Serie Experimental 1. El discutido extraño efecto del contrabalanceo comenzó a 

manifestarse en la Serie Experimental 2 tras algunos cambios en el diseño: primero, en la Serie 

2 todos los participantes pasaron a completar la Fase 1 con asistencia de la IA, no se dio una 

división entre un grupo con asistencia y otro grupo sin asistencia; además, en la segunda serie 

experimental, algunos participantes recibieron información advirtiendo sobre errores en las 

recomendaciones de la supuesta inteligencia artificial. Este mensaje aumentó el número de 

participantes que fueron conscientes de la posible aparición de errores en las 

recomendaciones de la IA. Dado que la muestra total de participantes de cada uno de los 

experimentos de la Serie 2 fue asistida por la IA sesgada, también aumentó el número de 

personas que podían detectar errores en las recomendaciones, no solo en los grupos que eran 

avisados de este hecho, sino también en los grupos control. Es decir, que estas dos 

circunstancias pudieron haber aumentado en general la conciencia, por información u 

observación, sobre una IA imperfecta que podía errar. La facilidad para detectar errores, una 

vez los participantes estaban en guardia para encontrarlos, quizá no fue la misma en los dos 
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balanceos de instrucciones B1 y B2. En el Experimento 5 y en el Experimento 6, detectamos 

que aquellos participantes asignados a B2 detectaban con más frecuencia los errores 

presentes en las recomendaciones, al menos así lo declararon en las preguntas que realizamos 

al finalizar la tarea de clasificación, aunque no observamos esa misma tendencia en el 

Experimento 7. En principio, este resultado parece coherente con la hipótesis de que los 

participantes desplegaron un procesamiento de la información más controlado y analítico ante 

la posibilidad de un error falso positivo en B2. 

Con respecto a los resultados del Experimento 5 y del Experimento 6, argumentamos 

que quizá el efecto del contrabalanceo pudo haber ejercido una cierta influencia extraña en los 

resultados, obstaculizando la posibilidad de extraer alguna conclusión acerca de si 

efectivamente funcionó nuestra manipulación experimental en estos dos experimentos, 

debido, por ejemplo, a una diferencia perceptiva entre las dos condiciones. Sin embargo, en el 

Experimento 7 observamos una mitigación de la influencia de las recomendaciones sesgadas 

de la IA y la herencia del sesgo cuando se mostró a los participantes un mensaje avisando de 

posibles errores al inicio de la tarea de clasificación. En el Experimento 7 utilizamos el mismo 

mensaje de error que en el Experimento 5, y si bien en el Experimento 5 no causó el efecto 

esperado, en el Experimento 7 sí mitigó la influencia del sesgo de la IA. La única diferencia 

entre ambos experimentos fue que en el Experimento 5 el sesgo de la IA fue un error 

sistemático en los estímulos 40/60, y en el Experimento 7 se trasladó a un error sistemático en 

los estímulos 60/40. Este cambio del sesgo permitiría comprobar el efecto de la manipulación 

principal, el mensaje de error, en las respuestas de los voluntarios a estímulos 60/40, disociado 

de la influencia de un posible efecto perceptivo asociado a los estímulos 40/60. Los resultados 

del Experimento 7 nos permiten concluir que el mensaje avisando de errores de la IA fue 

efectivo, sin sospechas de la interferencia de algún extraño efecto perceptivo no controlado. 

En este último experimento, además, incluimos como variable el tipo de error, y por tanto 

pasamos a controlar el posible efecto de este factor en el comportamiento de los 
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participantes. 

En un momento como el actual, en el que se está creando una regulación legal para la 

inteligencia artificial, el diseño de estrategias que puedan facilitar una adecuada supervisión 

humana de la IA es más relevante que nunca. La Comisión Europea establece que los sistemas 

de IA que se implementen en sistemas de alto riesgo, como son los sistemas de apoyo a la 

decisión en el ámbito de la salud, no pueden funcionar de forma autónoma, deben estar bajo 

la vigilancia de un ser humano, en las diferentes fases de su ciclo de creación (Alkorta, 2022; 

European Commission, 2021; Lazcoz & de Hert, 2023). En la última fase de dicho ciclo, la 

implementación de la IA en entornos reales, la persona que ejerza dicha supervisión será quien 

vele por la adecuación y la ética de las decisiones que toma en colaboración con una 

inteligencia artificial, constituyéndose como una salvaguarda frente a errores y sesgos de la 

máquina. Probablemente en muchas situaciones estas personas serán la última línea de 

defensa frente a sesgos y otro tipo de comportamientos problemáticos de la inteligencia 

artificial.  Sin embargo, a día de hoy no existen pautas concretas que especifiquen cómo 

exactamente se debe llevar a cabo tal supervisión y cómo se va a regular su cumplimiento. Las 

tentativas de legislación también plantean que la herramienta de IA debería ofrecer facilidad 

para que casi cualquier persona pudiera supervisar su rendimiento sin necesidad de una 

especialización en tal materia. La realidad es que aún se conoce muy poco acerca de cuáles 

pueden ser las condiciones más idóneas para fomentar una adecuada supervisión humana de 

la IA, y diseñar con ello protocolos y estrategias (Cabitza, Campagner, Ronzio, et al., 2023). 

Con frecuencia, se ha propuesto que proporcionar explicaciones sobre cómo funciona 

la inteligencia artificia en general, o más específicamente explicaciones acerca de por qué la IA 

opta por una recomendación determinada dadas ciertas circunstancias, sería una estrategia 

adecuada para ayudar a los usuarios a calibrar qué confianza depositar en la IA (Ghassemi et 

al., 2021). Estas explicaciones podrían frenar la confianza excesiva en el algoritmo y reducir el 
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sesgo de automatización (Rastogi et al., 2022). Este sesgo cognitivo ha sido definido como la 

tendencia de las personas a utilizar las claves que proporciona la máquina como un heurístico 

que sustituye a una búsqueda y procesamiento de la información analítica y controlada (Skitka 

et al., 1999). 

Los estudios que han puesto a prueba la efectividad de la estrategia de explicar el 

funcionamiento de la IA a los usuarios, es decir, aumentar su transparencia para mejorar la 

toma de decisiones en el equipo humano–IA, han arrojado resultados contradictorios. Si bien 

algunos estudios señalan que, efectivamente, estas estrategias podrían atenuar el sesgo de 

automatización bajo unas determinadas condiciones, otros también apuntan a que las 

explicaciones pueden incluso aumentar esa excesiva confianza en la inteligencia artificial, y por 

ende el sesgo de automatización (Bertrand et al., 2022; Vered et al., 2023). Especialmente, 

captó nuestra atención el reciente estudio de Vered et al. (2023) porque estos autores 

indicaron de forma explícita a sus participantes cuáles eran las limitaciones y potenciales 

fuentes de error de la IA. Aunque Vered et al. (2023) advirtieron que el consejo de la IA no 

siempre era correcto y los participantes podían modificarlo o contradecirlo, igualmente 

detectaron sesgo de automatización, y la explicación sobre por qué la IA había proporcionado 

una recomendación determinada no redujo esta tendencia, e incluso, en algunas 

circunstancias, la aumentó. Por otro lado, Vered et al. (2023) sí observaron una mitigación del 

sesgo de automatización en aquellos participantes que se llevaron una primera impresión 

negativa de la IA. Esto significa que quienes vieron a la IA cometer errores en los primeros 

ensayos en los que interactuaron con ella, tendieron a confiar menos en el sistema (Nourani et 

al., 2021). Deseamos hacer una mención especial al estudio de Jabbour et al. (2023) que 

evaluó el impacto negativo de una inteligencia artificial sesgada (cometía un error sistemático) 

en la precisión de los diagnósticos realizados por profesionales del ámbito clínico. En esta 

investigación también pusieron a prueba si las explicaciones sobre cómo funcionaba el modelo 

de IA mitigaría la influencia negativa del sesgo en los clínicos. En una muestra de participantes 
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que incluía médicos y enfermeras de diversos hospitales de Estados Unidos, Jabbour et al. 

(2023) observaron cómo la precisión en los diagnósticos de los clínicos decaía, en comparación 

a la línea de base, cuando la IA que aportaba predicciones estaba sesgada. Las explicaciones 

sobre el funcionamiento del modelo de IA no fueron capaces de mitigar este efecto negativo. 

En nuestros experimentos, por el contrario, sí observamos una atenuación del impacto 

negativo de las recomendaciones sesgadas de la IA en las decisiones de los participantes 

cuando fueron previamente alertados sobre la posible ocurrencia de errores, bien de una 

forma general o bien de una forma específica, ofreciendo el dato exacto de porcentaje de 

error en la IA. Es importante señalar que estas intervenciones mitigaron también la herencia 

del sesgo de la inteligencia artificial. Quizá aquellos participantes alertados sobre errores en las 

recomendaciones de la IA desplegaron una serie de estrategias para mantener su atención en 

las muestras de tejido a clasificar, evitando dejarse orientar completamente por la etiqueta de 

recomendación durante la tarea de diagnóstico. Esta forma de actuar habría dificultado 

aprender de la inteligencia artificial y como consecuencia redujo el riesgo de los participantes 

de heredar su sesgo. 

Probablemente no exista un único tipo de estrategia óptimo para ayudar a las 

personas a calibrar una adecuada confianza en la IA, como evidencia la incoherencia entre los 

resultados observados en la literatura. Quizá para que las explicaciones sobre el 

funcionamiento de la IA sean efectivas necesiten adaptar su contenido y formato a las 

características de los usuarios y al contexto de colaboración del equipo humano–IA (Hudson & 

Franklin, 2023; Rago et al., 2021). Si existe una conclusión clara que podemos extraer de la 

revisión de la literatura y de los resultados de la Serie Experimental 2 es que es importante 

continuar investigando. Es necesario conocer que factores determinan que un determinado 

tipo de información, o una determinada forma de mostrar la información a los usuarios, sea 

efectiva para mitigar la influencia negativa de las recomendaciones de la IA en las decisiones 
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de las personas. Aún sabemos poco sobre cuáles son las mejores condiciones para promover 

una colaboración efectiva entre IA y humanos, y la creciente aplicación de la inteligencia 

artificial a cada vez más contextos crea urgencia por resolver la ausencia de conocimiento 

empírico. 

Nuestros experimentos representan una pequeña contribución al esfuerzo colectivo 

de investigadores de todo el mundo que tratan de subsanar esa carencia. Nosotras hemos 

observado que cuando se trata de proporcionar información sobre la precisión de una IA, las 

personas podrían ser capaces de interpretar mejor esa información, y calibrar mejor su 

confianza, cuando se enfatiza el porcentaje de errores del modelo. De forma similar, incluso 

una información más simple y general pero que ponga énfasis en la falibilidad de la IA, 

advirtiendo de que la IA puede estar sesgada o puede cometer errores, también disminuiría la 

tendencia de las personas a aceptar recomendaciones sesgadas de una IA, especialmente en 

situaciones en que estas personas tienden de base a ser menos críticas con la máquina como, 

por ejemplo, cuando perciben que las consecuencias de una posible decisión errónea del 

equipo humano-IA no son especialmente graves. 
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Capítulo 4: Discusión General y 

Conclusiones.

GENERAL DISCUSSION AND CONCLUSIONS 

People, as we have observed, could in fact inherit artificial intelligence biases, and 

warning them about the risk of biases and errors in AI outcomes seems to exercise a moderate 

preventive effect on this phenomenon. This statement synthetizes the two main conclusions 

that we can extract from the two series of experiments in the present Thesis Dissertation. 

The first main purpose of our research project was to explore whether an individual’s 

decisions could be biased by the skewed recommendations of a fictitious AI advisor. In 

addition, and most importantly, we wanted to know whether people can inherit the bias of the 

AI and retain it after the end of their interaction with the biased AI system. We answered this 

question in our first series of experiments. 

All four experiments in the first experimental series shared similarities in their design: 

participants had to imagine that they were doctors with the mission of classifying tissue 

samples as affected or not by a fictitious syndrome. Thus, the task simulated a medical 

diagnosis. A group of participants completed this task with the assistance of an AI system, 

while the other group performed the task without assistance. The artificial intelligence system 

that assisted our participants made a systematic error in the classification of tissue samples 

with a particular configuration of the cells of two colours presented in the tissue: the wrong 

recommendations were always made for the samples with 40% dark cells and 60% light cells 

(i.e., 40/60 stimuli). 
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Experiment 1 evidenced the vulnerability of human decisions to biased advice by a 

hypothetical AI model. Individuals’ decisions were correct and unbiased in the control group, 

whereas the AI-assisted group made errors in the 40/60 samples. That is, their decisions were 

skewed in the same direction and in the same stimuli as AI recommendations. 

One possible criticism of the results observed in Experiment 1 is that our task was a 

simulation and a simplification of a clinical decision-making process, very different from a real 

medical environment. In support of Experiment 1 results, it is important to mention that 

studies in real clinical settings have also found a loss in the accuracy of clinicians' decisions 

when they were advised by erroneous recommendations from an AI (Adam et al., 2022; 

Dratsch et al., 2023; Jabbour et al., 2023; Rezazade Mehrizi et al., 2023). Jabbour et al. (2023) 

conducted a randomized clinical vignette survey study in which physicians and nurses from 

different hospitals at Unites States took part, to test the impact of a biased AI on clinicians’ 

diagnostic accuracy. These authors found that diagnostic accuracy decreased in comparison 

with the base-line performance when clinicians were shown AI biased information. Therefore, 

similar results have been observed in controlled laboratory experiments as well as in studies of 

greater ecological validity, which provides strong support for Experiment 1 findings. 

Experiment 2 and Experiment 3 added a new phase to the essential design of 

Experiment 1. In the second phase of Experiment 2 both groups, AI-assisted and unassisted, 

had to perform the same classification task without assistance. Thus, participants in the AI-

assisted group initially performed the task with the AI recommendations but later, they faced 

the same classification task without any assistance. The previously AI-assisted participants still 

reproduced the same mistakes as the AI made in the previous phase, that is incorrect 

classification of 40/60 samples, when they had to make decisions on their own. Thus, those 

participants mimicked AI bias even when they changed to a context in which AI advice was 

absent. Furthermore, the AI bias of the previous phase also influenced how participants 
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classified new and ambiguous stimuli in the second phase of the task. These results showed 

that volunteers inherited the AI bias and pointed out a potential generalization of this bias to 

decisions in new and uncertain cases. The finding of an AI inherited bias effect represented the 

most relevant and novel contribution of our series of experiments. To our knowledge, this 

effect had not previously been tested nor documented in any empirical research. 

In addition, Experiment 3 also showed that increasing the experience with the task did 

not prevent participants from absorbing AI bias, since the group that performed the task 

unassisted during the first phase and was AI-assisted in the second phase was equally 

influenced by the biased recommendations as those participants that encountered the 

artificial advisor in the first phase. Experiment 4 replicated the same results as Experiment 2 

showing the inheritance of the AI bias in a sample of medical students. The participants that 

took part in Experiment 1 were psychology students, while the sample in Experiments 2 and 3 

was a general and diverse population recruited through Prolific. We can conclude that our 

main results are robust as we detected the same effect in four experiments using different 

population samples. 

After summarising the main results of the first experimental series, we discussed some 

psychological processes that might underlie the inherited bias effect observed in the first four 

experiments (see Discussion section of the Experimental Series 1). Arguments grounded on the 

two-systems model of cognitive processes could be useful to understand human compliance 

with imperfect AI systems (Buçinca et al., 2021; Vered et al., 2023). This theory postulates the 

existence of two types of cognitive processing systems: System 1, specialised in fast, 

automatic, associative and effortless operations, is responsible for the use of heuristics or 

simple rules to solve complex problems, and System 2, characterised for deliberate, analytical, 

flexible and effortful operations (Kahneman, 2003). In our experiments, we can interpret that 

the AI recommendation label would have functioned as a heuristic solution to avoid a 
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controlled and effortful processing of tissue samples information. Opting for this automatic 

processing in Phase 1 of the classification task would have difficulted to regain a mode of 

controlled processing in the unassisted phase of the task, Phase 2, impairing participants' 

performance. In addition, we considered another explanation, grounded in conditioning and 

learning principles, to our results: we suggested that the AI recommendation label, a more 

salient stimuli, could have overshadowed the processing and learning on the tissue samples, a 

comparatively more complex stimulus. 

However, we concluded that both mechanisms fall short of explaining the inheritance 

and generalisation of the AI bias, and we posited that participants learned the AI bias, a theory 

that provides a more complete explanation for these phenomena. Although participants were 

instructed on the correct classification criteria at the beginning of the experiments, they 

learned from the AI system how to classify tissue samples during Phase 1, modifying their 

decision-making strategy to adapt to the AI suggestions. This would explain why in Phase 2 

participants replicated exactly the same type of systematic errors that the AI made in the 

previous phase and its generalisation to ambiguous stimuli. Following the prediction of the 

heuristic or overshadowing theories, during Phase 2 participants would have made errors in 

the classification, but they would have improved after a certain number of trials, that is, we 

would have observed a progressive reduction in their errors. In addition, the error would have 

not generalized to novel stimuli if it had not been learned. Therefore, a learning of AI bias 

better explains the absence of a decay in the average number of 40/60 errors throughout the 

unassisted phase of the task observed in Experiment 3 (which has a longer Phase 2 than 

Experiments 2 and 4) and the generalization of the error to the novel 50/50 stimuli. Summing 

up our interpretation of the results, volunteers learnt the AI bias and applied it even when the 

advice of the AI was no longer present.  This has very serious implications for any situation in 

which humans interact with AI and can learn from it. 
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Related to the above explanation, in a case study, Kwong et al. (2024) reported a 

similar phenomenon to the one we observed in our series of experiments. The authors were 

testing the accuracy of an AI model for diagnostic assistance in a real clinical setting. However, 

they found that after interacting with the AI model, clinicians changed their decision-making 

strategy to match the strategy followed by the AI in its predictions. This case study also 

supports our interpretation that people can learn from AI as if it were a mentor, acquiring 

strategies they will replicate in their future decision-making.  

Once the influence of biased AI recommendations on human decisions was evidenced, 

the next step was to analyse whether informing participants about the risk of error in AI 

recommendations could mitigate the system's influence on their decisions, and, specifically, on 

the inheritance of the AI systematic error. This represented the second main purpose of the 

present Thesis. In a series of three experiments (Experimental Series 2), we tested whether a 

brief and simple message warning of possible errors or biases in artificial intelligence, in 

Experiments 5 and 7, or communicating the specific percentage of error in AI 

recommendations, in Experiment 6, could prevent people from uncritically adhering to the 

advice from the simulated artificial agent. Experiment 7 was also an opportunity to explore the 

influence of the cost of the error (i.e., the consequence of following an inadequate AI 

recommendation implying a false positive vs. false negative error) on the decision to accept 

the model's advice. 

In Experiment 5, one group of participants were warned about possible AI errors at the 

beginning of the experiment, before they started to classify tissue samples, while the control 

group did not receive such a message. Contrary to our expectations, we did not find 

differences between both groups but we believe that this was because the differences in 

participants behaviour introduced by the counterbalanced instructions in this experiment 

interfered with the effect of the experimental manipulation (which is why we decided to test it 



General Discussion and Conclusions 

160 

again in Experiment 7). A more specific message, informing about 20% of errors in the 

recommendations made by the AI, reduced the tendency of the informed group to follow 

those inaccurate recommendations labels in comparison with the control group in Experiment 

6. Informed participants made fewer incorrect classifications of 40/60 samples than those

uninformed in the first AI-assisted phase, and also in the second unassisted phase of the 

experimental task. This result seems to indicate that the message warning about possible 

errors had a preventive effect on the inheritance of the AI bias. However, informing 

participants that the AI made a ratio of 80% correct recommendations did not prevent them 

from following the skewed advice of the AI system, without differences with the control 

condition without information.  In Experiment 6 the same accuracy information about AI 

outcomes framed in two different versions, emphasising error (20% of wrong 

recommendations) or correctness (80% of correct recommendations), showed a different 

efficacy to mitigate the impact of AI-biased advice on participants’ decisions. The framing 

effect is a robust result in many areas of psychology (Kahneman, 2003; Tversky & Kahneman, 

1981) and our finding suggest that how data about AI accuracy is framed would be relevant in 

determining whether people will be motivated or not to be more cautious when collaborating 

with an IA system facilitating the detection of its potential biases. 

In Experiment 7, we meant to test the robustness of the inherited bias effect and the 

influence of the error warning by changing the AI bias to an incorrect recommendation always 

in 60/40 samples, instead of the 40/60 samples of the previous experiments. The change of 

the bias to 60/40 samples also implied a dissociation of the effect of the experimental 

manipulation from a possible extraneous perceptual effect associated with the 40/60 samples. 

Similarly, this change involved a switch in the meaning of the error associated with incorrect AI 

advice in each of the two different, but complementary, sets of instructions used in the 

experiments. In the B1 instructions, the classification criteria stated that a higher proportion of 

dark-coloured cells in the tissue sample meant that it should be classified as positive (and a 
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greater proportion of light-coloured cells was a negative). In contrast, for classification 

criterion B2 a higher proportion of light-coloured cells signalled that the tissue sample should 

be classified as a positive (and tissue sample with a greater proportion of dark-coloured cells 

would be classified as a negative). Thus, in B1, following the incorrect AI advice for 60/40 

samples implied making a false negative error in Experiment 7, when in previous experiments 

it had been a false positive for 40/60 samples. In B2 the IA recommendation indicated a false 

positive for the 60/40 samples, when it was a false negative for 40/60 in previous experiments. 

In conclusion, there was a reversal in the type of error associated with each set of instruction 

in Experiment 7 to explore the effect of each variable (an effect of B1 and B2 classification 

criteria versus an influence of the cost of the error) separately. 

In the context of our experiments the cost of the error was different for a false positive 

versus a false negative. Participants had to detect whether a particular disease was present by 

observing tissue samples from different patients. Failing to detect a patient affected by the 

disease, that is, misclassifying a positive tissue sample as negative (i.e. false negative) has more 

serious consequences, as this patient would not receive any treatment, than the opposite 

error. In comparison, diagnosing a given patient as affected by a given syndrome that is not 

present (i.e. false positive) would be perceived as less risky.  We expected participants to 

follow the biased AI-suggestions more in the false positive condition, making more errors, than 

in the false negative condition (regardless of the association of type of error with instruction 

set B1 or B2, variable that we did not expect to influence participants’ responses). 

Interestingly, results from Experiment 7 suggest that the cost of the potential AI error 

influences participants’ tendency to follow AI’s suggestions and modulates the impact of the 

message alerting about potential errors in the AI model. When the AI recommendation labels 

offered false positives in 60/40 samples, participants incorrectly classified those samples more 

frequently. Thus, we believe they were more prone to follow AI advice in the false positive bias 



General Discussion and Conclusions 

162 

condition. Consequently, informing volunteers about possible AI mistakes had an impact on 

the false positive condition. When the AI systematic error was a false positive, the group of 

participants with awareness of possible AI errors made fewer mistakes in 60/40 samples than 

those volunteers who were not alerted about the possibility of bias. When the AI was skewed 

toward false negatives, volunteers’ responses were more cautious, committing fewer errors. 

Thus, the difference between informed and non-informed participants was not observed when 

the AI bias was oriented to false negatives and the participant's decisions already tended to be 

more conservative. The results from Experiment 7 support the interpretation that participants 

would perceive the misidentification of a healthy patient as a patient suffering from the 

syndrome as less risky than the opposite mistake of failing to detect an affected patient. 

Summing up, the results of our second series of experiments highlight that under certain 

circumstances people could be less prone to trust AI and to conform to its inaccurate 

suggestions. 

From the findings of our second series of experiments, Experiments 5, 6 and 7, we can 

derive some recommendations to reduce people's compliance with AI and the risk of inheriting 

AI biases. Developers of artificial intelligence systems should responsibly communicate which 

realistic outcomes the model can achieve as users need clear and accurate information about 

the reliability of the tool they are going to work with (Mullainathan & Obermeyer, 2017). 

Expectations about the AI results shape the trust people place in the model. Although people 

take into consideration not only the information provided to them but also their interactions 

with the AI to decide the level of confidence they place in this advisor, it would be crucial to 

adequately convey the risk of error on AI predictions to help users to correctly calibrate their 

trust in the machine (Yin et al., 2019). 

In the Introduction section, we mentioned the hope that lies in the synergy of the 

human-AI team to achieve better decisions than those each agent could have made on their 
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own. However, the excessive trust that humans often place in AI predictions is an obstacle to 

such promise. Interaction with artificial intelligence systems may also activate cognitive biases 

in the individuals which reduce the rationality of the decisions made by this team (Rastogi et 

al., 2022). Instead of combining their inferences with the artificial agent's results and 

modifying or rejecting inaccurate AI's recommendation, people tend to uncritically accept the 

model’s advice, even when it is noticeably erroneous. In our experiments, those participants 

who perceived the AI as more trustworthy tended to follow more its incorrect advice. 

Although approximately 80% of participants in our experiments detected errors in AI 

suggestions, we still found an influence of the biased recommendations and inheritance of AI 

bias on those participant’s decisions. Such overreliance has been evidenced in multiple studies 

that have pointed to the action of an authority effect in interaction with artificial intelligence 

algorithms as one possible cause (Baudel et al., 2020). 

It is believed that explanations about how the AI works or how this agent has arrived 

at a certain result could help people identify when the algorithm's reasoning has been flawed, 

and mitigate their overreliance in artificial intelligence. But the reality is that such explanations 

have mixed results, sometimes improving people's ability to detect and correct inaccurate AI 

outcomes, and sometimes worsening it (Buçinca et al., 2021; Cabitza, Campagner, Angius, et 

al., 2023; Jabbour et al., 2023; Vered et al., 2023). It should be considered that the cognitive 

biases of users as, for example, the framing effect on AI we have observed in Experiment 6, 

can also influence the interpretation of information about the AI performance, its limitations 

and risk of error. 

Dual-process theories of information processing can help to understand why people 

uncritically accept biased AI recommendations, and why alerting them about possible errors 

does not always have the expected effect. Humans would be expected to analytically process 

each AI recommendation as well as the explanation of how the AI has arrived at a particular 
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decision. However, this requires high cognitive effort, which humans often find aversive (Kool 

& Botvinick, 2018; Lyell & Coiera, 2017). Instead of assessing how much trust to place in the AI 

in each case, people seem to develop heuristics about the system's competence to determine 

whether or not to follow its advice in general (Buçinca et al., 2021). Similarly, the success of 

explanations about AI processes or limitations on reducing users' overreliance is mediated by 

the effort required to verify the correctness of a determined algorithm’s reasoning in such 

explanation (Vasconcelos et al., 2023). Sometimes, providing information about how the AI 

algorithm works or data about its reliability induces an image of competence which can elicit 

an excessive trust in the AI. This might be the case for the group of participants informed of 

80% of correct recommendations by the AI system in Experiment 6. 

Cognitive interventions to motivate the analytical processing of AI recommendations 

could help users properly calibrate AI trust (Buçinca et al., 2021). Research on reasoning and 

decision-making processes could be useful to enhance the effectiveness of strategies that 

attempt to mitigate the influence of AI on human decisions. Thus, the way in which AI outputs, 

recommendations or assessments are presented to users is important to trigger, or 

counteract, human´s cognitive bias. For example, it could be better to present AI advice once 

people have processed information and made their own judgment to avoid the action of 

anchoring bias. This bias has been demonstrated to impair decision accuracy and the ability of 

humans to override wrong information in case of AI incorrect advice (Agudo et al., 2024). The 

same principle should be applied to explanations of AI limitations that should be designed to 

counteract the action of cognitive biases (Bertrand et al., 2022). In Experiment 6, a simple 

intervention such as presenting information about AI accuracy focused on its error rate (20% 

of wrong recommendations) was more effective in mitigating the influence of biased AI 

recommendations on participants' decisions than presenting the same information with an 

emphasis on the ratio of correct recommendations (80%). These results show that the way in 

which information is framed either promote or diminish an adequate human oversight of AI 
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outcomes. Similarly, the results of Experiment 7 suggest that making people more aware of the 

consequences of a wrong decision could prevent them from blindly following biased AI advice, 

although we still have a limited understanding of the effect of the cost of the decision on 

people's adherence to AI, as pointed out by Fahnenstich et al. (2024). In sum, as the results of 

this Thesis Dissertation highlight, research into the details of the psychological aspects of 

human-AI interaction is necessary to achieve the best possible benefits from the use of 

artificial intelligence tools. 

Artificial intelligence is a human creation that should be prepared to deal with a biased 

world. Therefore, it is necessary to take measures to reduce the risk of bias in artificial 

intelligence models during its development. For example, it would be necessary to ensure that 

the data samples used to train the algorithms are representative and have adequate predictor 

variables (Buolamwini & Gebru, 2018; Larrazabal et al., 2020; Parikh et al., 2019). Beyond the 

control of data sets during the process of creating a new AI model, these tools also require 

strict evaluation and validation of results in controlled studies and real-world settings 

(Thomasian et al., 2021). Reliable monitoring mechanisms are needed to audit artificial 

intelligence algorithms (Mehrabi et al., 2022). To this end, it has even been proposed to 

develop artificial intelligence tools to detect and quantify biases in both data and in the 

predictions and decisions of other AI algorithms (Kleinberg et al., 2020; Zou & Schiebinger, 

2018). We believe that the development of technological solutions is an incomplete answer to 

the problem of the dangerous circular propagation of biases from humans to artificial 

intelligence and the other way around. The auditing of AI tools needs to be complemented 

with extensive research on how humans interact with such tools. No matter how many 

precautions are taken during AI design and training, expecting an algorithm to remain 

unbiased when introduced in a biased real-world context would be unrealistic. Consequently, 

in certain cases, biases in AI may be difficult to control and prevent by technological means, 
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leaving the human watcher as the last line of defence to detect and correct such biases 

(Mittermaier et al., 2023). 

To this end, the human supervisor must be alerted of the risk of bias in AI results to 

detect the systematic error and correct it. Therefore, rigorous research on how humans react 

to and are influenced by AI bias and how this problem may be mitigated is necessary. As our 

first series of experiments showed (Experiments 1, 2, 3 and 4), to rely on humans to critically 

evaluate AI's results, reject doubtful information and contradict AI suggestions a priori seems 

unwise. For humans to became effective bias detectors, they would need to be previously 

trained in the identification of the risk of bias in AI tools and be motivated to undertake such 

task. The results of Experiments 6 and 7 give us some hope, showing that people, once alerted 

of the risk of bias in artificial intelligence, might engage with the model in a more cautious and 

critical way. 

Importantly, AI-based tools intended to be applied in sensitive contexts, as healthcare, 

should be thoroughly evaluated and monitored, which requires a regulation to set standards 

for their acceptance and implementation in real-world environments (Alkorta, 2022). It has 

been argued that artificial intelligence should be regulated by ethical codes, as other 

disciplines are, and ethics committees should enforce compliance with these codes ensuring 

sanctions for violators (Véliz, 2019). In this context, transparency would be essential to 

facilitate the monitoring of AI tools and ensure their compliance with the principles of ethical 

codes and regulations. Strategies such as open data and code sharing would facilitate the 

auditing of new technological developments and the validation of AI in different contexts 

(Norori et al., 2021; Rajpurkar et al., 2022). If artificial intelligence development follow ethical 

principles, it has the potential to become a force for good, for example, helping to combat 

prejudice if AI is used to compensate for and reduce human biases and historical inequalities 
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between population subgroups (Chen et al., 2020; Obermeyer et al., 2019; Pierson et al., 

2021). 

However, for AI to be beneficial, and not pose a risk to humans, it is not enough just to 

have an ethical code of conduct. More research is essential. It is necessary to investigate in 

detail in which contexts there is a greater vulnerability for humans to show overreliance on AI 

systems, which are the most appropriate formats to convey information about AI based tools 

to the user, at what point it is appropriate to show the AI suggestion to the human in a 

collaboration protocol, to mention just a few issues among a myriad of processes that are still 

unknown. The present Doctoral Thesis principally sought to highlight the importance of a deep 

understanding of the psychological processes that develop in people interacting with an agent 

described as artificial intelligence. Cognitive processes are involved in how people relate to 

machines. In a world in which AI will almost inevitably accompany human beings in most of 

their professional and domestic tasks, it is necessary to know what these tools mean to 

people, what influence AI algorithms can exert on their behaviour, and even what potential 

this technology has to modify their beliefs about the world. As our results showed, interaction 

with artificial intelligence tools can have an impact on how people process information, reason 

and make decisions. The most relevant contribution of our research has been to evidence that 

this impact can persist even time after the collaboration with the artificial intelligence has 

ended.
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Apéndice A 

Instrucciones utilizadas en la tarea de clasificación 

Consentimiento informado 

Tu participación es voluntaria y anónima. 

Antes de nada, queremos agradecer tu partici-
pación en este experimento, ya que sin la cola-
boración de personas como tú no sería posible 
esta investigación. 

Debes saber que en esta tarea no hay respues-
tas buenas ni malas. Lo que queremos estudiar 
son los mecanismos psicológicos básicos que se 
dan en todas las personas. Para ello necesita-
mos que, si deseas participar, lo hagas con el 
mayor interés. 

La realización de la tarea te llevará unos 10 mi-
nutos. No tienes que identificarte, y los datos 
que nos aportes se unirán a los del total del 
grupo y serán analizados estadísticamente. Tu 
participación es voluntaria y anónima. 

Si tras haber leído el mensaje deseas continuar, 
pulsa el botón. 

Your participation is voluntary and anonymous. 

First of all, we’d like to thank you for your partici‐
pation in this experiment. It would be impossible 
to carry out this investigation without the coopera-
tion of people like you. 

You should know that there are no good or bad an-
swers to this task. What we want to study are the 
basic psychological mechanisms inherent in every-
body. In order to do this, we need you to partici-
pate taking as much interest as possible.  

The task will take about 10 minutes to complete. 
You don’t have to identify yourself and any col‐
lected data will be added to the rest of the group’s 
data and analysed statistically. Your participation is 
voluntary and anonymous. 

If after having read the message you wish to con-
tinue, please press the button. 

Pulsa F11 para ver la tarea en pantalla com-

pleta. 

Press F11 to view the task in full screen. 

Datos demográficos 

Necesitamos algo de información básica sobre 

ti. 

Trataremos la información de forma anónima, 

considerando el total del grupo y no de forma 

individual. No guardamos información perso-

nal sobre ti y los datos solo serán utilizados 

para esta investigación. 

Edad: 

Género: Masculino/Femenino/No binario/Pre-

fiero no contestar 

We need some basic information about you. 

We remind you that the data is stored and always 

treated in an anonymous manner, only consider-

ing the group of all participants in the experiment 

not in an individual way. No sensitive data is kept 

and the rest of the data will only be used for scien-

tific purposes. 

Age: 

Gender: Male/Female/Non-binary/I prefer not to 

answer 
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Introducción a la tarea de clasificación 

Imagina que eres un médico especialista en una 

enfermedad llamada “Síndrome de Lindsay”. 

Los tejidos sobre los que actúa esta enfermedad 

tienen dos tipos de células: unas se ven de color 

claro y otras de color oscuro. 

El Síndrome de Lindsay provoca que en la mues-

tra de tejido afectado extraído a una persona 

haya un mayor número de células de color [os-

curo/claro] que de color [claro/oscuro]. En cam-

bio, en una muestra de tejido no afectado por el 

síndrome hay un mayor número de células de 

color [claro/oscuro] que de color [oscuro/claro]. 

Imagine that you are a doctor who specialised in 

treating a very rare condition called “Lindsay Syn-

drome” 

The human tissues affected by this disease have 

two types of cells: some are light-coloured and 

others are dark-coloured. 

Lindsay syndrome causes the affected tissue 

sample to have a greater number of [dark/dark] 

coloured cells than [light/dark] coloured cells. In 

contrast, a sample of tissue not affected by the 

syndrome has a greater number of [light/dark] 

than [dark/light] coloured cells. 

Fase de práctica 

Es posible saber si una muestra de tejido hu-

mano está afectada por el síndrome de Lindsay o 

no, mirando la proporción de células de color 

oscuro y de color claro en el tejido. 

Vamos a asegurarnos de que puedes distinguir-

las realizando una breve práctica. 

A continuación, vas a ver una serie de muestras 

de tejidos, y deberás indicar si están afectados 

por el síndrome de Lindsay o no. El objetivo de 

esta práctica es que aprendas el criterio de clasi-

ficación. 

It is possible to tell whether a sample of tissue is 

affected by Lindsay Syndrome or not by looking 

at the proportion of dark-coloured and light-col-

oured cells in the tissue. 

Let's make sure you can tell the difference by do-

ing a short practice run. 

You will then look at a series of tissue samples, 

and you will have to indicate whether they are af-

fected by Lindsay Syndrome or not. The aim of 

this practice is that you learn the classification cri-

teria. 

Recuerda, el criterio para realizar la tarea es: 

• Si hay más células de color [oscuro/claro] que 

de color [claro/oscuro], el tejido está afectado 

por el síndrome de Lindsay y la muestra de te-

jido se clasifica como un POSITIVO. 

• Si hay más células de color [claro/oscuro] que 

de color [oscuro/claro], el tejido NO está afec-

tado por el síndrome de Lindsay y la muestra 

de tejido se clasifica como un NEGATIVO. 

Cuando estés preparado para realizar la tarea, 

pulsa el botón "Siguiente". 

Remember, the classification criteria are: 

If there are more [dark/light] coloured cells than 

[light/dark] coloured cells, the tissue is affected 

by Lindsay Syndrome, so the tissue sample is clas-

sified as POSITIVE. 

If there are more [light/dark] coloured cells than 

[dark/light] coloured cells, the tissue is NOT af-

fected by Lindsay Syndrome, so the tissue sample 

is classified as NEGATIVE. 

 When you are ready to perform the task, press 

the "Next" button. 
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Segundo bloque de ensayos de la fase de práctica 

Ahora continuarás practicando la clasificación con 

algunas muestras más. Recibirás información so-

bre como lo has hecho al finalizar. 

You will now continue practising the classifica-

tion with some more samples. You will receive 

feedback on your performance at the end. 

Mensaje al finalizar la fase de práctica 

¡Muy bien! 

Ahora eres capaz de clasificar los tejidos de 

forma que puedes determinar cuales están afec-

tados por el síndrome de Lindsay y cuáles no. 

Very good! 

Now, you can classify tissue samples indicating 

which ones are affected by Lindsay Syndrome 

and which ones are not. 

AVISO 

Parece que no has entendido correctamente en 

qué consiste el síndrome de Lindsay. Por 

favor, vuelve a leer las instrucciones. 

NOTICE 

You seem to have misunderstood what Lindsay 

Syndrome is. Please, read the instructions again. 

Presentación del sistema de inteligencia artificial ficticio 

El diagnóstico del síndrome de Lindsay mediante 

la observación de muestras de tejido permite de-

tectar la enfermedad en fases muy tempranas, 

mejorando las posibilidades de tratamiento y re-

cuperación de los pacientes. 

Recientemente, se ha creado un sistema de asis-

tencia al diagnóstico basado en un algoritmo de 

inteligencia artificial (IA) que puede ayudar a los 

médicos en la detección temprana del síndrome 

de Lindsay. Este sistema analiza cada muestra de 

tejido y ofrece recomendaciones durante la ta-

rea de clasificación de las muestras. 

Observing tissue samples can help us diagnose 

Lindsay Syndrome at an early stage, improving 

patients' chances for treatment and recovery. 

Recently, a diagnostic assistance system based 

on an artificial intelligence (AI) algorithm has 

been developed to help doctors in the early de-

tection of Lindsay Syndrome. This system anal-

yses each tissue sample and provides recom-

mendations during its classification. 

Nos han llegado muchas muestras de tejido de 

un grupo de personas. Algunas están sufriendo el 

síndrome de Lindsay y otras no. Te pedimos que 

nos ayudes a clasificar estas muestras. 

Durante la tarea de clasificación, es posible que 

la inteligencia artificial esté conectada. Si es así, 

te ofrecerá su recomendación.  

Si la IA está conectada, verás su recomendación 

durante toda la tarea en la parte superior de la 

pantalla, encima de la muestra, como se indica 

We have received many tissue samples from a 

group of people. Some are suffering from Lindsay 

Syndrome, while others are not. We are asking 

you to help us classify these samples. 

During the classification task, the artificial intelli-

gence system may be connected. If so, it will of-

fer you its recommendation.  

If the AI is on it will offer you a recommenda-

tion that will appear at the top of the screen 

above the sample, as you can see in the image. 

But if the AI is off, you will have to perform the 

whole task without assistance. 
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en la imagen. En caso de que la IA no esté conec-

tada tendrás que realizar toda la tarea sin ayuda. 

Recuerda, deberás clasificar cada muestra de cé-

lulas indicando POSITIVO si el tejido está afec-

tado por el síndrome o NEGATIVO si el tejido no 

está afectado.  

En un tejido afectado por el síndrome de Lind-

say, hay más células de color [os-

curo/claro], mientras que en un tejido no afec-

tado por el síndrome hay más células de color 

[claro/oscuro]. 

¡Buena suerte! 

Remember, you should classify each tissue sam-

ple as POSITIVE if the tissue is affected by the 

syndrome or NEGATIVE if the tissue is not af-

fected.  

A human tissue affected by Lindsay Syndrome 

has more [dark/light] coloured cells. A tissue not 

affected by the syndrome has more [light/dark] 

coloured cells. 

Good luck! 

Mensajes para indicar a los participantes si 

verán las recomendaciones o no. 

The AI is on, so it will offer you a recommen-

dation. 

The IA is off, so you will have to perform the 

task without assistance. 

Introducción a la Fase 2 de la tarea de clasificación 

Casi hemos terminado, pero antes… 

Han llegado unas pocas muestras de tejido adicio-

nales. Nos gustaría que nos ayudases a clasificar-

las tal como has hecho antes, siguiendo el mismo 

criterio. 

¡Muchas gracias! 

We are almost finished, but first... 

A few additional tissue samples have arrived. 

We would like you to help us classify them as 

you did before, following the same criteria. 

Thank you very much! 

Envío de datos 

A continuación, podrás enviar los resultados para 

que se incluyan en nuestro estudio. Los datos que 

nos aportes se unirán a los del grupo y serán anali-

zados estadísticamente de manera anónima.   

Para hacerlo, haz click en el botón "Enviar". Si por 

alguna razón no deseas enviárnoslos, sal de la pá-

gina o cierra el navegador sin enviar tus respues-

tas y estas no se guardarán. 

Now, you can send the results to be included 

in our study. All data will be added to the rest 

of the group and analysed statistically and 

anonymously. 

If you want to send the data click on "Send". If 

there is a reason you do not want to send us 

your answers, please exit the page or close the 

browser without submitting your answers, and 

they will not be saved 
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Antes de terminar queremos darte las gracias por 

tu colaboración en este experimento. Nuestra la-

bor de investigación sería imposible si no fuera 

por la participación voluntaria de personas como 

tú que deciden dedicarnos parte de su tiempo. Su-

ponemos que ahora que has terminado el experi-

mento te gustaría recibir una explicación sobre lo 

que tratábamos de estudiar. 

Nuestra intención es estudiar cómo afecta al com-

portamiento de las personas la recomendación de 

algoritmos de inteligencia artificial en diversos ám-

bitos. 

Algunos de los voluntarios veíais una inteligencia 

artificial que os ayudaba en la clasificación de las 

muestras de tejidos, otros, sin embargo, lo hacíais 

solos. Lo que tratamos de investigar es si clasificáis 

de la misma o diferente forma cuando sois ayuda-

dos por la IA. Lo sabremos cuando analicemos los 

resultados. 

¡Muchas gracias por tu participación! 

Before concluding, we would like to thank you 

for your cooperation in this experiment. Our 

research work would be impossible without 

the voluntary participation of people like you 

who decide to dedicate some of their time to 

us. Now that you have finished the experiment, 

you probably would welcome an explanation of 

what we were trying to study. 

We intend to study how people's behaviour is 

affected by the recommendation of artificial in-

telligence algorithms in various areas. 

Some of you viewed the recommendations 

made by an artificial intelligence during the 

classification task, while others did the task 

without assistance. We were investigating if 

there are differences in the classification task 

as a function of whether you are assisted or not 

by an AI. We will know when we analyse the re-

sults. 

Please do not discuss the details of the study 

with your acquaintances or on social networks 

until we have finished so as not to influence 

them. 

Thank you very much for your participation. 

Don’t forget to click the button to confirm that 

you’ve completed the experiment. 
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Apéndice B 

Índices de error en cada tipo de estímulo 

Tabla 1B 

Ratio Medio de Clasificación Errónea para Todos los Estímulos de Diferentes Proporciones de Células 

Oscuras/Claras Utilizados en la Tarea de Clasificación en los Experimentos de la Serie 1. 

Experimento EE Grupo 

Fase 1 Fase 2 

Ratio error 
Dif. 

Ratio error 
Dif. 

M SD M SD 

1 
80/20 

Con IA .00 .01 
p = .993 

Sin IA .00 .01 

70/30 
Con IA .00 .00 

p = .099 
Sin IA .00 .02 

60/40 
Con IA .01 .06 

p = .138 
Sin IA .03 .11 

40/60 
Con IA .19 .28 

p < .001 
Sin IA .06 .16 

30/70 
Con IA .00 .00 

p = .070 
Sin IA .00 .04 

20/80 
Con IA .00 .03 

p = .410 
Sin IA .00 .01 

2 
80/20 

Con IA .00 .00 
- 

Sin IA .00 .00 

70/30 
Con IA .00 .02 

p = .245 
.01 .04 

p = .256 
Sin IA .00 .22 .00 .02 

60/40 
Con IA .00 .03 

p = .008 
.02 .08 

p = .298 
Sin IA .02 .07 .03 .10 

40/60 
Con IA .35 .39 

p < .001 
.18 .31 

p < .001 
Sin IA .06 .15 .05 .15 

30/70 
Con IA .00 .02 

p = .432 
.02 .10 

p = .103 
Sin IA .00 .03 .00 .03 

20/80 
Con IA .00 .01 

p = .644 
Sin IA .00 .01 

3 
80/20 

Con IA→Sin IA .00 .05 
p = .129 

.00 .02 
p = .316 

Sin IA→Con IA .00 .00 .00 .00 

70/30 
Con IA→Sin IA .00 .01 

p = .904 
.00 .00 

p = .182 
Sin IA→Con IA .00 .02 .00 .03 

60/40 
Con IA→Sin IA .01 .04 

p = .034 
.01 .04 

p = .223 
Sin IA→Con IA .04 .11 .00 .03 

40/60 
Con IA→Sin IA .37 .37 

p < .001 
.33 .38 

p = .403 
Sin IA→Con IA .07 .18 .37 .41 

30/70 
Con IA→Sin IA .01 .07 

p = .137 
.05 .13 

p = .025 
Sin IA→Con IA .00 .02 .01 .07 

20/80 
Con IA→Sin IA .00 .01 

p = .316 
.00 .00 

- 
Sin IA→Con IA .00 .00 .00 .00 
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Experimento EE Grupo 

Fase 1 Fase 2 

Ratio error 
Dif. 

Ratio error 
Dif. 

M SD M SD 

4 
80/20 

Con IA .00 .00 
- 

Sin IA .00 .00 

70/30 
Con IA .00 .01 

p = .315 
.00 .00 

p = .156 
Sin IA .00 .04 .00 .04 

60/40 
Con IA .00 .01 

p = .152 
.00 .03 

p = .067 
Sin IA .01 .06 .04 .12 

40/60 
Con IA .35 .42 

p < .001 
.26 .36 

p < .001 
Sin IA .01 .04 .00 .04 

30/70 
Con IA .00 .01 

p = .656 
.00 .03 

p = .320 
Sin IA .00 .03 .00 .00 

20/80 
Con IA .00 .00 

p = .320 
Sin IA .00 .04 

Nota. La razón de clasificación errónea por tipo de estímulo es el número total de errores de 

clasificación cometidos en estímulos de un tipo determinado dividido por el número total de 

ensayos con dichos estímulos en cada fase de la tarea. La columna Dif. representa el valor p de la 

prueba t de Student para la diferencia entre las ratios medias de clasificación errónea de los grupos 

con asistencia de la IA (con IA) y sin asistencia (sin IA). 
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Tabla 2B 

Ratio Medio de Clasificación Errónea para Todos los Estímulos de Diferentes Proporciones de Células 

Oscuras/Claras Utilizados en la Tarea de Clasificación en los Experimentos 5 y 6 de la Serie 2. 

Experimento EE Grupo 

Fase 1 Fase 2 

Ratio error 
Dif. 

Ratio error Dif. 

M SD M SD 

5 
80/20 

Info-error .00 .04 
p = .226 

No-info .00 .00 

70/30 
Info-error .00 .01 

p = .410 
.01 .06 

p = .082 
No-info .00 .01 .00 .00 

60/40 
Info-error .01 .05 

p = .690 
.05 .17 

p = .016 
No-info .01 .08 .01 .05 

40/60 
Info-error .29 .36 

p = .254 
.22 .35 

p = .171 
No-info .35 .40 .29 .37 

30/70 
Info-error .02 .11 

p = .336 
.03 .11 

p = .542 
No-info .01 .05 .04 .15 

20/80 
Info-error .00 .01 

p = .653 
No-info .00 .01 

6 

80/20 

Info-error .00 .04 

- Info-acierto .00 .03 

No info .00 .00 

70/30 

Info-error .01 .09 

p = .781 

.01 .12 

Info-acierto .00 .03 .00 .00 

No info .00 .02 .00 .02 

60/40 

Info-error .11 .16 

p = .095 

.04 .15 

p = .730 Info-acierto .09 .12 .03 .11 

No info .06 .09 .03 .12 

40/60 

Info-error .12 .27 

p = .011 

.07 .19 

p = .073 Info-acierto .21 .34 .13 .29 

No info .30 .37 .18 .33 

30/70 

Info-error .00 .02 

p = .697 

.00 .04 

p = .752 Info-acierto .00 .01 .01 .11 

No info .00 .00 .01 .06 

20/80 

Info-error .00 .01 

- Info-acierto .00 .00 

No info .00 .00 

Nota. La columna Dif. representa el valor p de la prueba t de Student para la diferencia entre grupos 

en las ratios medias de clasificación errónea excepto en el caso del Experimento 6, donde la columna 

Dif. representa el valor p asociado al factor grupo (info error, info acierto, no info) en el análisis de 

varianza con la ratio de error en cada tipo de estímulo como variable dependiente. Dado que el 

Experimento 7 incluyó una variable adicional, el tipo de error, lo cual aumentó la complejidad de su 

diseño, decidimos excluirlo de la Tabla 2B. 
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Tabla 3B 

Ratio Medio de Clasificación Errónea para los Estímulos de Proporciones de Células Oscuras/Claras 

60/40 y 40/60 Utilizados en la Tarea de Clasificación en los Experimentos de la Serie 2 en Función de 

la Información sobre el Error y el Tipo de Error que Podía Cometerse en la Clasificación Según los 

Criterios de Clasificación B1 y B2. 

Experimento EE Grupo 

Fase 1 Fase 2 

Ratio error 
Dif. 

Ratio error Dif. 

M SD M SD 

5 

60/40 

Con IA – info error FP .02 .07 

Tipo de 
error 

.08 .22 Info. 
error 

Tipo de 
error 

Con IA – info error FN .00 .02 .02 .07 

Con IA – no info FP .03 .11 .02 .07 

Con IA – no info FN .00 .01 .00 .00 

40/60 

Con IA – info error FP .37 .38 

Tipo de 
error 

.29 .40 

Tipo de 
error 

Con IA – info error FN .20 .31 .14 .14 

Con IA – no info FP .49 .43 .41 .41 

Con IA – no info FN .22 .33 .16 .16 

6 

60/40 

Con IA – info error FP .17 .16 

Tipo de 
error 

.06 .19 

- 

Con IA – info error FN .04 .12 .02 .08 

Con IA – info acierto FP .13 .08 .00 .03 

Con IA – info acierto FN .05 .14 .05 .15 

Con IA – no info FP .14 .10 .04 .16 

Con IA – no info FN .00 .02 .02 .08 

40/60 

Con IA – info error FP .22 .35 

Info 
error. 

Tipo de 
error 

.13 .25 

Tipo de 
error 

Con IA – info error FN .04 .16 .02 .11 

Con IA – info acierto FP .24 .38 .15 .31 

Con IA – info acierto FN .18 .31 .10 .29 

Con IA – no info FP .37 .37 .22 .34 

Con IA – no info FN .21 .36 .13 .31 

7 

60/40 

Con IA – info error FP .15 .27 

Info. 
error 

.14 .28 

Info. 
error 

Con IA – info error FN .19 .34 .13 .26 

Con IA – no info FP .35 .40 .31 .37 

Con IA – no info FN .24 .34 .20 .34 

40/60 

Con IA – info error FP .09 .20 

Tipo de 
error 

.10 .22 

Tipo de 
error 

Con IA – info error FN .03 .09 .02 .07 

Con IA – no info FP .10 .21 .08 .19 

Con IA – no info FN .02 .09 .00 .02 

Nota. FP, indica falso positivo, FN, falso negativo. La columna Dif. indica que factor, información 

sobre el error o tipo de error, demostró un efecto principal en el análisis de varianza con la ratio de 

clasificaciones erróneas en cada tipo de estímulo, 60/40 o 40/60, como variable dependiente. 
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